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Úvod

Statistika se mezi studenty společenských věd obvykle netěší velké oblibě a obecně má
spíš špatnou pověst. Není nezvyklé, že i studenti s výborným prospěchem vidí ve statistic-
kých postupech jen obskurní rituály s čísly, které když bezchybně vykonáme, „vyplivnou“
nějakou hodnotu, která má dát odpověď na naši otázku.

Autoři učebnic statistiky se s malou oblibou tohoto předmětu snaží bojovat. Mezi
nejpoužívanější zbraně patří vedle záplavy metafor a obrázků bohužel i zjednodušování
látky na nejnižší úroveň, která ještě dává smysl. Statistika se pak změní ve vyprávění
příběhů o tom, jak správně provádět rituály.

Autor tohoto textu se domnívá, že tato cesta ke kýženému výsledku nevede. Metafory
a zjednodušená podobenství jsou bezesporu dobrými pomocníky, ale jen do té doby, než
dočista nahradí původní sdělení. Studenti psychologie jsou vybíráni podle přísných kritérií
a o jejich schopnosti chápat abstraktní problémy nemůže být pochyb. Místo krásné vědy,
jakou statistika je, jim není potřeba servírovat příběhy, aby pochopili.

Z tohoto přesvědčení tato skripta vycházejí. Statistické poznání zde bude budováno od
svého matematického základu. Daň, která se za to platí, je určitá suchopárnost – zejména
pro ty studenty, kteří nenacházejí zalíbení ve světě matematických konstruktů a kteří
potřebují na každém kroku ujišťovat, že získané znalosti opravdu k něčemu jsou. Pokud
se však naplní ambice autora tohoto textu, čtenáři bude odměnou opravdové porozumění
statistice v psychologickém výzkumu. Tedy nejen schopnost bezchybně provést onen rituál,
ale i znalost toho, co se děje pod jeho povrchem.

Na závěr připojme ještě jedno upozornění. Mnozí lidé, když slyší o matematice a čem-
koli, co s ní souvisí, prohlásí, že na to nemají hlavu, a přestanou poslouchat. Pokud to
je váš případ, buďte si jistí, že s vaší hlavou nic v nepořádku není. To, že jste se ocitli
v tomto kurzu, znamená, že za sebou máte anabázi testů, pohovorů a dalších útrap, které
skončily úspěchem. To, co schází, není v hlavě, ale v srdci a je jen na vás to změnit.

Daniel Dostál
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Ten, kdo říká, že to dokáže,
i ten, kdo říká, že to nedokáže,
oba mají pravdu.
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1 Základní matematické pojmy

1.1 Množiny

V matematice označujeme pojmem množina soubor libovolných prvků. Uvažujeme-li tedy
množinu, kterou pojmenujeme například M , můžeme pro jakýkoli objekt (říkejme mu
třeba x) rozhodnout, zda náleží množině M (zapisujeme x ∈ M), nebo zda jí nenáleží
(x /∈ M). Chceme-li nějakou množinu vymezit, obvykle to provedeme tak, že vypíšeme
všechny její prvky do složených závorek. Například takto:

M = {2, 4, 6, 8, 10}.

Nebo do složených závorek vypíšeme podmínky, které pokud libovolný prvek splňuje, tak
je prvkem množiny. Třeba zápis

N = {x ∈ M : x < 7}

by označoval množinu všech prvků množiny M , které jsou menší než číslo 7. Tedy N =
{2, 4, 6}. O množině N navíc můžeme říct, že je podmnožinou množiny M . Znamená
to, že všechny její prvky jsou obsaženy zároveň v množině M (použili bychom označení
N ⊂ M).

Někdy je také užitečné několik množin sloučit do jedné. Používá se k tomu symbol
sjednocení (∪). Mohli bychom například říct, že

{3, 4, 5} ∪ {0, 5, 10} = {0, 3, 4, 5, 10}.

Slovně jej vyjadřujeme jako „nebo“. Jde tedy o prvky, které patří do první nebo do druhé
z uvedených množin.

Jindy nás zajímá, zda existují nějaké prvky, které patří do první a zároveň do druhé
množiny. Hovoříme pak o průniku množin (∩). Můžeme například říct

{3, 4, 5} ∩ {0, 5, 10} = {5}.

Pokud dvě množiny nemají žádný společný prvek, a jejich průnikem je tedy prázdná
množina, označujeme je za disjunktní.

Ve výše uvedených příkladech jsme předpokládali, že prvky množin jsou čísla. To
je nejčastější případ, ale není to pravidlem – můžeme třeba vymezit množinu studentů
psychologie, množinu nedělních odpolední nebo množinu nápadů, které máme na večírku
po čtvrté tequile. Vzhledem k tomu, že práce s čísly nám ušetří mnoho námahy, připo-
meňme si dvě číselné množiny, na které se budeme odvolávat nejčastěji.
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• Množina celých čísel (odteď ji budeme vždy označovat Z) obsahuje všechna čísla,
která můžeme zapsat bez desetinné čárky. Tedy například hodnoty 1, 10, 55, ale i 0
a záporná čísla jako je −6, −100.

• Množina reálných čísel (R) obsahuje všechny hodnoty, které si pod slovem číslo
běžný člověk dokáže představit. Jednak všechna celá čísla, desetinná čísla, zlomky
i čísla, která jako zlomek zapsat nedokážeme (třeba

√
2). Plus a mínus nekonečno

(značíme ∞) však mezi reálná čísla nepatří.

V matematických vzorcích se můžeme poměrně často setkat se dvěma reálnými čísly,
jejichž přesnou hodnotu nedokážeme zapsat pomocí číslic:

• π (pí) – má hodnotu přibližně 3.14,

• e (Eulerovo číslo) – má hodnotu přibližně 2.72.

Obě množiny, reálná i celá čísla, mají nekonečný počet prvků. I přesto je však zjevné,
že reálných čísel je nesrovnatelně více než celých čísel. Dokonce můžeme říct, že mezi
každými dvěma reálnými čísly existuje opět nekonečno reálných čísel.

Při práci s reálnými čísly je někdy užitečné vybírat podmnožiny obsahující všechny
prvky, které jsou ohraničené nějakými dvěma hodnotami. Například všechny hodnoty,
které jsou menší než 10 a větší než −1. Takovýmto podmnožinám říkáme intervaly a
místo poněkud těžkopádného zápisu {x ∈ R : (x < 10) ∩ (x > −1)} bychom jednoduše
napsali (−1, 10). Uvedenému intervalu říkáme otevřený interval, jelikož neobsahuje své
krajní hodnoty (10 a −1 do něj nepatří). Pokud bychom je do intervalu zahrnuli, budeme
jej nazývat uzavřený interval a značit [−1, 10]. Interval samozřejmě může být z jedné
strany uzavřený a z druhé otevřený. Například interval všech nezáporných čísel bychom
zapsali [0,∞).1

1.2 Matematické funkce

Pojmem funkce se v matematice rozumí určitý předpis, který každému prvku jedné mno-
žiny (říkáme jí definiční obor funkce, Df) připisuje právě jeden prvek z druhé množiny
(tu označujeme jako obor hodnot, Hf). Nejčastěji jsou definiční obor i obor hodnot ně-
jaké podmnožiny množiny reálných čísel, ač to není pravidlem – funkce mohou pracovat
s libovolnými množinami.

1Uzavřený konec intervalu se také někdy značí symbolem < nebo > místo hranatých závorek. Oba
zápisy jsou ekvivalentní a můžeme je volně zaměňovat. Z důvodu jednoznačnosti v tištěném textu budeme
používat hranaté závorky.

8



Pokud si vybereme třeba prvek x, který náleží definičnímu oboru funkce f , pak funkční
hodnota funkce f v bodě x bude rovna nějakému y z oboru hodnot. Jednoduše bychom
toto tvrzení zapsali jako vztah: f(x) = y, kde x ∈ Df , y ∈ Hf . Prvek x označujeme jako
argument funkce f .

Existuje více způsobů, jak vymezit nějakou konkrétní funkci – můžeme například vy-
jmenovat všechny prvky definičního oboru a k nim připsat jejich funkční hodnoty. To ale
v případě rozsáhlých (nebo dokonce nekonečných) množin není dost dobře možné. Vhodné
je pak funkci definovat pomocí nějakého matematického vzorce. Na číselné množině mů-
žeme definovat například funkci jménem g takto:

g(x) = 2x+ 5.

Snadno zjistíme, že funkční hodnota této funkce v bodě 3 bude rovna číslu 11 a třeba
v bodě −2 číslu 1.

Množinu všech uspořádaných dvojic {(x, f(x)), x ∈ Df} nazýváme graf funkce a jak
název napovídá, umožňuje nám průběh funkce zobrazit. Graf vykreslíme pomocí dvou
na sebe kolmých os. Na horizontální (iksovou) vyneseme jednotlivé hodnoty z definičního
oboru a na svislou (ypsilonovou) příslušné funkční hodnoty. Výsledkem pak bude nějaká
křivka nebo množina izolovaných bodů.

Rozmanitých funkcí můžeme definovat libovolný počet. Připomeňme si některé základ-
ní funkce a jejich grafy.

Lineární funkce vyjadřuje vztah přímé úměry mezi argumentem funkce a funkční
hodnotou. Lineární funkci můžeme vyjádřit ve tvaru y = a+ bx, kde a a b jsou konstanty
(tedy libovolná čísla). Můžeme říct, že za každý bod, o který naroste hodnota argumentu
x, vzroste funkční hodnota y o b bodů (pokud je b < 0, jde pochopitelně o pokles). Pokud
je b = 0, pak přísně vzato o lineární funkci nejde, ale hovoříme o konstantní funkci.
Grafem lineární funkce je vždy přímka.

−1 1
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x

y = x

−1 10

1

x

y = −0.5x + 1

−1 10

1

x

y = 1.5

Kvadratická funkce obsahuje ve svém předpisu argument v druhé mocnině. Obecně
bychom ji mohli vystihnout předpisem y = a+ b1x+ b2x

2. Grafem kvadratické funkce je
parabola, průběh tedy připomíná „údolí“ nebo „kopec“.
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Lineární funkci s absolutní hodnotou lze vyjádřit předpisem y = b|x−a|+c a její
graf vypadá jako zalomená rovná čára. Operátor absolutní hodnoty si můžeme představit
jako vzdálenost čísla od nuly. Absolutní hodnota kladných čísel se rovná jejich hodnotě
(například |2| = 2). Absolutní hodnota záporných čísel se rovná opačné hodnotě (tedy
| − 2| = 2). Nula v absolutní hodnotě zůstává nulou.
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Předpis logaritmické funkce obsahuje operátor logaritmu. Nejčastěji se setkáme
s dvěma logaritmy – přirozeným (značíme ln(x)) a dekadickým (log10(x)). Dekadický
logaritmus říká, na kolikátou musíme umocnit číslo 10, abychom dostali hodnotu x. Při-
rozený logaritmus má tutéž funkci, ale místo desítky používá Eulerovo číslo e. Dekadický
logaritmus čísla 100 se rovná 2, čísla 1000 se rovná 3 atd. Logaritmus je definován pouze
pro kladné hodnoty a v nule se limitně blíží mínus nekonečnu.
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y = exExponenciála je křivka vyjádřená předpisem y =
ex, případně y = exp(x), a je typická svým strmým
růstem. Podobně jako u logaritmu bychom mohli vy-
tvořit další exponenciální funkce, pokud bychom na-
hradili e jinou hodnotou. Exponenciála a logaritmus
jsou vůči sobě takzvaně inverzní. Znamená to, že po-
kud nějakou hodnotu použijeme jako argument loga-
ritmu a výsledek použijeme opět jako argument ex-
ponenciální funkce, získáme původní hodnotu. Jedno-
duše ln(ex) = x.

Matematické funkce můžeme popisovat z hlediska
nespočtu vlastností. Pro naše účely si však vystačíme
s tím, jestli je funkce rostoucí, nebo klesající. Pro ros-
toucí funkci platí, že s rostoucí hodnotou argumentu
funkce (x) se bez výjimek vždy zvyšuje funkční hodnota f(x). U klesající funkce je tomu
naopak: rostoucí hodnota x vždy znamená klesající hodnotu f(x). To, jestli je funkce
rostoucí či klesající, je obvykle patrné již z jejího grafu. Například výše uvedená funkce
f(x) = x nebo f(x) = ln(x) je rostoucí, zatímco f(x) = −0.5x + 1 je klesající. Kvadra-
tická funkce či lineární funkce s absolutní hodnotou nejsou rostoucí ani klesající, pokud
hovoříme o celém jejich definičním oboru. Je-li funkce na celém svém definičním oboru
rostoucí či klesající, pak o ní můžeme říct, že je monotónní.
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2 Náhoda a pravděpodobnost

Zkoumáme-li svět pomocí vědy, téměř vždy předpokládáme, že každá událost je přesně
vymezena svými příčinami. Neexistuje tedy žádná nahodilost, a pokud bychom dokázali
zmapovat všechny vztahy mezi věcmi, mohli bychom s jistotou předpovědět, co bude
následovat. Takovémuto pojetí se říká determinismus. Pokud přijmeme tento světonázor
(což bychom ostatně pro účely vědeckého výzkumu alespoň na chvíli měli), může nás
napadnout otázka, proč vůbec mluvíme o nějaké pravděpodobnosti. Jsou-li dány všechny
příčiny a následky, vše se děje s jistotou, a náhoda tedy neexistuje. Potíž je v tom, že řada
systémů je nesmírně složitá a naše současné poznání ani zdaleka nestačí k tomu, abychom
chování těchto systémů dokázali s jistotou vysvětlit. Můžeme nanejvýš prohlásit, že za
podmínek A se určitým způsobem změní pravděpodobnost výskytu důsledků B.

Jedním z takových mimořádně složitých systémů, které dokážeme popsat jen velmi
omezeně, je člověk, respektive jeho chování a prožívání. Dalším by mohla být například
lidská společnost nebo ekonomické vztahy. Zřejmě z toho důvodu statistika, která s ná-
hodou systematicky pracuje, nachází největší uplatnění právě v psychologii, medicíně,
sociologii a ekonomii.

2.1 Náhodný jev

Při práci s pravděpodobností mluvíme o náhodném pokusu. Označujeme tak realizaci
určitého systému podmínek, které vedou k nějakému předem neznámému výsledku. Slovo
pokus můžeme brát poměrně velkoryse – nemusí se jednat o smíchání několika chemikálií
ve zkumavce nebo o vytažení lístku z osudí, ale může to být například narození dítěte
a zjištění, jestli je to chlapec nebo dívka, nebo to, když vybereme jednoho studenta a
změříme u něj nějaké psychologické charakteristiky. Množinu všech možných výsledků ná-
hodného pokusu budeme označovat písmenem Ω (velká omega). Pokud je tedy pokusem
hod hrací kostkou, pak Ω = {{ }, { }, { }, { }, { }, { }}. Každý pokus vede k právě
jednomu výsledku – nemohou padnout naráz dvě čísla a ani se nemůže stát, že by nepadlo
žádné. Jednoprvkové množiny výsledků označujeme jako elementární jevy a budeme je
značit písmenem ω (malá omega). V našem příkladu by to byly jevy { }, { }, { }, { },
{ }, { }. Jelikož se jedná o množiny, můžeme s nimi provádět nám již známé množinové
operace. Například { } ∪ { } ∪ { } = { , , } je jev, který bychom mohli pojmenovat
padlo sudé číslo.

Za neslučitelné (disjunktní) jevy označujeme takové jevy, které nemohou nastat sou-
časně. Mezi sebou jsou neslučitelné všechny elementární jevy, nebo z našeho příkladu jevy
padlo sudé číslo a padlo liché číslo. Ke každému jevu můžeme také definovat opačný jev.
Označuje se tak sjednocení všech elementárních jevů, které daný jev neobsahuje. Tedy
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například k jevu padla šestka ({ }) je opačný jev padlo něco jiného než šestka (čemuž
odpovídá množina { , , , , }).

2.2 Pravděpodobnost

Některé jevy mohou nastat snáze než jiné. Pro popsání této odlišnosti zavádíme funkci
jménem pravděpodobnost. Co tento pojem znamená, intuitivně chápou i lidé, kteří
žádný kurz statistiky neabsolvovali. Abychom s tímto konceptem mohli pracovat, mu-
síme jej přesně vymezit. Pravděpodobnost je funkce (budeme ji značit P ), která
každému jevu (ať už elementárnímu nebo složenému) připisuje nějaké číslo
z intervalu [0, 1]. Jednička vyjadřuje, že se daný jev vyskytne s naprostou jistotou, nula
naopak, že jev nastat nemůže.

Pravděpodobnost každého jevu můžeme vyčíslit jako součet pravděpodobností všech
elementárních jevů, které obsahuje. Hovoříme-li o disjunktních jevech, můžeme analogicky
stanovit pravděpodobnost jejich sjednocení:

P (A ∪B) = P (A) + P (B).

Pokud jevy A a B disjunktní nejsou, tak uvedený vztah neplatí, jelikož ty prvky (ele-
mentární jevy), které jsou obsaženy v obou množinách, by byly zahrnuty dvakrát. Vztah
proto musíme upravit do podoby

P (A ∪B) = P (A) + P (B) − P (A ∩B).

Pravděpodobnost opačného jevu k jakémukoli jevu A je rovna 1 − P (A). Tedy pokud
je pravděpodobnost, že na hrací kostce padne šestka, rovna 1

6 , tak pravděpodobnost, že
nepadne šestka, je zákonitě 1 − 1

6 = 5
6 . Této vlastnosti budeme hojně využívat.

Pokud pro jevy A a B platí P (A∩B) = P (A) · P (B), pak jevy A a B označujeme za
nezávislé. Je-li naším náhodným pokusem třeba hod dvěma hracími kostkami, černou a
bílou, pak například jevy { } a { } jsou nezávislé, jelikož výsledek jedné kostky nijak
neovlivňuje výsledek druhé. Když víme, že P ({ }) = 1

6 a P ({ }) = 1
6 , pak snadno

odvodíme, že P ({ } ∩ { }) = 1
36 . Informace, že nastal jeden z nezávislých jevů, nám

neprozrazuje nic o tom, jestli nastal druhý nezávislý jev. Disjunktní jevy nejsou proto
nikdy nezávislé, vyjma krajního případu, kdy nejméně jeden z nich nastává s nulovou
pravděpodobností, tedy nikdy.

Ač je pojem pravděpodobnost obsažen ve slovníku laické veřejnosti, často jej užíváme
nesprávně. Nikoho by asi nepřekvapila otázka: Jaká je pravděpodobnost, že ve vesmíru
existuje inteligentní mimozemská forma života? Ve skutečnosti je ale nesmyslná, jelikož
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mimozemský život buď existuje (pravděpodobnost je tedy 1) nebo neexistuje (pravdě-
podobnost je tedy 0). Chyba, které se zde dopouštíme, je záměna pravděpodobnosti za
subjektivní míru jistoty. O pravděpodobnosti můžeme referovat vždy jen ve vztahu k ná-
hodnému pokusu.

Ještě názornější příklad může být tento: Na stromě jsou jablka a my víme, že polovina
z nich je červivá a polovina ne. Zcela legitimně tedy můžeme říct, že, pokud si náhodně
vyberu jedno jablko, je pravděpodobnost toho, že v něm bude červ, 0.5. Pokud jsme však
již jablko utrhli, nelze tvrdit, že v tomto konkrétním jablku je červ s nějakou pravděpo-
dobností. On tam buď objektivně je nebo není, a žádná náhoda tuto realitu nedokáže
změnit.

S populárním pojetím pravděpodobnosti souvisí také její formální zápis. Často se se-
tkáme s vyjádřením pravděpodobnosti v procentech. Na tomto způsobu není nic špatného
– v některých případech to může být názornější. Značka % v podstatě znamená „· 0.01“.
Máme-li tedy dosadit do nějakého vzorce pravděpodobnost, kterou máme zadanou v pro-
centech, tak nebudeme psát třeba 50 (ve smyslu 50 %), ale napíšeme 0.5 (tedy 50 · 0.01).

2.2.1 Klasická pravděpodobnost

Pravděpodobnost představovala v matematice historicky problematickou oblast, která trá-
pila řadu myslitelů. Moderní definice pravděpodobnosti a její využití je dílem minulého
století. Velmi staré pojetí pravděpodobnosti, které má dodnes své využití, ač jen v omeze-
ném množství případů, se nazývá klasická pravděpodobnost. Klasickou pravděpodobnost
můžeme využít tam, kde náhodný pokus vede ke konečnému množství výsledků, z nichž
všechny jsou stejně možné. Tedy pro n-prvkovou množinu Ω by muselo platit:

P (ω1) = P (ω2) = . . . = P (ωn) = 1
n
.

Jelikož pak pravděpodobnost libovolného jevu A lze vyjádřit jako součet pravděpodob-
ností elementárních jevů, které obsahuje, můžeme tvrdit, že

P (A) = m

n
,

kde m značí počet prvků množiny A.
Učebnicovými příklady, kde se s klasickou pravděpodobností můžeme setkat, je už

zmiňovaná hrací kostka nebo nejrůznější loterie, což však ve výzkumu často neuplatníme.
Klasickou pravděpodobnost nicméně použijeme i v situacích, kde nějaká skupina prvků
může nabývat různých uspořádání s tím, že tato uspořádání jsou stejně pravděpodobná.
To jsou situace, s nimiž pracujeme v nejrůznějších kombinatorických úlohách a které již
mají přesah do pro výzkumníka zajímavějších oblastí.
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2.2.2 Geometrická pravděpodobnost

Klasická pravděpodobnost má svá omezení. Například tehdy, když všechny elementární
jevy sice nastávají se stejnou pravděpodobností, ale je jich nekonečně mnoho, bychom
s klasickým pojetím pravděpodobnosti nepochodili. Zamysleme se třeba nad tímto prob-
lémem:

Na privátě žijí dva kamarádi. Oba vstávají každé ráno v libovolný čas mezi 7:00 a 8:00
bez nějakého řádu, nezávisle na sobě. Hned po probuzení jde jeden z kamarádů do koupelny,
kde stráví přesně 15 minut. Jaká je pravděpodobnost, že druhý z kamarádů najde koupelnu
obsazenou?

Fanoušek klasické pravděpodobnosti by mohl podotknout, že první i druhý kamarád
mají 60 možností, kdy vstát (jelikož od 7:00 do 7:59 je 60 minut), a tedy existuje 60 ·60 =
3600 = n stejně pravděpodobných scénářů, jak ráno proběhne. Když spočítáme ty, kdy
se kamarádi v koupelně setkají, a vydělíme tento počet (m) číslem 3600 (n), dostaneme
výsledek. Toto řešení je však jen hrubým přiblížením ke správnému řešení. Mezi sedmou
a osmou hodinou je nekonečno různých časů – nikde totiž není psáno, že čas probuzení
musí být v celých minutách. Čísla n i m se rovnají ∞ a výraz ∞

∞ vyčíslit neumíme.

Geometrická pravděpodobnost používá trik, kdy si obě množiny, jejichž počty prvků
srovnáváme, představíme jako geometrické útvary. Místo počtů bodů, které tyto útvary
obsahují, stanovuje jejich míru. Mírou úsečky je délka, mírou obrazce v rovině je ob-
sah, mírou tělesa je objem. Pravděpodobnost jevu A pak stanovíme jako podíl měr obou
množin:

P (A) = míra(A)
míra(Ω) .

Obrázek 1: Grafické řešení úlohy o setkání
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Představme si naši úlohu jako dvouroz-
měrný graf, kde na osu x mezi čísla 0 a 60
vynášíme čas probuzení prvního kamaráda
a na osu y čas probuzení druhého. Množina
Ω tedy má tvar čtverce a její míra odpo-
vídá obsahu tohoto čtverce. Všechny dvojice
hodnot (x, y) z této množiny, pro které platí
x < y∩ y−x < 15, představují situace, kdy
se první kamarád probudil dřív než druhý,
avšak ne dřív než o 15 minut. Naopak body,
pro které platí y < x ∩ x − y < 15, zname-
nají, že smůlu měl první z kamarádů, když
našel koupelnu obsazenou. Množina A je
pak sjednocení obou takto vzniklých mno-
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žin: A = {(x, y) ∈ Ω : (y > x ∩ y < x + 15) ∪ (y < x ∩ y > x − 15)}. (Pro větší
přehlednost jsme ve všech dílčích nerovnostech převedli y na levou stranu.) Jak znázor-
ňuje obrázek 1, množina A tvoří jakýsi šestiúhelník uvnitř množiny Ω. Políčka na pozadí
grafu nám pomohou zjistit podíl obsahů obou útvarů: vyšrafovaných je 7 políček z 16,
tedy P (A) = 7

16 ≈ 44 %. Ke kolizi v koupelně dojde v průměru o něco méně než každý
druhý den.

Pomocí geometrické pravděpodobnosti v tomto kurzu problémy řešit nebudeme. Po-
selství je ale to, že pravděpodobnost si můžeme často představit jako plochu, k čemuž se
budeme uchylovat ve většině statistických postupů.

2.3 Náhodná veličina

V předchozích kapitolách jsme si připomněli některé základní pojmy z matematiky a
získali jsme alespoň v obrysech povědomí o tom, co je náhodný jev a jeho pravděpo-
dobnost. Na příkladu klasické a geometrické pravděpodobnosti jsme si ukázali, jak lze
s touto vlastností náhodných jevů pracovat. Ve skutečnosti to, co jsme se naučili, byl
jen úvod a velké zjednodušení – řekli bychom několik speciálních případů, které měly za
úkol uvést čtenáře do světa statistiky. Pokud úvodní kapitoly svůj účel splnily, můžeme
přejít na další úroveň. Naučíme se popisovat realitu pomocí náhodných veličin. Náhodné
veličiny spolu se svými distribučními funkcemi představují ústřední bod tohoto kurzu.
Pokud jim čtenář porozumí, snadno pak nalezne smysl tam, kde obvykle studenti vidí jen
změť nesrozumitelných vzorců a pouček.

Vraťme se zpět k množině všech elementárních jevů, které mohou nastat při realizaci
náhodného pokusu (Ω). Co jsou vlastně jednotlivé prvky této množiny? Pokud vás na-
padlo, že to jsou čísla, nenechejte se zmýlit matematickým tónem tohoto textu. Pokud
je naším náhodným pokusem třeba dopravně-psychologické vyšetření vybodovaného ři-
diče, kterému administrujeme Bourdonův test pozornosti, tak elementárním jevem může
být třeba „Igor Vozač, který má opravdu špatný den. Potřebuje získat zpět svůj řidičský
průkaz, přitom ráno před vyšetřením zaspal a vzal si ve spěchu každou botu jinou. Levá
ho tlačí. V 9:15 začal s testováním, moc mu to s dotykovým displayem nešlo. Teď sedí
rozcuchaný před osahaným monitorem a okusuje si nehty. . .“ Zkrátka kousek pestré a
těžko popsatelné reality. Z toho plyne mimo jiné to, že množina Ω obsahuje tolik prvků,
kolik scénářů může při daném náhodném pokusu nastat – tedy nekonečně mnoho. (Ano,
v minulé kapitole jsme se dopustili zjednodušení, když jsme tvrdili, že hod kostkou vede
jen k šesti možným výsledkům.)

Takhle velkorysé pojetí množiny elementárních jevů nás přivádí ke dvěma problémům.
První je praktického ražení: tak komplexní a květnaté prvky množiny je obtížné zpracovat,
natož je vložit do nějakých rovnic. Druhý je teoretický, ale o to závažnější. Jaká je prav-
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děpodobnost, že náhodný pokus proběhne přesně takto? Jestliže existuje nespočet více
méně stejně pravděpodobných scénářů, dojdeme k tomu, že pravděpodobnost libovolného
z nich je nekonečně blízko nule. Při řešení obou těchto problémů nám pomůže náhodná
veličina.

Náhodná veličina je matematická funkce. Vzpomeňme si, že funkce připisuje kaž-
dému prvku jedné množiny nějaký prvek druhé množiny. Taky už víme, že tyto množiny
mohou mít nekonečné množství prvků, tak jako naše Ω. Náhodná veličina je právě tímto
spojením mezi skutečností a světem čísel. Její definiční obor je Ω a obor hodnot nějaká
podmnožina R. Připisuje tedy každému myslitelnému výsledku náhodného pokusu ({ω})
nějaké číslo. V příkladu s Igorem to je třeba číslo 16 a náhodná veličina by se jmenovala
třeba počet bodů získaných v Bourdonově testu.

Pro každou množinu výsledků náhodného pokusu můžeme definovat libovolné množ-
ství náhodných veličin. Třeba místo náhodné veličiny počet bodů, která měla v našem
případě hodnotu 16, by to mohla být náhodná veličina byl výkon dost dobrý, aby byl
klient shledán způsobilým?, která má obor hodnot jen {0, 1}, reprezentující „ne“ a „ano“.

Čísla, která náhodná veličina připisuje jednotlivým jevům, mohou být zvolena vcelku
libovolně. V některých případech se řešení nabízí samo – třeba funkční hodnota náhodné
veličiny, kterou pojmenujeme váha, bude nejspíš odpovídat hmotnosti jedince v kilogra-
mech (nebo třeba v librách, pokud chcete). Spočívá-li však náš náhodný pokus v tom, že
se kolemjdoucích na náměstí budeme ptát, kterou příchuť zmrzliny mají nejraději, a jejich
odpovědi tedy budou kvalitativní, můžeme odpovědi jahodová přiřadit třeba číslo 1, ač
těžko můžeme tvrdit, že to je opodstatněnější, než kdybychom jí přiřadili třeba číslo 14.

Za zmínku stojí jedna zajímavá vlastnost náhodných veličin, která se teď může zdát
banální, ale časem se ukáže jako klíčová. Pokud s náhodnou veličinou provedeme
jakoukoli matematickou operaci, výsledkem je opět náhodná veličina. Třeba
když vezmeme náhodnou veličinu věk, která vyjadřuje stáří pokusné osoby v letech, a vy-
násobíme ji číslem 12, získáme tím opět náhodnou veličinu. V tomto případě navíc vcelku
smysluplnou – mohli bychom ji pojmenovat věk v měsících. Ba co víc, když vezmeme více
náhodných veličin a provedeme s nimi nějakou matematickou operaci (například spočí-
táme jejich rozdíl), získáme opět náhodnou veličinu. A třeba pro náhodné veličiny výška
(v metrech) a váha (v kilogramech) můžeme definovat opět náhodnou veličinu, které bu-
deme říkat BMI, jako váha

výška2 .

Pomocí náhodné veličiny se nám podařilo překonat jakousi propast mezi čísly a rea-
litou. Druhý zmiňovaný problém má však poněkud tužší kořínek a zůstává vyřešen jen
z poloviny. Množina Ω má nespočet prvků, což nám brání v tom, abychom jim připisovali
nenulové pravděpodobnosti. Náhodná veličina může tento problém přímočaře vyřešit jen
v některých případech. Například když se budeme lidí dotazovat, jestli by svou barvu očí
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popsali spíš jako modrou/světlou, nebo hnědou/tmavou, tak přestože žádné dvě realizace
našeho pokusu nebudou stejné, dobře nadefinovaná náhodná veličina každé z nich rozdá
jedno ze dvou čísel – třeba jedničku za modré a dvojku za hnědé oči. Každá z variant má
pak nějakou přesně danou nenulovou pravděpodobnost (ač je nám třeba neznámá).

Co kdybychom ale třeba měřili čas jedince potřebný ke splnění nějakého úkolu? Kolik
různých časů vyjádřených číslem by měl obor hodnot dané náhodné veličiny obsaho-
vat? Zjevně nekonečno. Ba co víc, mezi každými dvěma časy je opět nekonečno dalších
časů. Mezi 5 a 6 sekundami existuje například 5.52 a 5.53 sekund. Mezi těmito dvěma
je opět další nekonečno čísel, třeba 5.527 a 5.528. Takhle bychom mohli pokračovat do
nekonečna. Přestože jsme použili náhodnou veličinu, problém s nulovými pravděpodob-
nostmi jsme nevyřešili. Pravděpodobnost, že jedinec splní úkol přesně za 5 vteřin (tedy
5.00000000000 . . .), je rovna nule, stejně jako je nulová pravděpodobnost všech ostatních
časů.2 Řešením je definování rozdělení pravděpodobnosti a zavedení distribuční funkce.

2.4 Rozdělení pravděpodobnosti a distribuční funkce

Se zavedením náhodné veličiny bychom měli přehodnotit funkci, kterou jsme nazvali prav-
děpodobnost. Vzpomeňme si, že pravděpodobnost přisuzovala libovolnému jevu nějakou
hodnotu mezi nulou a jedničkou. Můžeme tedy třeba prohlásit, že P ({ , , }) = 0.5.
Náhodná veličina nám nicméně umožnila náhodné jevy převést na čísla, tedy z množiny
{ , , } se stala množina {1, 2, 3}. Zaveďme proto funkci jménem rozdělení pravdě-
podobnosti, která se bude chovat přesně stejně jako nám již známá pravděpodobnost,
jen s tím rozdílem, že její definiční obor tvoří množiny čísel, nikoli množiny elementárních
jevů. Budeme ji značit stejně jako pravděpodobnost písmenem P , ale tentokrát připíšeme
do spodního indexu název příslušné náhodné veličiny, například PX . Mohli bychom tedy
tvrdit, že PX({1, 2, 3}) = 0.5.

Rozdíl mezi pravděpodobností a rozdělením pravděpodobnosti je na první pohled kos-
metický. Ve skutečnosti má tento krok dalekosáhlé důsledky.

Představte si, že se věnujete třeba pupilometrii a zkoumáte, o kolik nanometrů se roz-
šíří zorničky člověku, kterému promítnete obrázek atraktivního jedince opačného pohlaví.
Náhodná veličina se tedy jmenuje rozšíření zorniček (zase jí ale říkejme X). Pokud bychom
se tázali, jaká je pravděpodobnost, že to bude přesně 300 nanometrů, tedy PX({300}),
odpověď bude samozřejmě 0. (Pokud nevíte proč, přečtete si znovu poslední odstavec

2Ve skutečnosti tou vlastností, která nám brání přidělovat nenulové pravděpodobnosti, není to, že
náhodná veličina má nekonečně rozsáhlý obor hodnot, ale právě to, že mezi každými dvěma hodnotami
existuje nekonečno dalších hodnot. Existují totiž i takové náhodné veličiny, které nabývají nekonečna
různých hodnot, ale každou z nich můžeme přesně vyčíslit – třeba náhodná veličina, která vyčísluje,
kolikrát jsme museli hodit mincí, než padla panna. Výsledkem může být libovolné kladné celé číslo (a těch
je nekonečno), a přitom bychom mohli každé hodnotě přisoudit nenulovou pravděpodobnost P (X = k) =
0.5k. Tedy to, že panna padne v prvním hodu, má pravděpodobnost 1

2 , v druhém 1
4 atd.
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předchozí kapitoly.) My se nicméně nemusíme uchylovat jen k jednoprvkovým množinám,
jako je {300}, ale můžeme se ptát na mnohem objemnější množiny: na intervaly. Například
jaká je pravděpodobnost, že míra rozšíření zorniček bude někde mezi čísly 200 a 300 nm,
tedy PX([200, 300])? Zde se již výsledek nule rovnat nebude. Toto je klíčová výhoda roz-
dělení pravděpodobnosti – jevy ze skutečného světa do intervalů uspořádat nemůžeme,
čísla však ano.

Za užitečné se ukazuje volit takové intervaly, které začínají v mínus nekonečnu –

třeba PX

(
(−∞, 100]

)
. Tento výraz říká, jaká je pravděpodobnost, že se zornička rozšíří

o méně nebo rovno než 100 nanometrů. Číslo 100 je vybrané namátkou, můžeme jej obecně

nahradit hodnotou x. Získáme tak výraz PX

(
(−∞, x]

)
, do kterého můžeme místo x vložit

libovolné reálné číslo. Výraz PX

(
(−∞, x]

)
budeme od teď zkráceně zapisovat jako FX(x)

a nazývat distribuční funkce. Jak název napovídá, jde o funkci. Jejím argumentem je
libovolné reálné číslo x a funkční hodnotou číslo mezi 0 a 1. Distribuční funkce FX(x)
tedy říká, jaká je pravděpodobnost, že se náhodná veličina X bude realizovat
s hodnotou menší nebo rovnou libovolně zvolenému reálnému číslu x. Argument
x může nabývat skutečně libovolné hodnoty, ač se někdy vzniklá otázka příčí zdravému
rozumu: například „Jaká je pravděpodobnost, že se jedinci rozšíří zorničky o méně než
100 000 µm (tedy 10 cm)?“ (odpověď je zjevně 100 % – tedy jistota), nebo „Jaká je
pravděpodobnost, že se zorničky rozšíří o méně než −10 000 µm?“ (odpověď je 0 %).

Každá náhodná veličina má svou distribuční funkci. Jak může vypadat její graf, si
dokážeme rámcově představit. Obrázek 2 zachycuje distribuční funkci náhodné veličiny
výška člověka. Z logiky věci nemůže být distribuční funkce klesající – je vždy rostoucí,
případně může obsahovat intervaly, kde je konstantní. Hodnota distribuční funkce se smě-
rem k záporným hodnotám argumentu přibližuje (či rovná) nule, směrem ke kladným
hodnotám se přibližuje (či rovná) jedničce.

Obrázek 3 zobrazuje distribuční funkci náhodné veličiny počet sourozenců. Na první
pohled je tato distribuční funkce odlišná. Místo hladkého kopce je tvořena „schodky“. Je
to tím, že počet sourozenců lze smysluplně vyjádřit pouze nezáporným celým číslem. Tedy
například jev, kdy má někdo přesně jednoho sourozence, má nějakou nenulovou pravdě-
podobnost (na jedničce funkce naráz o kus poskočí), zatímco hodnoty, které nelze vyjádřit
nezáporným celým číslem, mají pravděpodobnost 0 (nikdo nemůže mít třeba 1.4 nebo −2
sourozence). Distribuční funkce tedy v tomto bodě neroste a je konstantní.

Tyto dva příklady odrážejí dva typy distribučních funkcí. Ty, které mají hladký prů-
běh bez skoků, se nazývají spojité. Ty, jejichž graf vypadá jako schodiště, nazýváme
diskrétní. Každé z těchto skupin náhodných veličin vyhradíme zvláštní kapitolu. Ještě
před tím se ale seznámíme s číselnými charakteristikami náhodných veličin.
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Obrázek 2: Distribuční funkce spojité náhodné veličiny tělesná výška
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Obrázek 3: Distribuční funkce diskrétní náhodné veličiny počet sourozenců
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Obrázek 4: Schematické znázornění vybraných funkcí a množin
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2.5 Číselné charakteristiky náhodných veličin

Známe-li distribuční funkci nějaké náhodné veličiny, máme o ní veškeré informace. V ně-
kterých případech může být výhodné tuto hojnost informací zredukovat jen na dílčí údaj,
který nám poskytne hrubou představu o chování náhodné veličiny. Typicky nás zajímají
dvě číselné charakteristiky: střední hodnota a rozptyl.

2.5.1 Střední hodnota

Střední hodnota říká, kolem jakého čísla se náhodná veličina realizuje. Formálně budeme
střední hodnotu veličiny X zapisovat jako E(X). Nejlépe si ji představíme jako odpověď
na otázku: „Jakou hodnotu má v průměru realizace náhodné veličiny X?“ V případě
diskrétních náhodných veličin bychom střední hodnotu dokázali poměrně přímočaře spočí-
tat – stačilo by všechny její funkční hodnoty vynásobit pravděpodobnostmi, že nastanou, a
získané výsledky posčítat. Třeba náhodná veličina pohlaví, která přiděluje mužům hodnotu
1 a ženám 2, přičemž každá z těchto alternativ má padesátiprocentní pravděpodobnost
výskytu, by měla střední hodnotu 1 · 0.5 + 2 · 0.5 = 1.5. U spojitých náhodných veličin
bychom pro výpočet střední hodnoty potřebovali ovládat integrální počet, což překračuje
rozsah tohoto kurzu. Na jejím významu to však nic nemění – například střední hodnota
veličiny tělesná výška v centimetrech by mohla být třeba 172, což by opět odpovídalo
průměrné výšce člověka.

Zajímavé je pro nás to, co se se střední hodnotou stane, pokud budeme náhodnou
veličinu nějak transformovat. Pamatujme si, že pro libovolná reálná čísla a, b a náhodnou
veličinu X platí vztahy

E(X + a) = E(X) + a, E(bX) = bE(X), E(a+ bX) = a+ bE(X).

Taky víme, že náhodné veličiny můžeme různě kombinovat mezi sebou. Pro střední hod-
noty náhodných veličin X a Y platí vztah

E(X + Y ) = E(X) + E(Y ), respektive E(aX + bY ) = aE(X) + bE(Y ).

Střední hodnota může teoreticky nabývat libovolné hodnoty z reálných čísel.

2.5.2 Rozptyl

Kromě otázky, kolem jakého čísla se naše náhodná veličina koncentruje, nás zajímá, zda
se její realizace pohybují těsně kolem této hodnoty, nebo jestli jsou zeširoka rozprostřeny
po velkém úseku číselné osy. Tuto vlastnost vyjadřuje rozptyl (též variance) náhodné
veličiny, který budeme značit VAR(X). Vysoký rozptyl odráží velmi rozmanité hodnoty
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náhodné veličiny, nízký rozptyl naopak malou rozmanitost. Je tedy zřejmé, že například
náhodná veličina výše platu má daleko vyšší rozptyl než veličina počet dnů dovolené ročně,
jelikož první uvedená sahá od nuly vysoko nad stovky tisíců, zatímco druhá se pohybuje
v rozmezí několika desítek.

Užitečné je také znát, co se děje s rozptylem náhodné veličiny, kterou nějakým způso-
bem transformujeme. Pro náhodnou veličinu X a libovolná reálná čísla a a b platí:

VAR(X + a) = VAR(X), VAR(bX) = b2 VAR(X), VAR(a+ bX) = b2 VAR(X).

Rozptyl se tedy nijak nemění, pokud k náhodné veličině připočteme nějakou konstantu,
což vcelku dává smysl – rozmanitost hodnot zůstává stejná bez ohledu na to, kam je
na číselné ose posuneme. Naopak vynásobíme-li náhodnou veličinu nějakou hodnotou,
rozptyl se změní drasticky. Tedy pokud jsme něco měřili v metrech a rozhodneme se
výsledky převést na centimetry (Y = 100X), pak rozptyl stoupne desetitisíckrát (1002).
Rozptyl nemůže být nikdy záporný.

V řadě výpočtů vystupuje rozptyl pod odmocninou. Abychom si ušetřili práci, budeme
odmocninu z rozptylu označovat pojmem směrodatná odchylka.

2.5.3 Kovariance, závislost a nezávislost náhodných veličin

Když jsme hovořili o definování náhodných veličin pro nějakou množinu výsledků náhod-
ného pokusu, zmínili jsme, že pro jednu množinu Ω můžeme definovat libovolné množství
náhodných veličin. Mohlo by nás zajímat, v jakém vztahu tyto náhodné veličiny vůči sobě
jsou. Toto nám pomůže objasnit kovariance. Rozptyl náhodné veličiny vypovídal o tom,
jak moc náhodná veličina kolísá. Kovariance udává, kolik rozptylu spolu dvě náhodné ve-
ličiny sdílejí, tedy (možná poněkud srozumitelněji) do jaké míry se kolísání jedné náhodné
veličiny odráží v kolísání druhé náhodné veličiny. Kovarianci náhodných veličin X a Y

značíme COV(X, Y ) a platí pro ni tyto vztahy:

COV(a+X, b+ Y ) = COV(X, Y ), COV(cX, dY ) = cdCOV(X, Y ),

COV(a+ cX, b+ dY ) = cdCOV(X, Y ),

COV(X,X) = VAR(X), COV(a, b) = 0, COV(X, a) = 0.

Pro náhodné veličiny X, Y , U , V a konstanty a, b, c, d dále platí

COV(aX + bY, cU + dV ) = COV(aX, cU) + COV(aX, dV )

+ COV(bY, cU) + COV(bY, dV ).

Kovariance může nabývat libovolných hodnot. Kladná hodnota kovariance značí, že vysoké
hodnoty jedné náhodné veličiny vedou ke zvýšení pravděpodobnosti, že se i druhá náhodná
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veličina realizuje s vysokou hodnotou. Záporná kovariance naopak znamená, že vysoké
hodnoty jedné veličiny vedou ke zvýšení pravděpodobnosti nízkých hodnot druhé náhodné
veličiny. Třeba inteligence a výše platu kovariují kladně, zatímco inteligence a čas potřebný
k přečtení této strany zřejmě záporně.

Kovarianci potřebujeme také k popsání rozptylu náhodné veličiny, která vznikla jako
součet jiných náhodných veličin:

VAR(X + Y ) = VAR(X) + VAR(Y ) + 2 COV(X, Y ).

Pro libovolné dvě konstanty a a b pak platí

VAR(aX + bY ) = a2 VAR(X) + b2 VAR(Y ) + 2abCOV(X, Y ).

Z tohoto vztahu můžeme odvodit vzorec pro rozptyl rozdílu náhodných veličin. Jde tedy
vlastně o situaci, kdy a = 1 a b = −1:

VAR(X − Y ) = VAR(X) + VAR(Y ) − 2 COV(X, Y ).

Někdy je užitečné kovarianci standardizovat tím, že ji vydělíme směrodatnými odchylkami
obou náhodných veličin. Pak mluvíme o korelačním koeficientu:

COR(X, Y ) = COV(X, Y )√
VAR(X)

√
VAR(Y )

.

Korelační koeficient nabývá hodnot od −1 do 1 a jeho význam probereme podrobně
v kapitole 3.7.

S pojmem kovariance a korelace souvisí jeden důležitý koncept, a tím je nezávislost
náhodných veličin. Pokud jsou dvě náhodné veličiny nezávislé (tedy hodnota jedné nijak
nesouvisí s hodnotou druhé), pak je kovariance těchto náhodných veličin nulová. Bohužel
vztah neplatí opačným směrem – nulová kovariance nám nedává jistotu nezávislosti ná-
hodných veličin. U řady rozdělení pravděpodobnosti (například normální, alternativní, viz
následující kapitoly) tomu tak je, u jiných to ale platit nemusí. Nezávislost náhodných
veličin je specifickým případem nezávislosti náhodných jevů. Uvedli jsme, že náhodné jevy
A a B jsou nezávislé, pokud P (A ∩ B) = P (A)P (B). Analogicky náhodné veličiny X a
Y jsou nezávislé, pokud pro libovolné hodnoty x a y platí P (X < x ∩ Y < y) = P (X <

x)P (Y < y). Ekvivalentně bychom mohli totéž napsat pomocí sdružené distribuční funkce
jako FX,Y (x, y) = FX(x)FY (y), s tou však v tomto textu pracovat nebudeme.

Z výše uvedeného pak zjevně vyplývá, že pro dvě nezávislé náhodné veličiny platí

VAR(X + Y ) = VAR(X) + VAR(Y ).

Pro střední hodnotu jejich součinu pak

E(XY ) = E(X) E(Y ).
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2.5.4 Kvantily náhodné veličiny

Distribuční funkce nám dává odpověď na otázku, jaká je pravděpodobnost, že příslušná
náhodná veličina se bude realizovat na intervalu (−∞, x]. Co když nás ale zajímá opačná
otázka: „Jakou hodnotu x bychom museli zvolit, aby v ní funkční hodnota distribuční
funkce dosahovala nějaké námi stanovené pravděpodobnosti α?“ Takové hodnotě, značme
ji třeba xα, říkáme kvantil (případně α-kvantil). Jak můžeme vidět z obrázku 5, xα je
tedy hodnotou, kde distribuční funkce protíná hladinu α.

Obrázek 5: Kvantil spojité náhodné veličiny

S touto definicí kvantilu uspějeme u spojitých náhodných veličin, jejichž distribuční
funkce je rostoucí a prochází všemi hladinami od 0 po 1. Problém může nicméně nastat
u distribuční funkce diskrétní náhodné veličiny. Ta má svůj charakteristický schodovitý
tvar. Co když zvolíme takovou hladinu α, která prochází mezi dvěma stupni schodiště, a
distribuční funkci tedy neprotne? Pak je hodnotou xα to místo, kde na distribuční funkci
dochází k onomu „skoku“. A co když s hladinou α naopak přesně některý schod trefíme?
Pak příslušným kvantilem není jediné číslo, ale celý interval odpovídající všem hodnotám
na iksové ose, nad nimiž se „schod“ rozprostírá. Demonstruje to obrázek 6.
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Obrázek 6: Kvantil diskrétní náhodné veličiny

Pokud se budeme ptát třeba na to, kolik studentů dokončí studium s prospěchem 1.5
nebo lepším (nižším), ptáme se na hodnotu distribuční funkce FX(1.5). Naopak pokud se
tážeme, na jaký prospěch dosáhne jen 10 % nejlepších studentů, hovoříme o kvantilu x0.1.

2.6 Diskrétní rozdělení pravděpodobnosti

Typickou diskrétní náhodnou veličinou je počet něčeho (třeba automobilů v rodině). Dis-
krétní jsou také všechny kvalitativní charakteristiky, kterým jsme přiřadili nějaká čísla
(například oblíbená značka doutníků).

Na rozdíl od spojitých náhodných veličin nabývají diskrétní náhodné veličiny některých
hodnot s nenulovou pravděpodobností, což je poněkud přibližuje chápání běžného člověka.
Třeba se můžeme ptát, jaká je pravděpodobnost, že byl jedinec přesně dvakrát za svůj
dosavadní život hospitalizován v psychiatrické léčebně. Funkci, která nám dává odpověď
na tuto otázku, nazýváme pravděpodobnostní funkce3 a označujeme ji pX(x). Obrázek
7 znázorňuje distribuční funkci a pravděpodobnostní funkci veličiny pohlaví u studentů
psychologie. Jedničkou jsme označili muže, nulou ženy. Pravděpodobnostní funkce přesně
odpovídá výšce jednotlivých schodů distribuční funkce diskrétní náhodné veličiny.

Pokud budeme mít oči otevřené, zjistíme, že řadu jevů na světě můžeme popsat ná-
hodnými veličinami, jejichž distribuční funkce si jsou nápadně podobné. Zkusme třeba
uvažovat dvě úplně odlišné náhodné veličiny. První dá každému pracovnímu dnu nějaké

3Čtenáře se možná v této fázi zmocňují rozpaky nad tím, proč jsme definovali už tolik rozmanitých
funkcí, které pracují s pravděpodobností, a stále definujeme nové. Nemohli jsme se vyhnout distribučním
funkcím a rozdělení pravděpodobnosti? V případě diskrétních veličin k více méně dobrému pochopení
stačí znát pravděpodobnostní funkci. Předchozí teoretické úvahy najdou své hlavní využití až u spojitých
náhodných veličin.

26



Obrázek 7: Distribuční funkce a pravděpodobnostní funkce náhodné veličiny pohlaví u stu-
dentů psychologie
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číslo podle toho, kolik lidí se ten den pokusilo dovolat do mé kanceláře. Většinou nikdo
nevolá, ale jsou dny, kdy se poštěstí a najde se hned několik telefonistů, kteří něco chtějí.
Druhá náhodná veličina očísluje každého člověka v Olomouci podle toho, kolikrát se mu za
život stala nemilá událost, když během oblevy kráčel po ulici a na hlavu se mu zřítil sníh
a led ze střechy. Většinu lidí tahle nepříjemnost naštěstí nepotkala, ale existují i takoví
smolaři, kteří podobnou událost zažili několikrát. Když si nakreslíme pravděpodobnostní
funkce obou jevů (viz obrázek 8), udeří nás do očí překvapivá podobnost.

Obrázek 8: Podobnost distribučních funkcí
u dvou různých náhodných veličin

Jak je možné, že dvě náhodné veli-
činy, které nemají na první pohled nic
společného, mají tak podobnou distri-
buční funkci (respektive hodnoty prav-
děpodobnostní funkce)? Pokud si v mě-
ření zdánlivě nesmyslných věcí a kres-
lení jejich distribucí najdeme koníček
(což prosím nedělejte, mohlo by se jed-
nat o duševní poruchu), budeme znovu
a znovu narážet na několik tvarů, které
má náhoda zřejmě o něco raději než jiné.
Příčinou však není žádná tajemná síla,
která by ovládala náhodné jevy. Vysvětlením je to, že každá událost má své příčiny a exis-
tuje několik poměrně častých mechanismů, jakými mohou být tyto příčiny provázané mezi
sebou. Statistici a jejich předchůdci si těchto častých rozdělení pravděpodobnosti všimli
již dávno a dali jim různá jména. Vybrané rodiny rozdělení pravděpodobnosti diskrétní
náhodné veličiny probereme podrobněji.
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2.6.1 Alternativní rozdělení

Alternativní rozdělení má každá náhodná veličina, která může nabývat pouze dvou hod-
not, 0 a 1. (Pokud jsme náhodnou veličinu, která má jen dvě možné hodnoty, nadefinovali
tak, že tyto hodnoty nejsou 0 a 1, ale třeba 1 a 2, můžeme ji snadno do nulajedničkového
formátu transformovat.) Alternativní rozdělení má třeba náhodná veličina pohlaví pro-
banda, odpovědi na všechny otázky typu ano-ne nebo přítomnost a nepřítomnost určité
vlastnosti.

Pravděpodobnostní funkce náhodné veličiny s alternativním rozdělením bude tedy
vždy vypadat jako dva hroty; jeden umístěný na nule a druhý na jedničce. Velikost těchto
hrotů může být samozřejmě různá, podmínkou je pochopitelně pouze to, aby součet obou
hodnot byl roven jedné. To, který hrot bude jak velký, vyjadřuje parametr p. Tento para-
metr může nabývat jakékoli hodnoty mezi nulou a jedničkou a odpovídá pravděpodobnosti,
že se náhodná veličina realizuje s hodnotou 1. Pravděpodobnost nuly je pochopitelně 1−p.

Tvrzení, že náhodná veličina X má alternativní rozdělení s parametrem p, zapíšeme
pomocí matematických symbolů jako X ∼ Alt(p). Pokud je tedy náhodným pokusem
třeba hod férovou mincí a veličina X vyjadřuje, jestli padla panna, napsali bychom
X ∼ Alt(0.5). Náhodná veličina s alternativním rozdělením má střední hodnotu rov-
nou hodnotě parametru p a rozptyl roven hodnotě p(1 − p). Zmiňovaná náhodná veličina
proto bude mít střední hodnotu E(X) = 0.5 a rozptyl VAR(X) = 0.25. Distribuční funkci
a pravděpodobnostní funkci náhodné veličiny s rozdělením Alt(0.2) znázorňuje obrázek 7.

2.6.2 Binomické rozdělení

Binomické rozdělení má každá náhodná veličina, která vznikla jako součet n nezávislých
náhodných veličin, z nichž každá má alternativní rozdělení se stejnou hodnotou parametru
p. Rozdělení pravděpodobnosti z rodiny binomických rozdělení se od sebe mohou lišit jed-
nak počtem opakování n a jednak tím, jakou hodnotu parametru p příslušná alternativní
rozdělení měla. Čísla n a p jsou proto parametry binomického rozdělení. Má-li veličina X
binomické rozdělení, zapisujeme to jako X ∼ Bi(n, p).

Známe-li hodnoty obou parametrů, můžeme snadno získat hodnotu pravděpodobnost-
ní funkce. Slouží k tomu následující vztah:

pX(k) =
(
n

k

)
pk(1 − p)n−k
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Obrázek 9: Pravděpodobnostní funkce náhodných veličin s rozděleními Bi(6, 0.5) a
Bi(5, 0.9)
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pro k = 0, 1, . . . , n. V případě jiných hodnot k má pravděpodobnostní funkce pochopitelně
nulovou hodnotu.4 Grafy pravděpodobnostních funkcí dvou náhodných veličin s binomic-
kým rozdělením zachycuje obrázek 9. Z obrázku je patrná taky další vlastnost binomického
rozdělení – pokud je hodnota parametru p rovna 0.5, pak je graf pravděpodobnostní funkce
symetrický kolem čísla n/2 (tedy kolem střední hodnoty).

Pokud například provádíme výzkum na dětech ve školce a víme, že v průměru 70 %
rodičů bývá ochotno dát souhlas k zařazení svého dítěte do výzkumu, tak můžeme říct,
že veličina, která vyčísluje, kolik z deseti oslovených dětí skutečně do výzkumu zařadíme,
má rozdělení Bi(10, 0.7). Snadno pak vyčíslíme pravděpodobnost toho, že získáme přesně

8 dětí:
(

10
8

)
· 0.78 · (1 − 0.7)10−8 = 23.3 %. Pravděpodobnost, že jich získáme všech 10, je(

10
10

)
· 0.710 · (1 − 0.7)10−10 = 0.710 = 2.82 % atd.

Pro střední hodnotu náhodné veličiny s binomickým rozdělením platí E(X) = np a
pro rozptyl VAR(X) = np(1 − p).

2.6.3 Poissonovo rozdělení

Poissonovo rozdělení se někdy označuje jako rozdělení vzácných jevů a můžeme jej považo-
vat za krajní případ binomického rozdělení. Představme si, že máme veličinu s binomickým
rozdělením, která se skládá z velkého množství pokusů (n se tedy blíží nekonečnu), které
mají velmi malou pravděpodobnost (p se blíží nule). Přitom však platí, že np = λ. Právě
toto číslo λ (lambda) je jediným parametrem Poissonova rozdělení Po(λ).

4S touto vlastností souvisí i to, že jsme argument pravděpodobnostní funkce začali označovat k místo
x. Je to zvykem i u dalších diskrétních rozdělení pravděpodobnosti a zřejmě tato změna slouží jen k tomu,
abychom zdůraznili fakt, že za argument nemá smysl dosazovat jiné hodnoty než celá čísla.
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Obrázek 10: Pravděpodobnostní funkce náhodné veličiny s rozdělením Po(1.5)
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Klasickým příkladem náhodné veličiny s tímto rozdělením je počet zákazníků v ob-
chodě (lidí, kteří by mohli chtít jít nakoupit, je obrovské množství, ale pravděpodobnost,
že to daného jedince napadne zrovna teď, se blíží nule) nebo počet hvězd, které uvidíme
v hvězdářském dalekohledu, když se jím podíváme na nebe (viditelných hvězd je nepočí-
taně, ale pravděpodobnost pro každou z nich, že bude zrovna v tomto úseku oblohy, je
zanedbatelná).

Pravděpodobnost, že náhodná veličina s Poissonovým rozdělením nabývá hodnoty k,
je rovna

pX(k) = λk

k! e
−λ

pro libovolné nezáporné celé číslo k. V ostatních případech je pX(k) = 0. Náhodná veličina
s Poissonovým rozdělením má střední hodnotu i rozptyl roven parametru λ. Obrázek 10
znázorňuje pravděpodobnostní funkci náhodné veličiny X ∼ Po(1.5).

2.6.4 Další diskrétní rozdělení pravděpodobnosti

Tato tři uvedená rozdělení pravděpodobnosti nejsou samozřejmě jediná, na která můžeme
narazit. Byla vybrána, protože se s nimi budeme setkávat v tomto kurzu a navazujících
kurzech častěji než s jinými. Zájemcům nicméně můžeme doporučit prozkoumání napří-
klad hypergeometrického a geometrického rozdělení.
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2.7 Spojitá rozdělení pravděpodobnosti

Pro spojitá rozdělení pravděpodobnosti platí většina toho, o čem jsme hovořili u diskrét-
ních rozdělení. Opět se budeme bavit o různých rodinách rozdělení pravděpodobnosti,
která mají svá jména a své parametry. Jedním velkým rozdílem je fakt, že pro spo-
jitá rozdělení pravděpodobnosti nemá smysl definovat pravděpodobnostní funkci. Narazili
bychom na již zmíněný problém: „Jaká je pravděpodobnost, že náhodně vybraný jedinec je
vysoký přesně 178.000000 . . . cm? Nulová!“

Místo toho zde definujeme takzvanou hustotu pravděpodobnosti. Budeme ji značit
malým písmenem, abychom ji odlišili od distribuční funkce, tedy například fX(x). Hustota
pravděpodobnosti obvykle nevstupuje do našich výpočtů (zde si budeme muset vystačit
s distribuční funkcí), je však nesmírně užitečná, když si řešený problém budeme chtít
představit nebo načrtnout. Hustota pravděpodobnosti totiž využívá princip, o kterém
jsme hovořili v kapitole o geometrické pravděpodobnosti: pravděpodobnost si můžeme
představit jako plochu.

Obrázek 11: Vztah distribuční funkce a hustoty
pravděpodobnosti

Jak hustota pravděpodobnosti vy-
padá? S trochou fantazie můžeme říct,
že její graf vždy vypadá jako jakýsi ko-
pec, který se rozprostírá nad iksovou
osou. Směrem k mínus i plus nekonečnu
se rovná (nebo blíží) nulové hodnotě
a plocha tohoto kopce je vždy rovna
jedničce (tedy 100 %). Poslední vlast-
nost se nejhůř představuje, ale je pro
nás nejdůležitější: pokud si vybereme li-
bovolné místo na ose x a onen kopec
v něm rozdělíme na dva díly, tak plo-
cha toho dílu, co leží směrem vlevo od
x, je rovna FX(x). Ilustruje to obrázek
11. Abychom uspokojili i náročnější čte-
náře, ještě zmiňme, že hodnota hustoty
pravděpodobnosti v bodě x vlastně říká,
jak moc je distribuční funkce v tomto
bodě strmá.
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Obrázek 12: Ilustrační obrázek k hustotě náhodné veličiny

Na rozdíl od distribuční funkce je koncept hustoty pravděpodobnosti poměrně intui-
tivní i bez hlubšího vzdělání ve statistice. Můžeme si představovat, že kopec hustoty je
tvořen všemi možnými realizacemi náhodné veličiny, které někdo naskládal na hromadu
tak, aby na jedné straně této hromady byly realizace s nejmenšími hodnotami a na druhé
straně s nejvyššími. Na příkladu BMI (body mass index) u školáků to ilustruje obrázek
12.

Když se budeme ptát, jaká je pravděpodobnost, že dítě má BMI menší než třeba 22
(tedy že se náhodná veličina X realizuje s hodnotou menší než 22), ptáme se vlastně na
to, kolik procent ze všech možných dětí na obrázku 12 leží směrem doleva od tohoto čísla.
Jinými slovy ptáme se, jaká je plocha tohoto útvaru:

22

Přesnou hodnotu získáme po dosazení do distribuční funkce FX(22). Grafická představa
hustoty pravděpodobnosti nám pomůže najít odpověď i na složitější otázky. Pokud bychom
se třeba tázali, s jakou pravděpodobností se X realizuje mezi čísly 18 a 22, asi by nás na
první pohled nenapadlo, že to je FX(22) −FX(18). Když si však problém přestavíme jako
hustotu, stane se toto řešení zřejmým:
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= −

18 22 22 18

Podobně tomu bude v případě, když se ptáme, s jakou pravděpodobností se náhodná
veličina X realizuje mimo interval (18, 22):

= − −

18 22 22 18

Vyjádřeno pomocí distribuční funkce: P
(
X ≤ 18 ∪X ≥ 22

)
= 1 −

(
FX(22) − FX(18)

)
.

Spojitých rozdělení, která mají své jméno, existují desítky. Při statistických výpočtech
na ně budeme narážet mnohem častěji než na ta diskrétní. V tomto textu se blíže sezná-
míme se dvěma, která se vyskytují v přírodě poměrně často, a s dalšími čtyřmi, která mají
speciální využití při testování statistických hypotéz a konstrukci konfidenčních intervalů.

2.7.1 Rovnoměrné rozdělení

Náhodná veličina s rovnoměrným (uniformním) rozdělením pravděpodobnosti se realizuje
na intervalu [a, b], kde písmena a a b odpovídají jeho parametrům a mohou nabývat
hodnoty libovolných reálných čísel (a je menší než b). Rovnoměrné rozdělení značíme
Ro(a, b) nebo U(a, b). Hustota rovnoměrného rozdělení se v rámci intervalu [a, b] rovná

1
b−a

, jinde je nulová. Plocha pod křivkou tedy tvoří obdélník, proto se toto rozdělení nazývá

též rektangulární.5

Rovnoměrné rozdělení má například rozdíl mezi skutečným časem a časem, který uka-
zují digitální hodiny, nebo délka čekání na tramvaj, když v náhodný čas přijdete na
zastávku, ke které v pravidelných intervalech přijíždějí tramvaje. Necháme-li počítač ge-
nerovat náhodná čísla, tak ta mají zpravidla rozdělení Ro(0, 1) (v MS Excel k tomu slouží
příkaz =NÁHČÍSLO()). Náhodná veličina s rovnoměrným rozdělením má střední hodnotu

E(X) = a+b
2 a rozptyl VAR(X) = (b−a)2

12 .
5Pro úplnost uveďme, že pojmem rovnoměrné rozdělení se někdy označuje i diskrétní rozdělení pravdě-

podobnosti, kdy se náhodná veličina může realizovat konečným počtem hodnot, přičemž všechny nastávají
se stejnou pravděpodobností.
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Obrázek 13: Hustoty pravděpodobnosti náhodných veličin s rozdělenímiRo(1, 6) aRo(2, 4)

0 1 2 3 4 5 6 7

0.2

0.4

0.6

0.8

1

x

f X
(x

)

2.7.2 Normální rozdělení

Mezi všemi rozděleními, o kterých jsme doposud mluvili a o kterých budeme mluvit na
dalších stránkách, má zcela výjimečnou pozici normální (Gaussovo) rozdělení. Za zmínku
stojí, že jeho název není zvolen zrovna šťastně – neexistuje žádné nenormální rozdělení,
ač se toto slovní spojení vyskytuje v diplomových pracích k nelibosti oponentů poměrně
často. Čím je toto rozdělení tak výjimečné? Především tím, že je v přírodě i ve společnosti
neuvěřitelně časté. S trochou nadsázky můžeme říct, že všechno směřuje k normálnímu
rozdělení. Normální rozdělení vzniká tehdy, když sledovaná náhodná veličina představuje
součet velkého množství nezávislých náhodných veličin s podobně velkými rozptyly. V pří-
rodě to je třeba většina vlastností živých organismů. Ať už inteligence nebo například
tělesná výška jsou produktem nespočtu nepatrných vlivů (jednotlivé geny, podněty z pro-
středí během vývoje, výživa. . .), a řídí se proto normálním rozdělením.

Normální rozdělení má dva parametry: µ a σ2 („mí“ a „sigma na druhou“). První
z nich odpovídá střední hodnotě a druhý rozptylu tohoto rozdělení. Hustota normálního
rozdělení má charakteristický zvonovitý tvar. Ilustruje to obrázek 14. Průběh hustoty
pravděpodobnosti normálního rozdělení popisuje předpis

fX(x) = 1
σ

√
2π
e− (x−µ)2

2σ2 .

K výpočtu hodnot hustoty, kvantilu či distribuční funkce nicméně obvykle používáme
počítačový program – příslušné příkazy pro výpočet těchto hodnot v programu MS Excel
2016 můžete najít v tabulce 25 na konci těchto skript. Pokud má náhodná veličina X
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Obrázek 14: Hustoty pravděpodobnosti náhodných veličin s rozděleními N(0, 0.52) a
N(1, 12)

−2 −1 0 1 2 3 4

0.2

0.4

0.6

0.8

1

x

f X
(x

)

normální rozdělení, zapíšeme to jako X ∼ N(µ, σ2). Například inteligenční kvocient (IQ)
má v populaci rozdělení N(100, 152).

Normální rozdělení má dvě pozoruhodné a, jak uvidíme dále, užitečné vlastnosti:

• Pokud sečteme více náhodných veličin s tímto rozdělením, výsledná náhodná veličina
má opět normální rozdělení.

• Pokud k náhodné veličině s tímto rozdělením přičteme či od ní odečteme libovolné
číslo, nebo ji nějakým nenulovým číslem vynásobíme či vydělíme, vzniklá náhodná
veličina má opět normální rozdělení.

2.7.3 Normované normální rozdělení

Normované normální rozdělení je speciálním případem normálního rozdělení, kdy µ = 0
a σ2 = 1. Označujeme jej proto N(0, 1). Jedná se zřejmě o nejdůležitější rozdělení prav-
děpodobnosti, se kterým se v tomto kurzu setkáme. Paradoxně na něj v přírodě zřejmě
nikdy nenarazíme.

Jeho výhodou je, že jakoukoli veličinu, která má obecně normální rozdělení, můžeme
transformovat na veličinu, která má normované normální rozdělení. Z předešlých kapitol
již máme dostatek znalostí, abychom tuto transformaci dokázali sami odvodit. Máme-li
veličinu X ∼ N(µ, σ2), pak u ní potřebujeme provést dvě změny. Jednak ji posunout tak,
aby její střední hodnota byla rovna nule. To uděláme jednoduše odečtením konstanty µ.
Pak potřebujeme upravit rozptyl této náhodné veličiny. Toho dosáhneme tak, že náhodnou
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Obrázek 15: Hustota pravděpodobnosti náhodné veličiny s normovaným normálním roz-
dělením
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veličinu podělíme odmocninou jejího rozptylu, tedy hodnotou σ (připomeňme, že onu
odmocninu z rozptylu označujeme pojmem směrodatná odchylka). Můžeme proto zapsat

Z = X − µ

σ
,

kde X ∼ N(µ, σ2) a Z ∼ N(0, 1). Tato transformace je pro nás velmi důležitá, její
užitečnost doceníme zejména při testování statistických hypotéz.

Vztah, kterým je určena hustota pravděpodobnosti, lze odvodit z hustoty obecného
normálního rozdělení:

fZ(x) = 1√
2π
e− x2

2 .

Hodnoty parametrů normovaného normálního rozdělení jsou pevně nastaveny na čísla
0 a 1, nejedná se tedy o rodinu rozdělení, ale existuje jediné svého druhu. To nám umož-
ňuje hodnoty jeho distribuční funkce a kvantilů sepsat do tabulky, což bylo neocenitelné
zejména v dobách před masivním nástupem počítačů.

Hustota pravděpodobnosti normovaného normálního rozdělení je symetrická kolem
nuly. Toto má pro nás jeden příjemný důsledek. Pravděpodobnost, že náhodná veličina,
která má toto rozdělení, se bude realizovat s hodnotou nižší než nějaká záporná hodnota
−x, je přesně stejná jako pravděpodobnost, že tato náhodná veličina se bude realizovat
s hodnotou vyšší než kladná hodnota x. Takže například FZ(−1) = 16 %, a tedy FZ(1) =
84 %. Podobně pro kvantil (v případě normovaného normálního rozdělení jej budeme

36



značit Φα) platí, že například Φ0.05 = −1.64 a Φ0.95 = 1.64. Obecně tedy
FZ(−x) = 1 − FZ(x),

−Φα = Φ1−α.

Tato vlastnost nám znatelně usnadní počty s tímto rozdělením pravděpodobnosti.

Vraťme se zpět k úvaze nad tím, jak normální rozdělení vzniká. Uvedli jsme, že je
to součet velkého množství nezávislých náhodných veličin s podobnými rozptyly. Tento
princip lze matematicky popsat pomocí takzvaných centrálních limitních vět (někdy
se též hovoří o centrálním limitním teorému). Demonstrujme jej na příkladu.

Představte si, že každé ráno jezdíte do práce tramvají. Ta odjíždí každé 4 minuty ze
zastávky hned přede dveřmi vašeho domu. Vy jste si ale nikdy nedali tu práci naučit se
jízdní řád, takže vyrážíte z domu ve zcela nahodilý čas. Někdy se tedy stane, že vám
tramvaj ujede před nosem a vy musíte čekat 4 minuty na další, jindy tramvaj chytnete
ihned a délka vašeho čekání je téměř 0. V ostatních případech to je něco mezi těmito
dvěma čísly. Náhodná veličina délka čekání (označme ji X1) má rovnoměrné rozdělení
Ro(0, 4) a graf její hustoty pravděpodobnosti vypadá jako obdélník rozkládající se mezi
nulou a čtyřkou (viz první graf na obrázku 16). Jak je vidět, pravděpodobnost, že budete
čekat méně než jednu minutu, je stejná, jako že budete čekat déle než 3 minuty, nebo
třeba libovolný čas mezi 1.5 a 2.5 minutami. Také víme, že střední doba čekání E(X) jsou
2 minuty.

Stejným způsobem jezdíte i z práce domů. Délku druhého čekání popišme veličinou
X2. Obě veličiny mají stejná rozdělení Ro(0, 4) a jsou na sobě nezávislé – to, jak dlouho
budeme čekat ráno, nijak neovlivní, jak dlouho budeme čekat odpoledne. Jaké rozdělení
má pak náhodná veličina, která popisuje, kolik času jsme určitý den strávili na zastávce,
tedy X1 +X2?

I bez hlubších znalostí vidíme, že součet X1 + X2 nebude nikdy vyšší než 8 (tzn. za
daných podmínek se nic horšího, než že nám tramvaj ujede ráno i odpoledne, nestane)
a nikdy nižší než 0 (dvakrát budeme mít štěstí a nastoupíme hned poté, co vykročíme
ze dveří). Taky můžeme říct, že střední hodnota E(X1 + X2) je rovna 4, což jednak
dává smysl, jelikož ráno i odpoledne čekáme v průměru dvě minuty, a taky víme, že
E(X1 +X2) = E(X1)+E(X2). Překvapivé však může být to, že náhodná veličina X1 +X2

nebude mít rovnoměrné rozdělení. Graf hustoty pravděpodobnosti se změní do podoby
trojúhelníku (viz obrázek 16).

Pravděpodobnost, že celková doba čekání bude někde mezi 4 a 5 minutami, je daleko
vyšší, než že to bude číslo z intervalu [7, 8] nebo třeba [0, 1]. S nejvyšší pravděpodobností
se doba čekání bude pohybovat někde kolem 4 minut. Je tomu tak proto, že pouze pro
čtyřku platí, že bez ohledu na to, jak dlouho čekáte ráno, vždy může být vaše celková doba
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Obrázek 16: Příklad působení centrální limitní věty u náhodné veličiny s Ro(0,4)
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čekání za den rovna 4 minutám. Pro jiná čísla to však neplatí: čím bude nějaké vybrané
číslo ležet dál od čtyřky, tím je větší šance, že už po nástupu do ranní tramvaje budete
vědět, že mu dnešní celková doba čekání nebude odpovídat. Třeba pokud jste ráno čekali
přesně 3 minuty, tak s jistotou víte, že celková doba čekání nebude menší než 3 minuty a
ani nebude větší než 7 minut.

Přičtěme k našim dvěma čekáním ještě jedno čekání z rána dalšího dne, X3. Opět jde
o nezávislou náhodnou veličinu s rozdělením Ro(0, 4). Celková doba čekání (zapišme ji
úsporně jako ∑n

i=1 Xi, kde n označuje počet sčítaných veličin, tedy 3) i teď změní tvar
své hustoty. Ilustruje to třetí graf na obrázku 16. Tento tvar se bude dál měnit s počtem
náhodných veličin, které sečteme. Grafy hustoty celkového čekání za týden (n = 10) a za
dva týdny (n = 20) již budou mnohem více připomínat kopec než obdélník. A celková
doba, kterou strávíme na zastávce za měsíc (n = 50), má rozdělení téměř k nerozeznání
od normálního. Vidíme například, že s pravděpodobností hraničící s jistotou celková doba
čekání za měsíc nebude delší než 150 minut ani kratší než 50 minut, ač teoreticky může
vyjít libovolné číslo mezi nulou a 200.

V uvedeném příkladu mají náhodné veličiny X rovnoměrné rozdělení. Ve skutečnosti
by však mohlo jít o bezmála jakékoli rozdělení pravděpodobnosti včetně diskrétních.6

Pro dostatečně vysoká n se bude rozdělení pravděpodobnosti náhodné veličiny ∑n
i=1 Xi

podobat normálnímu rozdělení bez ohledu na původní tvar. Toto normální rozdělení bude
mít střední hodnotu n · E(X) a rozptyl n · VAR(X) (vzpomeňme si, že pro nezávislé
náhodné veličiny platí VAR(X1 +X2) = VAR(X1) + VAR(X2)).

Matematicky přesné normální rozdělení bychom získali tehdy, pokud bychom sečetli
nekonečno sčítanců (n = ∞). Tady však narážíme na menší zádrhel: pokud náhodné ve-
ličiny X mají jinou střední hodnotu a rozptyl než 0, pak hodnoty obou parametrů součtu

6S výjimkou několika matematiky speciálně vyšlechtěných rozdělení, která mají nekonečný rozptyl, a
proto u nich tento postup nefunguje – viz například Cauchyova distribuce.
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nekonečné posloupnosti náhodných veličin budou nekonečně velké. S tímto problémem
se snadno vyrovnáme, jelikož z libovolného normálního rozdělení umíme udělat normo-
vané normální rozdělení odečtením střední hodnoty a vydělením odmocninou z rozptylu.
Označíme-li E(X) = µ a VAR(X) = σ2, pak

Z =

(∑n
i=1 Xi

)
− nµ

√
nσ2

= 1√
n

n∑
i=1

Xi − µ

σ
.

Centrální limitní větu můžeme shrnout do těchto slov: máme-li nezávislé náhodné
veličiny Xi, kde i = 1, 2, . . . , n, se střední hodnotou µ a konečným rozptylem σ2,
pak pro n jdoucí k nekonečnu platí vztah

Z = 1√
n

n∑
i=1

Xi − µ

σ
∼ N(0, 1).

Centrální limitní teorém je důvodem, proč jsme v kapitole 2.7.2 tvrdili, že s trochou
nadsázky vše směřuje k normálnímu rozdělení. Mnoho kvantitativních charakteristik je
součtem velkého množství malých vlivů. Pokud ty mají podobně velké rozptyly a jsou více
méně nezávislé, pak můžeme čekat, že se výše popsaný mechanismus projeví a vtiskne
sledované veličině podobu blízkou normálnímu rozdělení.

2.7.4 Rozdělení χ2

Řekněme, že jsme použili znalosti z předešlých odstavců a vytvořili jsme náhodnou veličinu
Z, která má normované normální rozdělení. Pokud tuto náhodnou veličinu umocníme na
druhou, získáme náhodnou veličinu Z2, která má rozdělení χ2

1 (čti „chí kvadrát“). Jednička
v dolním indexu označuje počet stupňů volnosti, což je jediný parametr tohoto rozdělení.

Rozdělení χ2 je takzvaně aditivní. Znamená to, že pokud sečteme více nezávislých
náhodných veličin, které mají toto rozdělení, vzniklá náhodná veličina bude mít také
rozdělení χ2 s počtem stupňů volnosti odpovídajícím součtu stupňů volnosti sčítaných
rozdělení:

χ2
n + χ2

m = χ2
n+m.

Máme-li tedy k dispozici 4 nezávislé náhodné veličiny, pro každou z nichž platí, že má
rozdělení N(0, 1), pak součet jejich druhých mocnin má rozdělení χ2

4. Obecně bychom
řekli, že pro n nezávislých náhodných veličin Zi ∼ N(0, 1) platí vztah

n∑
i=1

Z2
i ∼ χ2

n.
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Obrázek 17: Hustota pravděpodobnosti rozdělení χ2
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Jednotlivé grafy hustot se liší stupni volnosti. Od nejtmavší po nejsvětlejší má χ2 rozdělení 1,
2, 3, 4, 6 a 9 stupňů volnosti.

Rozdělením χ2 obvykle nepopisujeme žádný přímo pozorovatelný jev, ale užíváme jej při
testování statistických hypotéz a při konstrukci konfidenčních intervalů. Grafy hustoty
pravděpodobnosti náhodných veličin s rozdělením χ2 znázorňuje obrázek 17.

2.7.5 Studentovo t-rozdělení

Studentovo rozdělení je opět příkladem rozdělení, se kterým se v přírodě nesetkáme, pro
nejrůznější statistické výpočty je však mimořádně důležité. K přípravě náhodné veličiny
se Studentovým rozdělením potřebujeme dvě ingredience: náhodnou veličinu Z0 s nor-
movaným normálním rozdělením a na ní nezávislou náhodnou veličinu ∑n

i=1 Z
2
i z předešlé

podkapitoly, o které víme, že má rozdělení χ2
n. Z těchto dvou náhodných veličin vytvoříme

veličinu

T = Z0√∑n

i=1 Z2
i

n

,

která má Studentovo t-rozdělení s n stupni volnosti, které odpovídají stupňům volnosti
použité náhodné veličiny s rozdělením χ2. Zapisujeme T ∼ tn.

Graf hustoty pravděpodobnosti Studentova t-rozdělení připomíná normované normální
rozdělení s těžšími chvosty. Můžeme proto využít stejných vlastností jako u normovaného
normálního rozdělení, o nichž jsme hovořili v kapitole 2.7.3 a jež vyplývají z jeho symetrie
kolem nuly. S rostoucím počtem stupňů volnosti si jsou obě rozdělení podobnější, při n
jdoucím k nekonečnu se stávají identickými.
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Obrázek 18: Hustota pravděpodobnosti Studentova t-rozdělení
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Jednotlivé grafy hustot se liší stupni volnosti. Od nejtmavší po nejsvětlejší má Studentovo t-
rozdělení
1, 2, 5, 30 a 100 stupňů volnosti.

2.7.6 Fisherovo F rozdělení

Posledním složeným rozdělením, které budeme využívat při statistických výpočtech, je
Fisherovo rozdělení (též Fisherovo-Snedecorovo nebo jen F rozdělení). Toto rozdělení mů-
žeme získat pomocí dvou nezávislých náhodných veličin (budeme je značit X1 a X2), které
mají rozdělení χ2 s n1 a n2 stupni volnosti. Náhodná veličina

F =
X1
n1
X2
n2

má Fisherovo rozdělení s n1 a n2 stupni volnosti (zapisujeme F ∼ Fn1,n2). Jak je patrné,
toto rozdělení má dva parametry a jsou jimi stupně volnosti veličiny v čitateli a stupně
volnosti veličiny ve jmenovateli. Hodnoty nelze svévolně zaměnit. Pozorný čtenář si může
všimnout, že pokud umocníme na druhou náhodnou veličinu s rozdělením tn, získáme
náhodnou veličinu s rozdělením F1,n.
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Obrázek 19: Hustota pravděpodobnosti Fisherova rozdělení
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Jednotlivé grafy hustot se liší stupni volnosti, kterých je n1 a n2. U oranžových grafů má n1
hodnotu 1 a u modrých 10. Parametr n2 nabývá hodnot 1, 3, 12 od nejtmavších barev po
nejsvětlejší barvy.
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3 Popisná statistika

Při studiu předchozích kapitol čtenáře možná přepadla vtíravá myšlenka, že psycholog, a
to i ten, co pracuje ve výzkumu, řeší poněkud jiný druh problémů než výpočty kovariancí,
kreslení grafů hustot pravděpodobnosti nebo dosazování do vzorců pravděpodobnostní
funkce. V praxi nás obvykle potkává opačná situace – pozorujeme skutečnost a náhodné
veličiny nevidíme prostřednictvím jejich distribučních funkcí, ale jen jako konečný počet
jejich realizací, tedy několik střípků zkušenosti, kterým jsme přidělili čísla na základě
nějakých pravidel (například počty bodů, které lidé získali v psychodiagnostickém testu).

V této kapitole proto odbočíme od našeho dosavadního výkladu a naučíme se třídit,
popisovat a zobrazovat výsledky pozorování světa kolem nás. Popisná statistika je pro
mnoho lidí jedinou oblastí statistiky, o které kdy slyšeli. Pojmy jako průměr nebo me-
dián zná zřejmě každý a nejrůznější grafy jsou běžnou součástí televizního zpravodajství.
Tuto znalost nyní rozvineme a seznámíme se s celou řadou dalších ukazatelů, které nám
pomohou popsat naše pozorování.

Popisná statistika má ve skutečnosti hned dvojí využití. Zjistíme, že řada pojmů, se
kterými jsme se setkali v předchozích kapitolách, se bude opakovat. Znovu například nara-
zíme na kvantily, rozptyl nebo korelační koeficient. Jaký je vztah mezi těmito teoretickými
parametry a jejich empirickými protějšky, prozatím zůstane čtenáři utajeno. Ne ovšem na
dlouho – tomuto tématu zasvětíme celou kapitolu o statistických odhadech, která bude
uzavírat první semestr statistiky.

Vraťme se k našemu původnímu účelu popisné statistiky. O statistice se říká, že to je
věda o tom, jak přehledně vyjádřit nepřehledné věci. To je sice poněkud úzká definice, ale
poměrně přesně vystihuje podstatu popisné statistiky. Podívejme se třeba na větu: „Petr
včera večer vypil čtyři piva, Tomáš dvě, Radek a Lukáš každý šest, Karel čtyři, Michal
pět a Jirka jedno.“ Jedná se o úplnou výpověď o veličině počet vypitých piv u skupiny
přátel, kteří zřejmě cosi oslavovali. Ač je tento soubor poměrně malý, už i toto sdělení
je vcelku nepřehledné. O něco přehlednější je možná tvrzení „sedm přátel včera vypilo 28
piv“, nebo dokonce „každý z přátel vypil v průměru 4 piva“. U velkého počtu pozorování je
toto v podstatě jediný způsob, jak o nich vypovídat, jelikož vyjmenovat všechny hodnoty
by nepřineslo žádný užitek.

Možná namítáte, že ze sdělení „sedm přátel včera vypilo 28 piv“ nemůžeme vyčíst
například to, kdo se bude ráno potýkat s příšernou kocovinou a komu se tato starost vyhne.
Je patrné, že když údaje o souboru zestručníme do několika popisných charakteristik,
velkou část informací ztratíme. Je jen na naší obratnosti a znalosti popisné statistiky,
abychom rozhodli, který údaj je důležitý a který si naopak můžeme dovolit opomenout.
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3.1 Statistický soubor a statistický znak

Když se budeme bavit o nějaké množině pozorování, tedy třeba o naší skupině sedmi přátel
z výše uvedeného příkladu, budeme používat označení statistický soubor. Jednotlivé
přátele bychom označovali za prvky (případně jednotky) tohoto souboru. V psychologii
jsou těmito prvky nejčastěji lidé, nic nám ale nebrání do pozice prvků pasovat třeba školní
třídy nebo freudovské gauče. U každého prvku pak sledujeme nějaké statistické znaky
– ve výše uvedeném příkladu to byl počet vypitých piv, je to ale třeba také pohlaví, věk
či jakákoli jiná charakteristika, kterou jsme předtím popisovali pomocí náhodné veličiny.
Zejména tehdy, když statistický znak nabývá jen omezeného množství různých hodnot,
nazýváme tyto jednotlivé hodnoty úrovněmi statistického znaku. Takže třeba znak
pohlaví by mohl mít úrovně 0 a 1, reprezentující „žena“ a „muž“.

3.2 Četnosti

Chceme-li popisovat statistický soubor, první otázka, která nás zřejmě bude zajímat, je,
kolik pozorování jsme učinili (tedy například kolika klientům jsme administrovali nějaký
test, respektive výsledky kolika z nich máme k dispozici). Tento ukazatel budeme jedno-
duše nazývat rozsah souboru a značit písmenem n (v některých textech též N). Pokud
statistický soubor rozdělíme na více podsouborů, třeba na podsoubor mužů a žen, nebo
pokud jednoduše pracujeme s více soubory, u každého z nich opět můžeme hovořit o jeho
rozsahu a značit jej písmenem n s nějakým indexem (například n1, n2).

Na tentýž úkol bychom se mohli podívat i z druhé strany a ptát se, s jakou četností ur-
čitý statistický znak (třeba pohlaví) v souboru nabývá určité úrovně (třeba muž). Hovořili
bychom pak o absolutní četnosti, kterou můžeme značit písmenem fj jako frekvence
(písmeno j je označení dané kategorie, respektive podsouboru). Stejně jako rozsah souboru
je tedy absolutní četnost nějaké nezáporné celé číslo.

Za některých okolností by mohlo být také užitečné vyjádřit jedním číslem, u jak velké
poměrné části souboru má statistický znak tuto konkrétní úroveň. Pak bychom hovořili
o relativní četnosti, kterou můžeme značit pj. Máme-li tedy třeba soubor o deseti lidech
(n = 10) a ptáme se, kolik z nich má modré oči, pak je-li f1 rovno číslu 3, tak p1 = 0.3
(respektive 30 %). Zjevně tedy platí vztah

pj = fj

n
.

Vzácně potřebujeme vyjádřit, kolik pozorování má hodnotu statistického znaku rov-
nou nebo menší, než je hodnota dané úrovně. Hovořili bychom pak o absolutních nebo
relativních kumulativních četnostech. Tabulka 1 shrnuje četnosti jednotlivých úrovní
znaku počet prořezaných zubů u souboru 64 dětí ve věku 12 − 16 měsíců.
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Tabulka 1: Tabulka četností – počet zoubků u dětí

počet
zoubků

absolutní
četnost

relativní
četnost

absolutní
kumulativní

četnost

relativní
kumulativní

četnost
14 2 0.031 64 1.000
13 1 0.016 62 0.969
12 5 0.078 61 0.953
11 2 0.031 56 0.875
10 11 0.172 54 0.844
9 3 0.047 43 0.672
8 10 0.156 40 0.625
7 6 0.094 30 0.469
6 3 0.047 24 0.375
5 6 0.094 21 0.328
4 9 0.141 15 0.234
3 4 0.063 6 0.094
2 1 0.016 2 0.031
1 0 0.000 1 0.016
0 1 0.016 1 0.016

3.2.1 Histogram

Pro grafické znázornění četností jednotlivých úrovní sledovaného znaku máme řadu ná-
strojů. V případě kvalitativních znaků, jako je třeba preferovaný filmový žánr, bychom
mohli sáhnout například po koláčovém grafu. Za některých okolností bychom mohli čet-
nosti zobrazit pomocí sloupcového grafu (třeba tehdy, když jednotlivé úrovně mají pevně
dané pořadí, které by v koláčovém grafu nebylo patrné). Tyto nástroje podrobněji roze-
bírat nebudeme, jelikož jejich znalost patří ke všeobecnému vzdělání. Zastavíme se nad
speciálním případem sloupcového grafu, a tím je histogram.

Pomocí histogramu máme možnost pozorovat přibližný tvar grafu hustoty pravděpo-
dobnosti náhodné veličiny, která se ve statistickém souboru manifestuje jako kvantitativní
znak. Abychom vytvořili histogram, musíme statistický soubor rozdělit do kategorií. Před-
stavme si, že měříme třeba srdeční frekvenci pokusných osob a zajímá nás, jaké rozdělení
přibližně má tato náhodná veličina. Kategorie bychom mohli stanovit například takto:
[65, 70), [70, 75), [75, 80), . . . , [155, 160), [160, 165). Pro každou kategorii bychom pak mohli
spočítat absolutní (případně relativní) četnost a nalezené hodnoty zobrazit formou sloup-
cového grafu.

Hranice kategorií by bylo možné stanovit o něco rozumněji. Mohlo by být užitečné
navrhnout kategorie tak, aby jejich středy byla celá (nebo nějak kulatá) čísla. Napří-
klad tedy [62.5, 67.5), [67.5, 72.5), . . . , [152.5, 157.5), [157.5, 162.5). Sloupečky histogramu
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Obrázek 20: Ukázky dobré a špatné volby počtu kategorií histogramu
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Všechny čtyři histogramy vycházejí ze stejných hodnot srdeční frekvence na skupině 96 probandů.
Je patrné, že první histogram má kategorie příliš jemné a v grafu jsou trhliny. Poslední histogram
je naopak složen z příliš širokých kategorií, a není tak vůbec patrné to, že graf hustoty sledované
veličiny má dva vrcholy. Nejvhodnější je zřejmě kategorizace použitá ve třetím grafu.

pak budou vycentrovány nad čísly 65, 70, . . . , 155, 160.7 Obvykle volíme všechny kategorie
stejně široké, v některých případech však necháváme krajní kategorie otevřené (tedy na-
příklad (−∞, 67.5)). Kategorie samozřejmě musejí pokrývat všechny pozorované hodnoty.
Při kreslení grafu nenecháváme mezi sloupci mezery, jeden tedy těsně přiléhá na druhý.

Poslední otázkou je, jak široké kategorie stanovit, respektive jaký počet kategorií zvolit.
Ač se zdá, že tato otázka je zcela banální, jedná se o poměrně důležité rozhodnutí, které
může vést ke zcela odlišnému pochopení dat. Vezměme si histogramy na obrázku 20, které
zobrazují tatáž data, rozdělená do různě širokých kategorií.

7Dodejme však, že to, které řešení je hezčí a které méně hezké, je věc názoru. Někdy popisujeme
středy sloupečků a podle toho je umísťujeme, jindy popisujeme okraje kategorií. Rozhodovacím kritériem
je jen estetické cítění autora daného grafu. Stejně tak arbitrární rozhodnutí je to, jestli budeme uzavírat
jednotlivé intervaly zleva nebo zprava.
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K usnadnění volby počtu kategorií byla stanovena řada pravidel. Nejznámější je zřejmě
Sturgesovo pravidlo8, které pro n pozorování stanovuje k kategorií jako

k = 1 + log10(n) · 3.322.

Výsledek zaokrouhlujeme vždy nahoru. Ač je toto pravidlo stanoveno na základě sofis-
tikované úvahy (vychází z vlastností binomického rozdělení), nevede vždy k užitečným
výsledkům. V příkladu na obrázku 20 by byl výsledek přibližně 6.6, po zaokrouhlení tedy
7 kategorií. Jak se zdá, je toto číslo poměrně malé. Veškerá pravidla proto berme pouze
jako pomocný nástroj a při volbě vhodného počtu kategorií a jejich mezí se řiďme spíše
citem a účelem našeho sdělení.

3.3 Extrémy, variační rozpětí a odlehlá pozorování

Další zajímavou informací, která zpřesní naši znalost statistického souboru, je nejvyšší a
nejnižší pozorovaná hodnota sledovaného znaku. Zavedeme proto minimum a maximum
a budeme je značit xmin a xmax. Tyto ukazatele pochopitelně lze stanovit pouze tehdy,
když můžeme úrovně sledovaného znaku srovnávat. Nenajdeme je tedy u kvalitativních
znaků. V literatuře se také hovoří o variačním rozpětí R, které je definováno jako rozdíl
těchto extrémních hodnot. Tedy

R = xmax − xmin.

V odborných textech se však s variačním rozpětím setkáváme poměrně zřídka a maxi-
mum i minimum také uvádíme pouze v několika specifických případech. Typicky se s ním
setkáme při popisu zkoumaného souboru z hlediska věku: „Věk respondentů se pohyboval
mezi hodnotami 18 a 25 let.“

3.3.1 Odlehlá pozorování

Malé využití výše uvedených charakteristik souvisí zřejmě s jednou jejich nepříjemnou
vlastností: stačí, aby se v souboru vyskytl jediný prvek, který má hodnotu statistického
znaku o mnoho vyšší nebo naopak o mnoho nižší než ostatní prvky, a nalezená charakte-
ristika se radikálně změní. Touto úvahou se dostáváme k zajímavému problému. Obecně
můžeme říct, že některé charakteristiky statistického souboru jsou poměrně stálé a po
zařazení několika hodnot, které svou velikostí vybočují, se změní jen málo. Jiné, jako
například variační rozpětí, na přítomnost takových hodnot reagují drastickou změnou.
Vlastnost, o které hovoříme, označujeme jako robustnost. Robustní ukazatele tedy při-
kládají menší váhu extrémním pozorováním a jsou jimi jen málo ovlivněny.

8Někdy totéž pravidlo zapisujeme jako k = 1 + log2(n). Oba vzorce vedou ke stejnému výsledku.
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Prvky statistického souboru, které v určitém znaku nápadně vybočují, označujeme
pojmem odlehlá pozorování (běžně se setkáváme i s anglickým výrazem outlier). Je-li
prvek statistického souboru v některém znaku outlier, nemusí to znamenat, že je out-
lierem i v jiných znacích. Pokud zjistíme přítomnost outlierů ve statistickém souboru,
měli bychom jim věnovat zvláštní pozornost. Často nás napadne, že bychom tato odlehlá
pozorování měli ze souboru vyloučit. Tento krok je nicméně krajním řešením, ke kte-
rému bychom se neměli odhodlat, pokud jej nedokážeme ospravedlnit. V rozhodování,
zda pozorování vyřadit, nám pomůže zejména zjištění jeho původu. Pokud jde o chybu
(například vzniklou při přepisování papírových dotazníků do počítače nebo selháním při
měření), můžeme hodnotu opravit, respektive odstranit. Pokud se však jedná o pravdivou
hodnotu, měli bychom se spíše přizpůsobit my a při vyhodnocení se spoléhat pouze na
robustní ukazatele a postupy.

3.4 Míry polohy

Při popisu sledovaného znaku často hledáme jedinou hodnotu, která by co nejpřesněji
reprezentovala celý statistický soubor. Přestože to je téměř nesplnitelný úkol pro jediné
číslo, existuje celá řada ukazatelů, které tuto úlohu nějak zastat dokážou. Každý z nich
má své výhody i nevýhody.

3.4.1 Aritmetický průměr

Notoricky známou a nejčastěji užívanou mírou polohy je aritmetický průměr (anglicky
mean). Vypočítá se jako součet všech hodnot vydělený jejich počtem. Pro statistický
znak x jej budeme značit x̄ (čti „x s pruhem“) a vypočítáme jako

x̄ = 1
n

n∑
i=1

xi.

Průměr lze smysluplně použít jen u kvantitativních statistických znaků. Nikdo nám samo-
zřejmě nebrání ve výpočtu třeba průměrného pořadí, při takovém kroku si však musíme
uvědomit, že se již nevyjadřujeme k původní veličině, ale skutečně jen k samotnému po-
řadí.

Pro čtenáře, kteří chtějí do statistiky proniknout hlouběji, můžeme zmínit ještě dvě
zajímavé vlastnosti průměru. První je vcelku zřejmá – součet rozdílů všech naměřených
hodnot od průměru je vždy roven nule. Jinými slovy, vezmeme-li vzdálenosti všech hodnot
od průměru, pak součet těchto vzdáleností pod průměrem je roven součtu vzdáleností
hodnot nad průměrem. Druhá je již o něco méně patrná – součet druhých mocnin rozdílů
všech naměřených hodnot od průměru je nejmenší možný. Pokud bychom tedy průměr
nahradili jakoukoli jinou hodnotou, tak tento součet čtverců bude vždy vyšší.
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Při výpočtu aritmetického průměru předpokládáme, že každý prvek, který zahrneme
do výpočtu, má stejnou váhu. V některých situacích se však vyplatí některé prvky pova-
žovat za důležitější a jiné za méně důležité. Tehdy využíváme vážený průměr. Narazit
na něj můžeme například ve školách, kde učitelé, když vypočítávají průměrnou známku,
každému zkoušení přidělí určitou váhu podle toho, zda šlo třeba o důležitou čtvrtletní práci
nebo jen o krátké průběžné zkoušení. Při výpočtu váženého průměru tedy nepracujeme
jen s hodnotami x1, x2, . . . , xn, ale také s jejich váhami w1, w2, . . . , wn. Vážený průměr
získáme jako

x̄ =
∑n

i=1 wixi∑n
i=1 wi

.

Někdy jsou váhy záměrně vybírány tak, že se jejich součet rovná jedné. Pokud tomu tak
je, můžeme z předešlého vzorce ponechat jen výraz z čitatele x̄ = ∑n

i=1 wixi.
Klasickým využitím váženého průměru je také situace, kdy známe průměry a rozsahy

několika (k) dílčích různě rozsáhlých skupin a potřebujeme zjistit průměr celkový. Na
místo jednotlivých hodnot bychom pak umístili jednotlivé průměry x̄j a jako váhy by
nám posloužily rozsahy jednotlivých souborů nj. Použili bychom tedy vzorec ve tvaru

x̄ =
∑k

j=1 njx̄j∑k
j=1 nj

.

Vezměme si například situaci, kdy chceme spočítat průměrnou délku hospitalizace v ur-
čité psychiatrické léčebně. Máme k dispozici průměrnou délku hospitalizace na ženském
oddělení (17.5 dne) a na mužském oddělení (14.5 dne). Dále víme, že žen bylo ve sle-
dovaném období hospitalizováno 36, zatímco mužů 24. Vypočítáme hodnotu výrazu x̄ =
36·17.5+24·14.5

36+24 = 16.3. Výsledek tedy říká, že průměrná doba hospitalizace bez ohledu na po-
hlaví byla 16.3 dnů. Kdybychom nezohlednili velikost skupin, dostali bychom (nesprávný)
výsledek 16.0 dnů.

3.4.2 Robustní modifikace aritmetického průměru

Silnou stránkou aritmetického průměru a zároveň jeho slabinou je to, že jeho výše je
ovlivněna každou hodnotou v souboru. Výhoda je to proto, že průměr tak představuje ne-
smírně přesný a citlivý ukazatel. Nevýhoda, že stačí do souboru zařadit jedinou hodnotu,
která je výrazně vyšší či nižší než ostatní hodnoty, a průměr bude vychýlen. Nejedná se
tedy o příliš robustní ukazatel.

Představme si třeba, že provádíme sexuologický výzkum mezi vysokoškolskými stu-
denty, a jeden ze znaků, které sledujeme, je počet jejich dosavadních sexuálních partnerů.
Pro jednoduchost se spokojíme se vzorkem 20 lidí, u kterých zjistíme tyto hodnoty:
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Jedná se o kvantitativní znak, takže nám nic nebrání využít aritmetický průměr. Po
dosazení čísel do vzorce můžeme konstatovat, že průměrný student měl dvacet a půl se-
xuálních partnerů. Ač jsme použili správný vzorec, získaná hodnota nevypovídá téměř
o ničem. Hodí se, pokud chceme šokovat nebo u někoho vzbudit pocit méněcennosti.
Podle našeho vzorku dobrých 90 % respondentů na toto číslo vůbec nedosáhne. Druhý
nedostatek průměru je také zjevný – nikdo ve skutečnosti (doufejme) neměl přesně dvacet
a půl partnera. Průměrná hodnota nemusí odpovídat hodnotě znaku u žádného z prvků
našeho vzorku (což je nicméně vlastnost, kterou mají téměř všechny ukazatele míry po-
lohy). V případě, že sledovaná veličina má značně nesymetrické rozdělení s odlehlými
hodnotami, nebývá průměr zdaleka nejlepším ukazatelem.

Nízká robustnost aritmetického průměru vedla statistiky k vytvoření ukazatelů, které
si zachovávají vysokou přesnost a citlivost, ale zároveň jsou odolné vůči zkreslení v dů-
sledku odlehlých hodnot. Jsou jimi useknutý průměr (trimmed mean, truncated mean) a
winsorizovaný průměr (winsorized mean).

Useknutý průměr vypočítáme stejně jako obyčejný aritmetický průměr, jen s tím
rozdílem, že ještě před výpočtem vyřadíme určité procento nejvyšších a nejnižších hodnot.
Při výpočtu dvacetiprocentního useknutého průměru tedy vyřadíme 20 % nejvyšších a
20 % nejnižších hodnot a z těch zbývajících vypočítáme aritmetický průměr. V případě,
že počet hodnot, které bychom měli z výpočtu z každé strany odstranit, není celé číslo,
nalezený počet vyřazených prvků zaokrouhlujeme vždy dolů. Tedy pro n = 10 bude 25%
useknutý průměr pracovat se šesti prostředními hodnotami.9

Na podobném principu funguje winsorizovaný průměr. Tentokrát však místo toho,
abychom okrajové hodnoty z výpočtu vyřadili, nahradíme určité procento nejvyšších a
nejnižších hodnot poslední hodnotou, která tento limit nepřekračuje. Tedy soubor 1, 2, 3,
4, 10 by mohl být winsorizován na 2, 2, 3, 4, 4 a hodnota průměru by se změnila z čísla
4 na 3.

Oba zmiňované robustní postupy mají svá omezení a používáme je jen v některých si-
tuacích. V praxi se s nimi setkáme třeba tehdy, když zkoumáme, kolik času zabere člověku
odpovědět na jednotlivé položky dotazníku. Tu a tam se stane, že některá pokusná osoba
na chvíli práci přeruší a tím vytvoří odlehlou hodnotu, které se třeba pomocí winsorizace
zbavíme. Useknutý průměr znají fandové krasobruslení – jednotliví posuzovatelé bodují
soutěžícího, nejpřísnější a nejmírnější hodnocení se ale škrtá.

9Ve skutečnosti bychom mohli použít přesnější metodu než zaokrouhlení. Pokud bychom měli 10
pozorování a počítali bychom 25% useknutý průměr, tak víme, že první a druhé (taky deváté a desáté)
měření do výpočtu nezahrneme, ale třetí (a osmé) měření by mělo být zahrnuto z jedné poloviny. Mohli
bychom jim proto dát poloviční váhu než šesti prostředním členům a použít vzorec pro výpočet váženého
průměru.
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3.4.3 Medián a výběrový kvantil

Nejčastěji používanou robustní mírou polohy je medián. Značíme jej písmenem x̃ (pří-
padně Mdn(x)). Medián představuje prostřední hodnotu ze souboru všech hodnot. Po-
kud bychom chtěli zjistit například medián výšky studenta psychologie, nechali bychom
všechny studenty nastoupit do řady od nejmenšího po nejvyššího a pak bychom vybrali
toho, který stojí přesně v polovině řady. Jeho výška by představovala medián. Pokud je
prvků sudý počet, a nejde tedy rozhodnout, který je přesně uprostřed, vezmeme dvě pro-
střední hodnoty a spočítáme jejich průměr. Vyjádřeno vzorcem pro x1 < x2 < . . . < xn

platí

x̃ =


xn+1

2
pro lichá n,

x n
2

+x n
2 +1

2 pro sudá n.

Medián si můžeme představit taky jako krajní případ useknutého průměru, kdy v souboru
ponecháme jen jeden nebo dva prostřední prvky. Medián má tu vlastnost, že dělí soubor
na dvě stejně velké poloviny – pod ním i nad ním leží stejný počet prvků. Nezáleží na
tom, o jaké hodnoty se jedná, jde jen o jejich pořadí. O mediánu můžeme proto říct, že
je vysoce robustní.

Vraťme se k předešlému příkladu o výzkumu sexuálního chování. Spočítáme-li medián
jako součet desátého a jedenáctého prvku vzorku vydělený dvěma, získáme výsledek 3 se-
xuální partneři, což je číslo, které podle získaných dat vystihuje skutečnost daleko lépe.
Po mediánu jednoznačně sáhneme, když pracujeme s pořadím, nikoli s přesnými hodno-
tami, a nemůžeme tedy použít průměr. Užitečný může být i tehdy, když má zkoumaná
veličina vyloženě asymetrické rozdělení, nebo když se potřebujeme vyrovnat s odlehlými
hodnotami, jak jsme viděli na příkladu.

Naši úvahu můžeme dále zobecnit. Co kdybychom nechtěli soubor rozpůlit v poměru
50 : 50, ale třeba 30 : 70 nebo 10 : 90? K tomuto účelu zavádíme výběrový kvantil.
Pro libovolnou hodnotu α ∈ [0, 1] se kvantilem rozumí takové číslo xα, které rozděluje
uspořádaný (tj. seřazený) soubor na dolní úsek obsahující podíl nejméně α pozorování a
horní úsek obsahující podíl nejméně 1−α pozorování. Je zde zjevná analogie s teoretickým
kvantilem z kapitoly 2.5.4. Při bližší úvaze však zjistíme, že z této definice nelze vyvodit
přesná hodnota některých kvantilů. Pro přesné vyčíslení hodnoty xα existuje hned několik
definic. My se můžeme spokojit s tímto jednoduchým postupem.

Vypočítáme hodnotu n ·α. Pokud získáme celé číslo, pak kvantil stanovíme jako xα =
xnα+xnα+1

2 . V opačném případě zaokrouhlíme hodnotu n·α nahoru (značíme ⌈nα⌉) a kvantil
stanovíme jako xα = x⌈nα⌉. Tedy
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xα =


xnα+xnα+1
2 pro nα ∈ Z,

x⌈nα⌉ pro nα /∈ Z.

Poměrně často si také pokládáme otázku, jakým kvantilům odpovídají jednotlivé namě-
řené hodnoty (například při převodu výsledků přijímacích zkoušek na percentil). I zde
nacházíme několik definic vedoucích k různým výsledkům. Mohli bychom odpovídající
kvantily stanovit třeba jako podíl pozorování, která mají menší hodnotu, než je hodnota
daného pozorování. Nebo jako podíl pozorování, která mají hodnotu menší nebo rovnou
té hodnotě, kterou má konkrétní pozorování, k němuž hledáme odpovídající kvantil. Ani
jeden z těchto způsobů však není moc elegantní – první jmenovaný vede k tomu, že žádné
pozorování nebude odpovídat kvantilu x1.00, druhý naopak k tomu, že žádné pozorování
nebude odpovídat kvantilu x0.00. Pokud se čtenáři nedaří představit si za tímto výkladem
nic konkrétního, mohla by to být třeba situace, kdy bychom měli k dispozici výsledky
pěti studentů, kteří v testu získali 2, 4, 6, 6 a 10 bodů. Pokud použijeme první definici,
zjistíme, že hodnotě 10 navzdory intuici neodpovídá kvantil x1.00, ale kvantil x0.8. Naopak
při použití druhé definice hodnotě 2 neodpovídá kvantil x0.00, jak bychom očekávali, ale
kvantil x0.2.

Poměrně elegantním řešením, kterého se budeme nadále držet, je pro vybranou hod-
notu xj spočítat počet pozorování, která mají menší hodnotu než xj, k tomuto číslu přičíst
polovinu pozorování, která mají stejnou hodnotu jako xj (samotné xj však do tohoto počtu
nezahrneme), a výsledek vydělit počtem všech pozorování sníženým o jedničku. Tedy

αj =
počet(xi < xj) + 1

2

(
počet(xi = xj) − 1

)
n− 1 pro i = 1, 2, . . . , n.

Například pro náš soubor pozorování s hodnotami 2, 4, 6, 6, 10 by hodnotě 2 odpovídal
kvantil x0.00, hodnotě 4 kvantil x0.25, hodnotě 6 kvantil x0.625 a hodnotě 10 ve shodě
s intuicí kvantil x1.00. Naopak kdybychom se tázali na hodnotu kvantilu x0.2, odpovědí by
bylo číslo 3, pro kvantil x0.25 číslo 4. Kvantily x0.5, x0.6 i x0.7 by byly rovny hodnotě 6.

Některé kvantily používáme častěji než jiné, proto pro ně volíme speciální označení:

x0.25 – dolní kvartil (též Q1),
x0.5 – medián,

x0.75 – horní kvartil (též Q3),
x0.1, x0.2, . . . , x0.9 – decily,
x0.01, x0.02, . . . , x0.99 – percentily.

52



3.4.4 Výběrový modus

Modus je jedinou mírou polohy, kterou lze uplatnit na libovolná data včetně kvalitativních.
Musíme proto podotknout, že označení míra polohy je zde trošku zavádějící.

Modus (budeme jej značit x̂ nebo Mod(x)) je jednoduše ta hodnota, která se v souboru
vyskytuje nejčastěji. Můžeme například zjistit, jaká je v souboru pozorování modální veli-
kost obuvi, tedy jakou velikost bot má nejvíce lidí. Pomocí modu popíšeme třeba i to, která
příchuť zmrzliny se prodává nejčastěji, jaká je nejhojnější barva očí či nejběžnější známka
z matematiky. Je zjevné, že pokud počítáme modus pro kvantitativní znak, musíme jej
předtím rozdělit do určitých kategorií (respektive hodnoty nějak zaokrouhlit), abychom
došli k nějakým smysluplným závěrům a nevyšla nám pro každou hodnotu četnost rovná
jedničce.

Zřejmě nejčastěji se nám stane, že v našem souboru nalezneme jen jednu modální
hodnotu. O tomto rozdělení pak říkáme, že je unimodální. Někdy se však v našem
souboru vyskytne více hodnot, které mají nejvyšší četnost, a každá z nich tedy představuje
modus. Mluvíme pak o multimodálním rozdělení (jsou-li mody dva, pak konkrétně
o bimodálním). V praxi hodnotu modu sledovaného znaku uvádíme jen zřídkakdy.

Tímto jsme nevyčerpali všechny existující míry polohy. Zvídavému čtenáři můžeme
doporučit prozkoumat charakteristiky jako je například harmonický nebo geometrický
průměr. V textech z oblasti psychologického výzkumu na ně však téměř nenarazíme.

3.4.5 Krabicový graf

V mnoha případech nejlépe porozumíme datům až tehdy, když dostaneme možnost je ně-
jakým způsobem vizualizovat. Oblíbenou metodou vizualizace charakteristik míry polohy
je krabicový graf (též vousatá krabička, anglicky boxplot nebo box-and-whiskers plot).

Krabicový graf se skládá z několika částí. Jednak je to obdélník („krabička“) s horní
hranou umístěnou v kvartilu Q3 a spodní hranou v kvartilu Q1 (viz kapitola 3.4.3). Druhý
rozměr krabičky není podstatný, sám žádnou informaci nepřináší. Do krabičky taky ob-
vykle zakreslujeme medián (tradičně jako plnou čáru, ačkoli jednotlivé programy volí
různá značení). Někdy, ač ne vždy, do grafu zanášíme i aritmetický průměr, třeba jako
malý čtvereček.

Dalším prvkem jsou „vousy“. Jeden vyrůstá z horní a jeden ze spodní strany krabičky
(případně z pravé a z levé strany, pokud graf malujeme naležato). Vous sahá k nejvyšší,
respektive nejnižší naměřené hodnotě, ovšem pouze z těch hodnot, které nepovažujeme za
odlehlá pozorování. Při tvorbě krabicového grafu považujeme za odlehlá pozorování takové
hodnoty, které jsou od krabičky vzdáleny více než jeden a půl násobek mezikvartilového
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Obrázek 21: Konstrukce krabicového grafu

Obrázek 22: Délka spánku 20 studentů VŠ v průběhu týdne
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rozpětí, tedy 1.5 · (Q3 −Q1). Je zjevné, že horní vous nikdy nedosáhne dál než na hodnotu
Q3 + 1.5 · (Q3 −Q1) a dolní dál než na hodnotu Q1 − 1.5 · (Q3 −Q1). Odlehlá pozorování
(tedy hodnoty mimo tento interval) vykreslujeme do grafu jako malá kolečka. V některých
případech ještě odlehlejší hodnoty (někdy je označujeme jako extrémní hodnoty), které
jsou od krabičky dále než 3 · (Q3 − Q1), značíme hvězdičkami místo koleček. Někdy se
může stát, že některý vous má nulovou délku a v grafu tedy chybí. Krabicový graf hodnot
0, 1, 1, 2, 2, 3, 3, 4, 8, 10 znázorňuje obrázek 21.

Užitečnou vlastností krabicového grafu je to, že se opírá o robustní ukazatele polohy a
zároveň zachycuje i odlehlá pozorování. Na první pohled tedy zjistíme, v jakém intervalu
leží 50 % pozorování (uvnitř krabičky), jaké má pozorovaný znak minimum a maximum
a které hodnoty se nápadně liší od ostatních měření. Můžeme také zobrazit větší množ-
ství krabicových grafů vedle sebe a porovnávat tak rozdělení sledovaného znaku u více
podsouborů (viz obrázek 22).
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3.5 Míry variability

Míry polohy nám poskytují sice cennou, avšak poněkud omezenou informaci. Představme
si třeba, že srovnáváme dva soubory hodnot: 49, 49, 50, 51, 51 a 5, 25, 50, 75, 95. Ať už
budeme počítat průměr, medián nebo jejich jakoukoli obdobu, získáme stejný výsledek
50. Na první pohled se ale oba soubory liší – jeden obsahuje hodnoty, které si jsou podobné,
zatímco druhý je velmi rozmanitý. Tuto kvalitu vyjadřují míry variability (disperze).

Dva jednoduché ukazatele variability jsme již dříve zmínili. Rozmanitost dat odráží
variační rozpětí (xmax − xmin) i hodnota Q3 − Q1, kterou nazýváme mezikvartilové
rozpětí.

3.5.1 Průměrná absolutní a mediánová absolutní odchylka

Intuitivně bychom zřejmě dokázali vytvořit svůj vlastní ukazatel variability. Variabilitu si
můžeme představit jako vzdálenost jednotlivých hodnot od nějakého pomyslného středu,
například průměru. Mohli bychom se tedy třeba tázat, o kolik se jednotlivá měření v prů-
měru liší od průměrné hodnoty. Je zřejmé, že pokud bychom sečetli všechny rozdíly jed-
notlivých měření od průměru, došli bychom k nulovému výsledku, jelikož záporné a kladné
hodnoty by se sobě až na znaménko rovnaly (vzpomeňme si na vlastnosti aritmetického
průměru z kapitoly 3.4.1). To můžeme vyřešit tak, že budeme sčítat absolutní hodnoty
těchto rozdílů. Takovýto ukazatel existuje a nazýváme jej průměrná absolutní od-
chylka. Vzorcem bychom ji vyjádřili následovně:

d̄ = 1
n

n∑
i=1

|xi − x̄|.

Fantazii se nicméně meze nekladou, nemuseli bychom proto počítat průměr těchto
absolutních odchylek, ale třeba jejich medián. Nalezený ukazatel bychom potom nazývali
mediánová absolutní odchylka (narážíme na ni pod zkratkou MAD). Oproti průměrné
odchylce bychom získali o něco robustnější ukazatel. Taky bychom mohli uvažovat nad
tím, jestli za onen pomyslný střed považovat průměr a ne třeba medián nebo modus.
Mohli bychom pak počítat třeba medián odchylek jednotlivých měření od mediánu těchto
měření. Zřejmě ve snaze udělat pro studenty i laickou veřejnost statistiku co nejméně
srozumitelnou se i tyto další varianty nazývají mediánová absolutní odchylka a ukrývají
se pod výmluvnou zkratkou MAD.

Ač se nám absolutní odchylky mohou zdát elegantní a velmi přesné, v praxi se s nimi
téměř nesetkáme. Jejich slabinou je ona absolutní hodnota ve vzorci pro jejich výpočet.
Kvůli této drobnosti nelze absolutní odchylku podrobit některým matematickým postu-
pům (např. počítat jejich derivaci), což tento ukazatel činí pro matematiky poněkud
neatraktivní.
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3.5.2 Součet čtverců, výběrový rozptyl a směrodatná odchylka

Ještě jednou se vraťme k naší úvaze z předešlé podkapitoly. Rozmanitost naměřených
hodnot můžeme zjistit tak, že sečteme jejich rozdíly od průměru. Aby nám ale nevyšel
nulový součet, musíme těmto rozdílům od průměru odstranit záporná znaménka. Ukázalo
se, že náš původní nápad použít absolutní hodnotu má určitá omezení. Musíme proto
pátrat po jiném postupu, jak ze záporných čísel udělat kladná. Jako nejvhodnější řešení
se zdá být druhá mocnina – také spolehlivě odstraní záporná znaménka, a matematik
navíc zůstane spokojený, jelikož mocnina na rozdíl od absolutní hodnoty při nejrůznějších
výpočtech nepřekáží.

Spočítáme-li rozdíly jednotlivých naměřených hodnot od jejich průměru, každý z těchto
rozdílů umocníme na druhou (vytvoříme „čtverec rozdílu“) a všechny takto získané vý-
sledky sečteme, získáme takzvaný součet čtverců. Pro naměřené hodnoty x1, x2, . . . , xn

a jejich aritmetický průměr x̄ by tedy platilo

SČ =
n∑

i=1
(xi − x̄)2.

Označení součet čtverců vystihuje postup výpočtu – sčítáme druhé mocniny, tedy
čtverce vzdáleností od průměru. Součet čtverců vystupuje v řadě statistických vzorců.
Pokud bychom však chtěli prezentovat rozmanitost našeho souboru, tak po něm pravdě-
podobně nesáhneme – už jen proto, že součet čtverců závisí na velikosti souboru. Když
budeme mít velké množství měření, bude součet čtverců pravděpodobně vyšší, než když
budeme provádět měření jen několik.

Řešení je zjevné. Místo součtu všech čtverců odchylek od průměru můžeme vypočítat
jejich průměr. Ukazatel, který tak dostaneme, označujeme jako výběrový rozptyl (též
variance či střední čtverec). Z určitých důvodů, které čtenáři objasníme až v kapitole 4,
při tomto průměrování nebudeme součet čtverců dělit počtem pozorování (n), ale počtem
pozorování sníženým o jedničku (n−1). Výběrový rozptyl (značme jej s2) tedy spočítáme
podle vzorce

s2 = SČ
n− 1 = 1

n− 1

n∑
i=1

(xi − x̄)2.

Výpočet může někdy usnadnit převedení tohoto vzorce do tvaru s2 =
∑n

i=1 x2
i −nx̄2

n−1 .

Přestože je výběrový rozptyl hojně užívaným ukazatelem rozmanitosti, ani on se ne-
hodí pro všechny účely. Zejména tehdy, když chceme naše výsledky prezentovat lidskému
publiku, zjistíme, že rozptyl není příliš intuitivní pro pochopení. Rozptyl je ukazatelem
ze světa čtverců a sám zůstává v druhé mocnině. Když například budeme mluvit o inteli-
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genci, můžeme prohlásit, že její průměrná výše je 100 bodů IQ a její rozptyl 225 bodů IQ
na druhou. Těžko si už však představíme, co jsou body IQ na druhou. Zavádíme proto další
ukazatel, který získáme jednoduše odmocněním výběrového rozptylu, a tím je výběrová
směrodatná odchylka (značme s, anglicky standard deviation, SD). Platí tedy

s =
√
s2 =

√√√√ SČ
n− 1 =

√√√√ 1
n− 1

n∑
i=1

(xi − x̄)2.

Rozptyl a směrodatná odchylka budou při popisu dat vedle aritmetického průměru naši
nejvěrnější společníci. Je proto užitečné znát jejich vlastnosti.

• Rozptyl i směrodatnou odchylku lze smysluplně počítat jen na kvantitativních zna-
cích. Pokud sledovaný znak označuje pořadí, tak (podobně jako v případě průměru)
rozptyl lze spočítat, avšak získaný údaj se bude vztahovat zase pouze k pořadí, ne
k původní veličině, podle které byla měření seřazena.

• Rozptyl nikdy nemůže být záporný.
• Pokud je rozptyl roven nule, znamená to, že všechny naměřené hodnoty jsou přesně

stejné (tedy rovné průměru).

• Rozptyl sice můžeme počítat na libovolných kvantitativních znacích, nicméně aby
bylo možné jej interpretovat, bylo by žádoucí, aby histogram naměřených hodnot
tvořil souměrný kopec s jediným vrcholem (ideálně blízký normálnímu rozdělení).
Pokud toto není splněno, není rozptyl příliš vhodným nástrojem ke komunikaci
vlastností našich dat.

• Rozptyl (a tedy i směrodatná odchylka) je velmi citlivý na odlehlá pozorování.
Daleko citlivější než aritmetický průměr.

• Podobně jako jsme definovali useknutý a winsorizovaný průměr, můžeme definovat
useknutý a winsorizovaný rozptyl, respektive směrodatnou odchylku. Získáme tak
ukazatele s vyšší robustností.

Pokud bychom chtěli srovnat relativní velikost variability u dvou různých znaků, případně
ve dvou souborech, používáme někdy ukazatel, který se označuje jako variační koefici-
ent. Mohli bychom se například ptát, jestli je tělesná výška variabilnější v souboru mužů
nebo žen. Řekněme, že nalezneme směrodatnou odchylku u mužů rovnou hodnotě 5.8 cm
a u žen 5.1 cm. Víme ale také, že muži jsou v průměru vyšší než ženy. Rozdíl ve smě-
rodatné odchylce může být proto proporcionální rozdílu v průměrné výšce. Vypočítáme
proto průměrnou výšku v souboru mužů (řekněme 174 cm) a v souboru žen (168 cm). Va-
riační koeficient pak stanovíme jako podíl směrodatné odchylky a průměrné hodnoty: s/x̄.
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Výsledek bude přibližně 3.33 % pro muže a 3.04 % pro ženy. Relativní variabilita je tedy
v našem souboru skutečně vyšší u mužů než u žen.

Všimněme si, že variační koeficient je bezrozměrnou jednotkou a lze stručně vyjádřit
v procentech. Tento ukazatel tedy udává, z kolika procent se směrodatná odchylka „vepi-
suje“ do aritmetického průměru. Dodejme však, že variační koeficient nelze počítat vždy.
Aby nalezená hodnota měla smysl, musí sledovaný statistický znak odpovídat množství
něčeho – tedy hodnota 0 musí znamenat nulové množství a hodnota 1 musí být skutečně
polovina z hodnoty 2 (požadujeme tedy, aby zkoumaná proměnná byla dle terminologie
Stanleyho Stevense na poměrové úrovni). Například u zmiňované inteligence nebo stupňů
Celsia by variační koeficient neměl žádný smysl.

3.5.3 Variabilita kvalitativního znaku

Pokud pracujeme s kvalitativními znaky, jako je třeba barva očí nebo oblíbená hudební
skupina, je zjevné, že žádný z výše uvedených ukazatelů nemá smysl počítat a interpre-
tovat. Přesto bychom mohli chtít kvantifikovat míru rozmanitosti. Mohli bychom se třeba
tázat, jestli v rozsáhlém výzkumném souboru panuje větší rozmanitost mezi mužskými
jmény nebo ženskými. Ukazatel, který hledáme, by zřejmě měl nabývat nejnižší hodnoty
tehdy, pokud by se všichni muži jmenovali (respektive všechny ženy jmenovaly) stejně, a
maximální hodnoty tehdy, kdyby žádní dva lidé neměli stejné jméno. Tyto vlastnosti má
takzvaná mutabilita.

Mutabilita nabývá hodnoty od 0 do 1 a vyjadřuje pravděpodobnost, že pokud z na-
šeho souboru náhodně vybereme dva prvky, tak ty budou mít rozdílnou hodnotu sle-
dovaného znaku. Pomocí kombinatorických pravidel můžeme snadno odvodit vzorec pro
výpočet mutability jako počet všech dvojic, kde mají prvky rozdílné úrovně znaku, vydě-
lený počtem všech možných dvojic. Má-li sledovaný znak k úrovní s absolutními četnostmi
f1, f2, . . . , fk, pak mutabilita M bude rovna

M =
∑k

j=1 fj(n− fj)
n(n− 1) =

n2 −∑k
j=1 f

2
j

n(n− 1) .

Stáhneme-li si data ze stránek Českého statistického úřadu, zjistíme, že mutabilita muž-
ských jmen je přibližně 0.973, zatímco ženských 0.983. V obou případech jsou tedy jména
vysoce variabilní, u žen o něco více než u mužů.

Je zjevné, že pokud má sledovaný znak jen omezené množství úrovní (k < n), nemůže

nikdy mutabilita dosáhnout hodnoty 1. Maximální hodnota je pak rovna výrazu n(k−1)
k(n−1) .
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3.6 Výběrová šikmost a špičatost

Známe-li hodnoty měr polohy i variability statistického znaku, máme již jakousi představu
o tom, jak jsou pozorované hodnoty uspořádány. Naše znalost je však poněkud mlhavá –
pokud bychom si třeba chtěli představit, jak by asi vypadal histogram vytvořený z našich
měření, zjistíme, že tyto dva údaje nám zdaleka nestačí. Naši znalost můžeme výrazně
zpřesnit pomocí dalších dvou charakteristik – výběrové šikmosti a výběrové špičatosti.

Výběrová šikmost (anglicky skewness) je ukazatelem toho, do jaké míry je uspořá-
dání nalezených hodnot symetrické kolem jejich aritmetického průměru. Budeme ji značit
písmenem b a vypočítáme ji podle vzorce10

b =
1
n

∑n
i=1(xi − x̄)3

s3 ,

kde x̄ je aritmetický průměr a s výběrová směrodatná odchylka znaku.
Jsou-li hodnoty symetricky uspořádané kolem průměru, šikmost je vždy rovna nule.

Pokud je šikmost záporná (b < 0), znamená to, že náhodná veličina se častěji realizuje
s nadprůměrnými hodnotami. V histogramu se to projeví protažením levého chvostu.
Naopak zešikmení v kladném směru (b > 0) odkazuje k častějším realizacím hodnot
pod průměrem, což se v histogramu projeví protažením pravého chvostu.11 Šikmost tedy
můžeme chápat jako míru asymetrie. Obrázek 23 znázorňuje histogramy znaků s kladnou,
nulovou a zápornou výběrovou šikmostí.

Ač jsme o šikmosti nehovořili v kapitole o číselných charakteristikách náhodné veličiny,
dodejme, že výběrová šikmost je protějškem teoretické šikmosti, pomocí které popisujeme
rozdělení náhodné veličiny. Opět by platilo, že symetrická rozdělení (například normální
či Studentovo) mají šikmost nulovou.

Druhou mírou, se kterou se setkáváme již o poznání méně, je výběrová špičatost
(někdy též nazývaná exces, anglicky excess kurtosis). Zatímco šikmostí má smysl se za-
bývat zejména u nesymetrických rozdělení, špičatost nás zajímá tehdy, když je rozdělení
znaku symetrické. Špičatost kvantifikuje, do jaké míry jsou hodnoty koncentrované kolem
aritmetického průměru. Pro označení zvolíme písmeno g a hodnotu vypočítáme dle vzorce

g =
1
n

∑n
i (xi − x̄)4

s4 − 3.

10Označení šikmosti i špičatosti se napříč literaturou různí. Běžně se setkáváme například s označením
α a β. V tomto textu však řecká písmena používáme k jinému účelu (zejména k označení parametrů) a
výběrovým mírám rezervujeme pokud možno malá písmena z latinky.

11Zde mimochodem vidíme, že medián je skutečně robustnější mírou polohy než aritmetický průměr.
Ten bývá snadno „vytažen“ směrem k odlehlejším hodnotám, zatímco medián jimi zůstává prakticky
nedotčen. U kladně zešikmených distribucí proto leží průměr nad mediánem, u záporně zešikmených pod
mediánem.
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Obrázek 23: Histogramy demonstrující výběrovou šikmost

b = 3.5
b = 0

b = -1.3

Slovně bychom označili červený znak za kladně zešikmený a modrý za záporně zešikmený. Zelený
znak je symetrický, a jeho šikmost je tak rovna nule.

Číslo 3 odečítáme z toho důvodu, aby hodnotám, které pocházejí z normálního rozdělení,
náležela v průměru výběrová špičatost 0 (normální rozdělení by jinak mělo špičatost 3).
Po této korekci pak vlastně špičatost značí, o kolik je tvar rozdělení sledovaného znaku
špičatější než normální rozdělení.12

Čtenáři se může zdát obtížné představit si kvalitu, kterou špičatost popisuje, a zejména
pak odlišit koncentraci hodnot kolem průměru od rozptylu. O něco snadnější může být
představa toho, zda je většina hodnot „nahuštěna“ kolem průměru, nebo naopak zda se
měření hromadí u krajních hodnot, tedy blíž k minimu a maximu. Je-li u krajů velké
množství hodnot, má rozdělení zápornou špičatost (g < 0) a označujeme jej jako platy-
kurtické. Tohle rozdělení je plošší než Gaussovo; někdy též říkáme, že jde o rozdělení
s těžkými chvosty (heavy-tailed distribution). Naopak rozdělení, kde se většina hodnot
koncentruje kolem průměru, má kladnou špičatost (g > 0) a označujeme jej jako lepto-
kurtické. Toto rozdělení je špičatější než normální a hovoříme o něm jako o rozdělení
s lehkými chvosty (light-tailed distribution). Pro leptokurticky rozdělené znaky je typická
náchylnost k odlehlým pozorováním. Případy platykurticky i leptokurticky rozdělených
znaků ilustruje obrázek 24.

Výběrová špičatost je opět výběrovým protějškem teoretické špičatosti, která analo-
gickým způsobem popisuje tvar grafu hustoty pravděpodobnosti náhodné veličiny.

12Dodejme, že některé programy, například STATISTICA, používají alternativní definici šikmosti a

špičatosti. Jde o poměrně krkolomné vztahy b = n
∑n

i
(xi−x̄)3

(n−1)(n−2)s3 a g = n(n+1)
∑n

i
(xi−x̄)4−3(n−1)

(∑n

i
(xi−x̄)2

)2

(n−1)(n−2)(n−3)s4 .
Nalezené hodnoty přibližně odpovídají našim takzvaným momentovým definicím. V případě špičatosti se
také můžeme setkat s definicí, kdy se ve výpočtu neodečítá trojka. V anglicky psané literatuře se proto
rozlišuje excess kurtosis (s mínus trojkou) a kurtosis (bez ní).
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Obrázek 24: Histogramy demonstrující výběrovou špičatost

g = 2

g = -1

g = -1.7

Slovně bychom označili červený znak za leptokurticky rozdělený, zelený a modrý za platykurticky
rozdělený.

3.7 Míry závislosti statistických znaků

Doposud jsme mluvili o vlastnostech jediného statistického znaku. V praxi se však obvykle
setkáváme se situací, kdy na každém prvku statistického souboru pozorujeme hned několik
znaků. Zajímá nás pak, jak spolu tyto znaky souvisejí – jestli na základě hodnoty jednoho
znaku můžeme něco předpokládat o hodnotě jiného znaku. Ke kvantifikaci těsnosti vztahu
dvou statistických znaků používáme řadu ukazatelů.

3.7.1 Výběrová kovariance

S pojmem kovariance jsme se setkali již v kapitole 2.5.3 o číselných charakteristikách ná-
hodných veličin. Jednalo se o určitou hodnotu, která vyjadřuje množství rozptylu, který
spolu dvě náhodné veličiny sdílejí. Výběrová kovariance je empirickým protějškem této
teoretické kovariance náhodných veličin a její interpretace je analogická. U kvantitativního
statistického znaku dokážeme stanovit výběrový rozptyl. Výběrová kovariance pak říká,
kolik tohoto rozptylu dva statistické znaky sdílejí.

Pro porozumění výpočtu kovariance nám pomůže znalost výpočtu výběrového roz-
ptylu. Připomeňme, že ten můžeme získat ze vztahu s2

x = 1
n−1

∑n
i=1(xi − x̄)2. Výběrovou

kovarianci sxy na skupině n dvojic hodnot (x, y) pak vypočítáme jako

sxy = 1
n− 1

n∑
i=1

(xi − x̄) · (yi − ȳ).

Z výše uvedeného je patrné, že kovariance sxx je totéž co výběrový rozptyl hodnot znaku
x. Taky můžeme vidět, že kovariance nabývá libovolných hodnot, kladných i záporných,

nicméně nikdy nepřekročí hodnotu
√
s2

x · s2
y. Kladná kovariance značí, že vysoké hodnoty
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znaku x souvisejí s vysokými hodnotami znaku y. Záporná kovariance by pak značila, že
vysoké hodnoty znaku x se pojí spíše s nízkými hodnotami znaku y. Nulová kovariance
by odpovídala situaci, kdy na základě znalosti velikosti znaku x nemůžeme rozhodnout,
jestli znak y bude nabývat spíše vyšší, nebo spíše nižší hodnoty. Pokud by znak x nebo y
měl nulový rozptyl (všechny hodnoty by tedy byly stejné), výběrová kovariance by byla
také nulová.

Výše uvedený vzorec lze přepsat do tvaru, který může být v některých případech

výpočetně jednodušší: sxy =
∑n

i=1 xiyi−nx̄ȳ

n−1 .

Výběrovou kovarianci obvykle pro popis těsnosti vztahu nepoužíváme – svou roli hraje
spíš jako dílčí krok při řadě dalších výpočtů. Pro prezentaci není vhodná jednak proto, že
nám její výše sama o sobě na první pohled moc informací neposkytne, a také proto, že
pokud bychom chtěli zjistit, co je jednotkou kovariance, našli bychom opravdu podivné
veličiny. Například při zkoumání souvislosti inteligence a tělesné výšky by jednotka byla
body IQ krát centimetry.

3.7.2 Pearsonův korelační koeficient

Pearsonův korelační koeficient je bezpochyby nejoblíbenějším ukazatelem závislosti dvou
kvantitativních statistických znaků. Jeho obliba plyne mimo jiné z toho, že tento koeficient
se nepotýká s neduhy, kterými byla zatížena kovariance. Pearsonovo r, jak tento koeficient
značíme, nemá žádnou jednotku, jeho hodnota je jen číselná. A především: má pevně dané
hranice, ve kterých se může pohybovat. Hodnota Pearsonova korelačního koeficientu
vždy leží v intervalu [−1,1].

Tyto vlastnosti nám dávají možnost hodnoty r srovnávat mezi sebou, bez ohledu na
to, o které znaky jde, a stejně tak můžeme při jediném pohledu na toto číslo prohlásit,
jestli je jeho hodnota vysoká nebo nízká. Ve společenských vědách můžeme interpretovat
velikost korelačního koeficientu například takto:

|r| < 0.1 zanedbatelný vztah,

|r| < 0.3 slabý vztah,

|r| < 0.5 středně silný vztah,

|r| ≥ 0.5 silný vztah.

Toto slovní vyjádření nepředstavuje žádný závazný předpis. V některé situaci se nám
může zdát korelační koeficient rovný hodnotě 0.7 jako relativně málo a jindy je už 0.3
podivuhodně mnoho. Obecně ale můžeme říct, že především v psychologii, kde vždy do
hry vstupuje nespočet rušivých vlivů, takže vysokých hodnot se dočkáme jen zřídka,
představuje koeficient korelace nad 0.5 pozoruhodně vysokou hodnotu.
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Když je korelační koeficient roven hodnotě 1.0, znamená to, že mezi oběma znaky
existuje přímá úměra, tedy že hodnotu jednoho znaku můžeme bezchybně spočítat po-
mocí hodnoty druhého znaku a naopak. Kdyby například hmotnost a výška člověka byly
korelované s hodnotou r = 1, tak by každý člověk, který měří 170 cm, vážil (řekněme)
58 kg, každý, kdo měří 180 cm, by vážil třeba 70 kg a každý, kdo měří 190 cm, by vážil
třeba 82 kg. Žádné další faktory by zde nehrály roli – oba znaky by byly dokonalé svázané
(a člověk by nemohl přibrat nebo zhubnout, pokud by se nezměnila jeho tělesná výška).
Je zjevné, že poměrně silný vztah mezi výškou a hmotností člověka existuje, ale bohužel
to zcela jistě není 1.0. Korelace rovná mínus jedné by hovořila o opaku, a vysoké hodnoty
jednoho znaku by byly asociovány s nízkými hodnotami druhého znaku.

Pearsonův korelační koeficient není nic jiného než kovariance, kterou určitým způso-
bem standardizujeme. Tuto standardizaci provádíme vydělením kovariance směrodatnými
odchylkami prvního i druhého statistického znaku. Pro znaky x a y tedy platí

rxy = sxy

sx · sy

,

kde sxy značí výběrovou kovarianci mezi dvojicemi hodnot (x, y), sx je výběrová směro-
datná odchylka znaku x a sy je výběrová směrodatná odchylka znaku y.

Dosadíme-li za kovarianci vzorec pro její výpočet, dostaneme při rozsahu souboru n

tento tvar:

rxy =
∑n

i=1(xi − x̄) · (yi − ȳ)
(n− 1) · sx · sy

= 1
n− 1

n∑
i=1

(
xi − x̄

sx

)(
yi − ȳ

sy

)
.

Do rovnice můžeme dosadit i vzorce pro výpočet výběrového rozptylu a získat tak tvar,
kdy korelační koeficient vypočítáváme přímo z naměřených dat bez mezivýpočtu. Ten
vypadá například takto:

rxy = n
∑n

i=1 xiyi −∑n
i=1 xi ·∑n

i=1 yi√(
n
∑n

i=1 x
2
i −

(∑n
i=1 xi

)2
)

·
(
n
∑n

i=1 y
2
i −

(∑n
i=1 yi

)2
) .

Nebo při znalosti aritmetických průměrů x̄ a ȳ i směrodatných odchylek sx a sy takto:

rxy =
∑n

i=1 xiyi − nx̄ȳ

(n− 1) · sx · sy

.

Ne překvapivě nás všechny výše uvedené vzorce dovedou identickému výsledku.
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Je užitečné znát několik vlastností Pearsonova korelačního koeficientu:

• Pearsonův korelační koeficient je symetrický – pořadí sledovaných znaků nehraje
roli. Tedy rxy = ryx.

• Pearsonův korelační koeficient se nemění, pokud hodnoty x nebo y transformu-
jeme pomocí libovolné lineární transformace. Lineární transformací se rozumí to, že
ke všem hodnotám přičteme nějakou konstantu nebo je nějakou konstantou vyná-
sobíme. Tedy pro libovolná čísla a, b, c a d platí rxy = ra·x+b, c·y+d. Čísla a a c však
musejí mít stejné znaménko. Kdyby jedno bylo záporné a druhé kladné, znaménko
korelačního koeficientu by se obrátilo.

• Pokud je Pearsonův korelační koeficient roven nule, neznamená to, že mezi pozorova-
nými znaky neexistuje žádný vztah; pouze třeba není lineární. Pearsonova korelace
je totiž mírou lineárních vztahů (tedy úměry). Pokud bychom například sledovali
na skupině učitelů vztah mezi rychlostí jejich řeči při výkladu a schopností předat
studentům probíranou látku, mohli bychom dojít k nulové hodnotě korelačního ko-
eficientu. Přitom by mohlo být na první pohled patrné, že nejlepší výsledky mají
učitelé, kteří mluví střední rychlostí, protože příliš pomalé a příliš rychlé učitele je
pro studenty obtížné při výkladu sledovat.

• Pearsonův korelační koeficient říká pouze to, že vysoké hodnoty znaku x jsou do-
provázeny spíše vysokými (nebo nízkými) hodnotami znaku y. Nic už však neříká
o původu této závislosti. Číselná hodnota nám sama o sobě nepřináší žádnou in-
formaci o směru kauzality mezi oběma znaky, dokonce ani o tom, jestli zde nějaká
kauzalita vůbec existuje.

• Pokud Pearsonův korelační koeficient není roven 1 nebo −1, tak u jednotlivého
prvku statistického souboru nemůžeme na základě znalosti hodnoty jednoho znaku
rozhodnout se 100% jistotou o hodnotě druhého znaku. Pokud tedy třeba víme, že
mezi inteligencí a výší měsíčního přijmu existuje kladná korelace, tak nemůžeme
s jistotou prohlásit, že v souboru není ani jeden chudý génius.

• Pearsonův korelační koeficient je velmi citlivý na přítomnost odlehlých pozorování.
• Pearsonův korelační koeficient tradičně počítáme jen na kvantitativních statistických

znacích (ač dále zjistíme, že tento ukazatel má několik variant, které rozšiřují jeho
využití).

3.7.3 Další varianty Pearsonova korelačního koeficientu

Pearsonův korelační koeficient je suverénně nejčastěji používanou mírou závislosti. Někdy
se sice setkáváme i s jinými ukazateli závislosti, většinou jsou to však pouze speciální
případy Pearsonova korelačního koeficientu nebo ukazatele z něj odvozené.
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Tabulka 2: Čtyřpolní tabulka pro výpočet koeficientu rϕ

y = 1 y = 0 celkem
x = 1 n11 n10 n1•
x = 0 n01 n00 n0•

celkem n•1 n•0 n

Zmiňovali jsme, že Pearsonův korelační koeficient je užitečný, pouze pokud srovnává-
me hodnoty dvou kvantitativních znaků. To však není zcela pravda. Pokud by jeden ze
sledovaných znaků nabýval pouze dvou hodnot (řekněme 1 a 0), mohli bychom beze změny
použít vzorce z předešlé podkapitoly a Pearsonův korelační koeficient vypočítat. Hovořili
bychom pak o bodově-biseriálním korelačním koeficientu a značili bychom jej rpb

(z anglického point-biserial).
Původní vzorec však můžeme výrazně zjednodušit. Soubor rozdělíme na dvě skupiny

podle úrovní nula-jedničkové proměnné – v jedné má tento znak hodnotu 0 a v druhé 1.
Dále spočítáme průměry kvantitativní proměnné v těchto skupinách a označíme je x̄0 a x̄1.
Rozsahy skupin (tzn. počet nul a počet jedniček) označíme n0 a n1. Nakonec spočítáme
směrodatnou odchylku kvantitativního znaku v celém souboru n pozorování bez ohledu
na skupinu (označíme ji sx). Bodově-biseriální korelační koeficient si pak můžeme před-
stavit jako rozdíl mezi průměry těchto skupin, který jsme nějakým způsobem nanormovali
pomocí směrodatné odchylky a rozsahů skupin:

rpb = x̄1 − x̄0

sx

√
n1n0

n(n− 1) .

V našich úvahách můžeme jít ještě dál a představit si situaci, kdy oba sledované znaky
nabývají jen dvou hodnot (opět řekněme 1 nebo 0). Opět bychom mohli i na tomto souboru
spočítat Pearsonův korelační koeficient. Teď bychom jej však nazvali koeficient ϕ („fí“)
a značili jej rϕ. Vzorec pro jeho výpočet můžeme i v tomto případě zjednodušit. Stačí
si uvědomit, že každá statistická jednotka může patřit do jedné ze čtyř kategorií: 1-1,
1-0, 0-1 a 0-0. Četnosti těchto kategorií pak zapíšeme do takzvané čtyřpolní tabulky (viz
tabulka 2) a koeficient rϕ snadno získáme ze vzorce

rϕ = n11n00 − n10n01√
n1•n0•n•0n•1

.

Koeficient rϕ má většinu vlastností shodnou s Pearsonovým korelačním koeficientem, z ně-
hož je odvozen. Jediným rozdílem, který bývá často uváděn jako nedostatek koeficientu
rϕ, je to, že se jeho hodnota ne vždy pohybuje v celém intervalu [−1, 1]. Celý interval
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využívá pouze tehdy, když je počet jedniček v jedné skupině stejný jako počet jedniček
anebo nul v druhé skupině. Vezměme si například soubor 50 mužů a 50 žen. Kdyby 5
jedinců z tohoto počtu byli leváci a shodou okolností všech 5 leváků byli muži, koeficient
rϕ pro pohlaví a lateralitu nebude mít hodnotu 1, ale jen 0.23, protože těsnější závislost
pro dané počty leváků a mužů již vzniknout nemůže. Rozhodnutí, jestli je daný vztah
silný, nebo slabý, se pak stane poněkud nejisté.13

3.7.4 Spearmanův korelační koeficient

Zmínili jsme, že Pearsonův korelační koeficient je velmi citlivý na odlehlá pozorování. Po-
kud jsou v souboru přítomna, pak často dáváme přednost robustnějším mírám závislosti.
Takovýmto robustním ukazatelem je Spearmanův korelační koeficient rs. Opět se jedná
o míru závislosti odvozenou z Pearsonova korelačního koeficientu, nicméně tentokrát data
před výpočtem seřadíme podle velikosti a původní hodnoty nahradíme jejich pořadím.

Představme si situaci, kdy sledujeme dva kvantitativní znaky a chceme stanovit míru
jejich závislosti. Při výpočtu Spearmanova korelačního koeficientu bychom nejprve kaž-
dému prvku přidělili jeho pořadí dle znaku x a jeho pořadí dle znaku y. Tedy prvek,
který má nejmenší hodnotu znaku x a třetí nejmenší hodnotu znaku y, by měl pořadové
hodnoty 1 a 3. Na takto získaných pořadových hodnotách bychom spočítali Pearsonův
korelační koeficient tak, jak jsme zvyklí.

Vzorec se však dá opět zjednodušit. Uvědomme si, že rozptyl i průměr pořadových
hodnot je závislý pouze na počtu pozorování. Mohli bychom jej proto upravit do tvaru

rs = 1 − 6∑n
i=1 d

2
i

n(n2 − 1) ,

kde di je rozdíl mezi pořadím v hodnotě znaku x a y u i-tého prvku.
V praxi se můžeme často setkat s komplikací – některá měření mohou přinést stejné

hodnoty, a my pak nemůžeme jednoznačně rozhodnout o jejich pořadí. Tehdy stanovujeme
takzvaná průměrná pořadí (anglicky midranks). Získáme je tak, že zprůměrujeme všechna
pořadí, která by měla shodná měření dostat, a takto získanou hodnotu jim přisoudíme.
Tedy pokud tři měření mají tutéž hodnotu a jedná se o nejmenší hodnotu z celého souboru,
tak všem třem přisoudíme pořadí 2 (jelikož 1+2+3

3 = 2). Pokud použijeme průměrná
pořadí, pak výše uvedený vzorec nevede ke správnému výsledku a my musíme sáhnout po
původní, nezjednodušené formuli pro výpočet Pearsonova korelačního koeficientu.

13Někteří statistici proto navrhují dělit získanou hodnotu koeficientu rϕ maximální hodnotou, které
může při daných četnostech n1•, n0•, n•1, n•0 dosáhnout. Ta je rovna menší z hodnot

√
n•1n0•
n1•n•0

a
√

n1•n•0
n•1n0•

.
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Pro Spearmanův korelační koeficient platí řada poznatků, které jsme již uváděli v pod-
kapitole o Pearsonově koeficientu. Zmiňme, v čem se oba koeficienty liší:

• Spearmanův korelační koeficient můžeme počítat i tehdy, když nemáme k dispozici
původní hodnoty. Stačí nám znát jen jejich pořadí u obou znaků.

• Spearmanův korelační koeficient je vysoce robustní. Vlivu odlehlých pozorování se
jednoduše zbaví převedením hodnot na pořadí.

• Spearmanův korelační koeficient kvantifikuje jakoukoli monotónní závislost, nikoli
pouze lineární (na rozdíl od Pearsonova koeficientu). Pokud tedy platí, že y = x2, tak
pro kladné hodnoty x bude Spearmanův korelační koeficient roven jedničce (zatímco
Pearsonův koeficient by vycházel zřejmě nižší).

3.7.5 Bodový graf

Vyjádříme-li sílu vztahu mezi dvěma statistickými znaky pomocí jediného čísla, dopou-
štíme se pochopitelně značné redukce. Často bychom proto dali přednost možnosti na
vlastní oči vidět, jakým způsobem spolu jsou naměřené hodnoty svázány. K tomu nám
slouží bodový graf (anglicky scatterplot).

Bodový graf vytvoříme tak, že na iksovou osu umístíme hodnoty jednoho znaku (třeba
x) a na ypsilonovou druhého (y). Jednotlivé prvky statistického souboru pak zakreslíme
jako symboly umístěné na souřadnicích daných naměřenými hodnotami znaků x a y.
Možný výsledek můžeme vidět na obrázku 25.

Pokud mezi naměřenými hodnotami existuje smysluplný vztah, nejspíš jej odhalíme
na první pohled. Všimněme si, že bodový graf může prozradit více než jakýkoli koeficient
– jsou na něm patrná odlehlá pozorování a rozeznat dokážeme nejen lineární (nebo obecně
monotónní) vztahy, ale obecně jakékoli druhy závislosti.

Na určitá omezení můžeme narazit, když jeden či oba sledované znaky nabývají jen
malého počtu různých hodnot. Třeba když nás bude zajímat, jestli u skupiny školáků nějak
souvisí známka z matematiky se známkou z češtiny, celkově budeme moct pozorovat jen
25 různých dvojic hodnot. Tedy i kdybychom vyzpovídali několik stovek školáků, nebude
graf obsahovat více než 25 bodů, a téměř tak ztratí vypovídací hodnotu (viz obrázek
26a). Problém lze vyřešit tak, že k takto zaměřeným hodnotám přičteme náhodná čísla
(obvykle pocházející z normálního rozdělení se středem v nule a s malým rozptylem),
která interpretaci nijak nezmění, ale umožní nám z obrázku vyčíst potřebnou informaci
(viz obrázek 26b).

Obecně doporučujeme při výpočtu korelačního koeficientu vždy, pokud to má smysl,
zobrazit data pomocí bodového grafu a zkontrolovat, jestli jsme zvolili vhodnou metodu.
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Obrázek 25: Ukázka bodového grafu
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Studenti dostali k zapamatování 30 dvojic slov. Šlo buď o výrazy, které se obvykle vyskytují
pospolu (čestný hráč ), nebo o bizarní kombinace (trucovitý květináč ). Graf znázorňuje, kolik
slov si studenti vybavili po různě dlouhé prodlevě, když jim bylo řečeno vždy první slovo z dvo-
jice. K odlišení dvou skupin jsme použili různé barvy značek. Z obrázku je patrná nelineární
monotónní závislost u obou skupin.

Obrázek 26: Bodový graf při malém množství úrovní znaků
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Vztah známky z matematiky se známkou z češtiny na souboru 100 žáků. Vlevo jsou použity
skutečné hodnoty, vpravo byl uměle přidán rozptyl pro názornější zobrazení.
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4 Statistické odhady

V této kapitole konečně dojde k tomu, na co byl čtenář v předešlých částech textu po-
stupně připravován. Teoretický svět náhodných veličin se potká se světem naší každodenní
zkušenosti – vyprávění o náhodných veličinách propojíme s vyprávěním o popisné statis-
tice.

Již dříve jsme zjistili, že k úplnému popisu chování náhodné veličiny nám stačí znát
její rozdělení pravděpodobnosti, respektive příslušnou distribuční funkci. Ve cvičeních
(kapitoly 6.4 a 6.5) jsme díky této znalosti stanovovali pravděpodobnosti libovolných ná-
hodných jevů, které daná náhodná veličina popisuje, jelikož nám byly v zadání sděleny
vlastnosti její distribuční funkce. V praxi jsme však o tuto informaci obvykle ochuzeni.
Možných distribučních funkcí existuje neomezeně mnoho a my jednoduše nevíme, která
patří naší náhodné veličině, a nemůžeme tedy o jejím chování říct téměř nic.

Vzpomeňme si však, že jsme v této plejádě rozdělení pravděpodobnosti pojmenovali
několik rodin (například rodinu normálních rozdělení, binomických rozdělení a tak dál),
jejichž vlastnosti nám jsou dobře známé. Kdybychom zjistili, ze které rodiny dané rozdě-
lení pochází, pak by nám scházela jediná informace, abychom z dané rodiny mohli vybrat
jedno konkrétní rozdělení pravděpodobnosti, a naše znalost tak byla úplná. Tou chybějící
informací jsou hodnoty jeho parametrů. Kdybychom například věděli, že náhodná veli-
čina, která popisuje, jak daleko dohodí žák sedmé třídy míčem, má rozdělení N(µ, σ2), pak
by stačilo znát hodnoty µ a σ2 a mohli bychom tvrdit, že o této náhodné veličině víme
vše. K dokonalému poznání náhodné veličiny tedy potřebujeme mít dvě informace:

• z jaké rodiny pochází rozdělení pravděpodobnosti této náhodné veličiny,
• jaké jsou hodnoty parametrů tohoto rozdělení.

U každé rodiny rozdělení pravděpodobnosti jsme hovořili o tom, jak toto rozdělení vzniká.
Tato znalost nám pomůže vybrat tu správnou rodinu pro naši zkoumanou náhodnou ve-
ličinu. Třeba v náhodné veličině počet líců, které padnou při hodu deseti mincemi na
první pohled rozeznáme binomické rozdělení. Kdybychom zkoumali třeba hladinu něja-
kého biologického ukazatele u zdravého člověka, pak bychom nejspíš očekávali normálně
rozdělenou veličinu. Máme-li k dispozici několik realizací této náhodné veličiny, může nám
v našich úvahách pomoci jejich histogram. Pravdou však je, že ne vždy si budeme naší
volbou jistí, a někdy dokonce ani správnou rodinu rozdělení nenajdeme. Dobrou zprávou
ale může být to, že většina statistických postupů si zachovává vysokou přesnost, i když se
skutečný tvar distribuční funkce náhodné veličiny mírně odlišuje od tvaru, který jí přisu-
zujeme. Typicky jde o situaci, kdy předpokládáme normální rozdělení u mírně zešikmené
či jinak deformované náhodné veličiny.
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Číselné hodnoty parametrů nicméně podobným způsobem najít nedokážeme. Můžeme
však zaznamenat naši zkušenost tak, jak jsme se učili v kapitole o popisné statistice, a na
základě těchto záznamů hodnotu daného parametru odhadnout.

4.1 Náhodný výběr a statistiky

Dříve než se seznámíme s logikou statistických odhadů, musíme vymezit několik pojmů,
bez kterých se při hovorech o dalších statistických postupech neobejdeme. Ústředním
pojmem, který bývá nezřídka chápán zcela mylně, a to bohužel i v řadě učebních textů,
je náhodný výběr. Příčinou nepochopení je zřejmě fakt, že zavedení náhodného výběru
vyžaduje poněkud neintuitivní myšlenkový trik, který při prvním setkání vyvolá u většiny
posluchačů kroucení hlavou. Ovšem jen do té doby, než zjistí, jak užitečný nástroj získali.
Představme si náhodný výběr na následujícím příkladu.

V rámci dopravně-psychologického výzkumu si klademe otázku, jakou rychlostí pro-
jíždějí řidiči určitým místem na rychlostní silnici. Postavíme tedy na dané místo člověka
s radarem, který jednou za čas namátkou změří rychlost právě projíždějícího auta. Tímto
způsobem získáme n naměřených hodnot. Doposud jsme byli zvyklí tuto situaci popisovat
pomocí náhodné veličiny rychlost projíždějícího auta (stručně X), která má nějaké roz-
dělení pravděpodobnosti. V našem případě řekněme, že to je N(80, 102). Tuto náhodnou
veličinu necháme n-krát realizovat a získaných n hodnot, třeba (78, 87, 96, 73, 88, . . . , 75),
označíme (x1, x2, x3, x4, x5, . . . , xn). Pro naměřené hodnoty můžeme, jak jsme zvyklí, spo-
čítat nějaké výběrové charakteristiky, například aritmetický průměr x̄ = 1

n

∑n
i=1 xi = 78.5.

Na tentýž problém se můžeme podívat druhým, méně přímočarým způsobem. Pro
každé z našich n měření si náhodnou veličinu pojmenujeme jinak. Nebudeme tedy praco-
vat s náhodnou veličinou rychlost projíždějícího auta (X), ale s veličinami rychlost prvního
auta (značme X1), rychlost druhého auta (X2) a tak dál až po Xn. Tuto uspořádanou entici
náhodných veličin (X1, X2, X3, X4, X5, . . . , Xn) budeme nazývat náhodný výběr. Všech
n náhodných veličin je pochopitelně úplně stejných (tzn. mají stejné rozdělení pravdě-
podobnosti), liší se jen tím, že jsme jim dali různá jména. V našem případě tedy platí
X1 ∼ N(80, 102), X2 ∼ N(80, 102),. . . , Xn ∼ N(80, 102). Aby skutečně šlo o náhodný
výběr, musí naše náhodné veličiny splňovat ještě jednu podmínku: musí být vzájemně
nezávislé. Náhodný výběr o rozsahu n je tedy uspořádaná entice nezávislých
náhodných veličin s identickými rozděleními pravděpodobnosti. Podmínku iden-
tického rozdělení pravděpodobnosti zajistíme tím, že všechna pozorování budeme prová-
dět za stejných podmínek, nezávislost v našem případě pojistíme časovými odstupy mezi
jednotlivými měřeními, aby se řidiči svým chováním nemohli ovlivňovat. Našich n namě-
řených hodnot (x1, x2, x3, x4, x5, . . . , xn) představuje jedinou realizaci náhodného výběru
X.
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Co jsme touto úvahou získali? V kapitole o popisné statistice jsme představili nespočet
ukazatelů, jejichž hodnotu dokážeme vyčíslit pro nějakou entici měření (x1, x2, . . . , xn),

případně entici dvojic měření
(
(x1, y1), (x2, y2), . . . , (xn, yn)

)
u korelačních koeficientů.

Díky náhodnému výběru můžeme entice hodnot (x1, x2, . . . , xn) nahradit obecně enti-
cemi náhodných veličin (X1, X2, . . . , Xn). Tedy třeba místo aritmetického průměru x̄ =
1
n

∑n
i=1 xi můžeme obecně uvažovat o aritmetickém průměru X̄ = 1

n

∑n
i=1 Xi. Již víme, že

libovolná kombinace náhodných veličin je také náhodná veličina, tedy i náš průměr X̄ je
náhodnou veličinou se svou distribuční funkcí, střední hodnotou, rozptylem atd. Funkce,
jejímž argumentem je náhodný výběr, se nazývá výběrová funkce neboli sta-
tistika. To, že se termín statistika shoduje se jménem celého vědního oboru, není náhoda.
Statistiky jsou ústředním tématem tohoto i všech navazujících kurzů. S trochou nadsázky
můžeme říct, že tímto odstavcem končí úvod tohoto textu a začíná opravdová statistika.
Všechny vzorce z kapitoly o popisné statistice si můžeme představit jako statistiky, což
nám poskytuje možnost je zkoumat, srovnávat a kvantifikovat jejich vlastnosti.

Dodejme, jak o statistikách mluvit a jak je značit. V těchto skriptech budeme statis-
tiky (skoro vždy) označovat velkým písmenem. Mohli bychom tedy říct, že x̄ je realizací
náhodné veličiny X̄ (vzpomeňme, jak vypadá realizace náhodného výběru – je to entice
hodnot, které můžeme třeba zprůměrovat). Zatímco x̄ je tedy nějaké číslo, X̄ je funkce
(náhodná veličina). Proto má smysl výrok x̄ = 78.5 nebo výrok X̄ ∼ N(80, 22), rozhodně
však ne naopak.

4.2 Bodové odhady parametrů

Vraťme se k situaci popsané v úvodu této kapitoly. Mějme náhodnou veličinu X, o jejímž
rozdělení pravděpodobnosti víme, že patří do určité rodiny rozdělení. Toto rozdělení má
určité parametry – mohly by to být třeba parametry µ nebo σ2; teď obecně řekněme,
že má parametr θ (čti „théta“). Hodnota parametru θ nám je neznámá. K odhadnutí
tohoto parametru potřebujeme znát hodnoty n realizací náhodné veličiny X. Pro další
úvahy bude ale užitečné si představit, že to, co potřebujeme, je jediná realizace náhodného
výběru X = (X1, X2, . . . , Xn).

Nástroj, který hledáme, se nazývá estimátor. Estimátor je statistika (tedy náhodná
veličina vytvořená z prvků náhodného výběru), která má tendenci se realizovat kolem sku-
tečné hodnoty hledaného parametru. Náš estimátor, pomocí kterého budeme odhadovat
hodnotu parametru θ, označme třeba T . Pokud pomocí měření získáme jednu realizaci
náhodného výběru, získáme také jednu realizaci našeho estimátoru. Tu označujeme slo-
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vem estimát (odhad).14 Estimátorů, kterými můžeme daný parametr odhadnout, běžně
existuje hned několik. My pochopitelně máme zájem vybrat si z nich ten nejvhodnější.
Proto u estimátoru vyžadujeme tyto vlastnosti:

• Pro výpočet jeho hodnoty nepotřebujeme znát hodnotu odhadovaného parametru
θ. Pokud bychom ji potřebovali znát, nešlo by parametr θ vypočítat, a i pokud by to
šlo, tak by nebylo proč jej počítat, jelikož přesné řešení bychom už znali, a tudíž ne-
potřebovali odhad. Výpočet se musí opírat pouze o náhodný výběr (X1, X2, . . . , Xn).

• Střední hodnota estimátoru je rovna hodnotě odhadovaného parametru, tedy E(T ) =
θ. Jinými slovy pokud necháme celý náhodný výběr X vícekrát se realizovat, na-
lezené estimáty se budou pohybovat kolem hledané hodnoty; v průměru nebudou
nadhodnocovat ani podhodnocovat. Odhadům, které mají tuto vlastnost, říkáme
nestranné odhady (též nevychýlené odhady). Někdy se nám tento požadavek ne-
daří dodržet. Pokud tomu tak je, požadujeme, aby se velikost případného vychýlení
zmenšovala s rostoucím rozsahem výběru a při n blížícím se k nekonečnu bylo vy-
chýlení nulové. Tehdy označujeme estimátor za asymptoticky nestranný.

• Rozptyl estimátoru je menší než rozptyl jakéhokoli jiného estimátoru téhož parame-
tru. Je-li zároveň nestranný, pak jej označujeme jako nejlepší nestranný odhad.
Rozptyl estimátoru vyjadřuje, jak široce budou jeho hodnoty kolísat kolem skutečné
hodnoty parametru.

• Rozptyl estimátoru se s rostoucím počtem pozorování zmenšuje. Pokud se n blíží
k nekonečnu, pak by odhad měl být nekonečně blízko hodnotě parametru. Pokud
estimátor splňuje tuto podmínku, označujeme jej za konzistentní odhad.

Na první pohled se může zdát, že najít takové statistiky, které splňují všechny výše uvedené
podmínky, je nesmírně složité. Opak je však pravdou. O co byl teoretický úvod obtížnější,
tím je řešení snazší. Pokud je odhadovaným parametrem střední hodnota, estimátorem
je aritmetický průměr. Rozptyl odhadujeme pomocí výběrového rozptylu, směrodatnou
odchylku pomocí výběrové směrodatné odchylky, kovarianci pomocí výběrové kovariance,
šikmost pomocí výběrové šikmosti, kvantil pomocí výběrového kvantilu a tak bychom
mohli pokračovat ještě dlouho.

Čtenář možná může namítnout, že najít vhodný estimátor pro některé parametry
není přece jen tak přímočaré. Co třeba parametr p binomického rozdělení? Řešení je
i zde snadné: většinu parametrů můžeme mezi sebou vzájemně převádět. Třeba zrovna
u binomického rozdělení jsme uváděli, že jeho střední hodnota se rovná výrazu np. Pokud
tedy odhadneme parametr střední hodnoty s pomocí aritmetického průměru, pak p snadno

14Dodejme však, že slovní odlišení estimátoru a estimátu se v češtině stírá. Oba výrazy se překládají
nejednoznačně jako odhad.
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dopočítáme, jelikož n je obvykle známé. Z toho důvodu označujeme slovem parametr
libovolnou číselnou charakteristiku náhodné veličiny, jelikož je s parametry, o kterých
jsme mluvili, přímo propojená.

Na odhad střední hodnoty, rozptylu a korelačního koeficientu se podíváme podrobněji
v následujících kapitolách. Tabulka 3 poskytuje přehled použitého značení.

Připojme ještě krátkou terminologickou poznámku. V některých textech se můžeme
setkat se slovním spojením výběrové rozdělení (častěji anglicky sampling distribution).
Nemyslí se tím nic jiného než rozdělení pravděpodobnosti nějaké statistiky. Onen pří-
vlastek výběrové se zde přidává, aby se zdůraznilo, že jediná realizace statistiky vyžaduje
realizaci celého náhodného výběru (tedy n pozorování). Když budeme mluvit o statisti-
kách, často se setkáme ještě s jednou odlišností: místo směrodatná odchylka (standard
deviation, SD) se často říká směrodatná chyba (standard error, SE). Na významu pojmu
to ale nic nemění.

Tabulka 3: Přehled použitého značení

Název Střední hodnota Rozptyl Korelační koeficient
Číselná charakteristika E(X) VAR(X) COR(X, Y )
Označení její hodnoty µ σ2 ρ

Estimátor X̄ S2 R

Estimát x̄ s2 r

4.2.1 Odhad střední hodnoty

Za estimátor pro střední hodnotu volíme aritmetický průměr. Jelikož je vzorec pro jeho
výpočet poměrně jednoduchý, využijeme jej k demonstraci vlastností estimátorů, které
jsme výše zmínili.

Mějme náhodný výběr (X1, X2, . . . , Xn), kde pro i = 1, 2, . . . , n platí E(Xi) = µ a
VAR(Xi) = σ2. Aritmetický průměr pro tento náhodný výběr je náhodná veličina X̄,
která vzniká jako 1

n

∑n
i=1 Xi.

První vlastností, kterou jsme zmínili, je nestrannost. Abychom mohli říct, že je es-
timátor nestranný, muselo by platit E(X̄) = µ. Přeloženo do češtiny: požadujeme, aby
se v případě, že budeme celou entici měření opakovat, nalezené hodnoty x̄ v průměru
pohybovaly kolem hodnoty µ. Zkusme nestrannost aritmetického průměru dokázat mate-
maticky:
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E(X̄) = E
(

1
n

n∑
i=1

Xi

)
= 1
n

E
(

n∑
i=1

Xi

)
= 1
n

(
E(X1) + E(X2) + · · · + E(Xn)

)
=

= 1
n

(µ+ µ+ · · · + µ) = 1
n

· nµ = µ.

Aritmetický průměr tedy skutečně je nestranným odhadem střední hodnoty. Nestranných
estimátorů střední hodnoty bychom nicméně mohli vymyslet mnoho. Někdo by napří-
klad mohl navrhnout, že bychom střední hodnotu klidně mohli odhadovat tak, že bychom
sečetli jen první a poslední měření a součet vydělili dvěma: X1+Xn

2 . Opět by šlo o ne-
stranný estimátor, který by se navíc počítal o moc snadněji než průměr. Abychom mohli
rozsoudit, který z obou kandidátů je lepší, potřebujeme stanovit jejich přesnost, která je
reprezentována rozptylem. Zjistěme tedy rozptyl aritmetického průměru:

VAR(X̄) = VAR
(

1
n

n∑
i=1

Xi

)
= 1
n2 VAR

(
n∑

i=1
Xi

)
=

= 1
n2

(
VAR(X1) + VAR(X2) + · · · + VAR(Xn)

)
=

= 1
n2 (σ2 + σ2 + · · · + σ2) = 1

n2 · nσ2 = 1
n
σ2.

Srovnejme jej s rozptylem našeho konkurenčního estimátoru X1+Xn

2 :

VAR
(
X1 +Xn

2

)
= 1

4
(

VAR(X1) + VAR(Xn)
)

= 1
4(σ2 + σ2) = 1

2σ
2.

Je zřejmé, že aritmetický průměr je pro n > 2 přesnější (1
2σ

2 > 1
n
σ2), tedy méně ko-

lísá. Lze dokázat, že i kdybychom zkoušeli libovolné další způsoby odhadu, aritmetický
průměr bychom nikdy nepřekonali. Aritmetický průměr je nejlepším nestranným
odhadem střední hodnoty náhodné veličiny.

Z uvedeného vztahu je zjevné i to, že aritmetický průměr je konzistentním odhadem

– hodnota σ2

n
se s rostoucím n bude zákonitě zmenšovat a pro n blízké nekonečnu bude

mít odhad nekonečně malý rozptyl kolem skutečné hodnoty hledaného parametru µ. Náš
konkurenční kandidát nemá ani tuto vlastnost.

Kromě těchto dobrých vlastností má průměr ještě jednu pozoruhodnou přednost. Za-
tím jsme se bavili jen obecně o náhodné veličině X bez ohledu na její rozdělení. Z kapitoly
2.7.3 víme, že součtem více normálně rozdělených náhodných veličin vzniká náhodná veli-
čina, která má také normální rozdělení. Také víme, že pokud s takovou náhodnou veličinou

74



provedeme nějakou lineární transformaci (vynásobíme ji něčím, něco k ní přičteme), nor-
mální rozdělení zůstává zachováno. Je tedy patrné, že pokud platí Xi ∼ N(µ, σ2), pak
platí i X̄ ∼ N(µ, 1

n
σ2).

To ale není všechno. Z téže kapitoly víme, že součet n libovolně rozdělených náhodných
veličin se bude tvarem své distribuční funkce s rostoucím n stále více podobat normálnímu
rozdělení. Tuto zákonitost nazýváme centrální limitní teorém a v případě aritmetického
průměru jí můžeme využít. Tedy bez ohledu na rozdělení náhodných veličin X se roz-
dělení X̄ s rostoucím počtem pozorování přibližuje k rozdělení N(µ, 1

n
σ2). Této

vlastnosti budeme v budoucnu hojně využívat.

4.2.2 Odhad rozptylu

Co se týče odhadu rozptylu, je situace poněkud komplikovanější než u střední hodnoty.
Za nejvhodnější estimátor obvykle považujeme výběrový rozptyl definovaný jako S2 =

1
n−1

∑n
i=1(Xi − X̄)2. Potíž nicméně vyplývá z toho, že tento estimátor nemá symetrické

rozdělení. Pokud si představíme modelovou situaci, kdy počítáme rozptyl náhodné veličiny
X, která má rozdělení N(µ, σ2), a máme k dispozici náhodný výběr obsahující n totožných

veličin, pak odhad rozptylu S2 má rozdělení σ2

n−1 · χ2
n−1.15 Jaký tvar má hustota tohoto

rozdělení, znázorňuje obrázek 17 v kapitole 2.7.4.
Z této asymetrie vyplývá jeden problém – pokud vytvoříme estimátor tak, aby byl co

nejpřesnější (tedy lokalizoval odhadovaný rozptyl tam, kde jej můžeme očekávat s nejvyšší
mírou jistoty, tedy na místo, kde graf hustoty pravděpodobnosti rozdělení χ2

n−1 dosahuje
svého maxima), pak tento estimátor nebude nestranný. Naopak pokud jej umístíme tak,
aby odpovídal střední hodnotě rozdělení χ2

n−1, bude se sice jednat o nestranný odhad, ale
jeho rozptyl bude o něco větší než při předchozí možnosti.

Výběrový rozptyl tak, jak jsme jej definovali, odpovídá druhé možnosti. Je sice
nestranný, ale není nejpřesnější možný. Pokud bychom se vydali první navrženou cestou,
hovořili bychom o takzvaném populačním rozptylu, který by bylo možné vypočítat
podle vzorce 1

n

∑n
i=1(Xi − X̄)2. Má sice menší rozptyl, ale poněkud podhodnocuje skuteč-

nou hodnotu σ2. Můžeme o něm říct, že je asymptoticky nestranný (jeho míra vychýlení se
15Proč tomu tak je, lze intuitivně vytušit ze vzorce pro jeho výpočet. Rozdělení χ2

n vzniká jako součet
n nezávislých normovaných normálních rozdělení umocněných na druhou. Veličiny (Xi − X̄) mají zjevně
normální rozdělení a ve vzorci sčítáme jejich druhé mocniny. Detaily jako kam se ztratí jeden stupeň
volnosti, jak je zajištěna nezávislost atd. však překračují znalosti prezentované v tomto textu.
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s rostoucím n snižuje, teoreticky k nule). Pro veškeré výpočty v tomto textu však budeme
používat výhradně výběrový rozptyl tak, jak jsme jej definovali v kapitole 3.5.2.16

4.2.3 Odhad korelačního koeficientu

Výběrový korelační koeficient, který jsme definovali v kapitole 3.7.2, lze použít k odhadu
korelačního koeficientu dvou náhodných veličin (obvykle hodnotu tohoto teoretického ko-
relačního koeficientu, tedy parametru, značíme písmenem ρ, čti „ró“). Korelační koeficient
je de facto kovariancí standardizovanou pomocí směrodatných odchylek (tedy odmocnin
z rozptylů) obou sledovaných náhodných veličin. O podobnosti mezi kovariancí a rozpty-
lem jsme již hovořili, čtenář proto může tušit, že řada poznatků, které platily pro odhad
rozptylu, platí i pro odhad kovariance.

Opět zde narážíme na problém, že tento estimátor nemá symetrickou hustotu prav-
děpodobnosti, a opět si tedy musíme vybrat mezi přesnější, ale vychýlenou „populační“
kovariancí (místo 1

n−1 by ve vzorci pro její výpočet vystupoval zlomek 1
n
) a nevychýlenou

výběrovou kovariancí, které obvykle dáváme přednost. Při výpočtu korelačního koefici-
entu se však této otázce vyhneme, jelikož rozhodnutí o tom, jestli zvolit výběrové, nebo
populační odhady, děláme pro kovarianci i směrodatné odchylky, tedy pro čitatele i jme-
novatele zlomku. Naše rozhodnutí tak nijak nezmění výsledek (ledaže bychom poněkud
nelogicky zvolili v čitateli jiný druh odhadu než ve jmenovateli). Z tohoto důvodu existuje
jediný korelační koeficient. Můžeme mu dávat přívlastek výběrový.

Ač je výběrový koeficient nejlepším estimátorem hodnoty teoretického korelačního
koeficientu, není ani nestranný a ani jeho rozdělení pravděpodobnosti nepatří do žádné
rodiny, se kterou se běžně setkáváme a kterou umíme popsat. To nijak nesnižuje jeho
užitečnost, při řešení některých problémů v budoucnu nám to ale zkomplikuje práci a
přinutí nás to hledat nějakou transformaci, pomocí které bychom se s těmito problémy
vypořádali.

Zkoumání (lineární) závislosti mezi dvěma náhodnými veličinami je jedním z nejčas-
tějších úkolů, na které v psychologickém výzkumu narážíme. Zmiňme proto několik spe-
ciálních případů, kdy jsme nuceni odhadovat velikost korelačního koeficientu mezi dvěma
veličinami, nicméně data, která máme k dispozici, jsou nějakým způsobem redukovaná.
Prvním případem může být korelační koeficient při omezeném rozsahu jedné ná-
hodné veličiny.

16Existence dvou různých odhadů rozptylu je častou příčinou chyb. Zejména tehdy, pokud budete
počítat výběrovou směrodatnou odchylku v programu MS Excel, se ujistěte, že jste použili příkaz pro
výběrovou, nikoli populační směrodatnou odchylku.
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Představme si situaci, kdy chceme zjistit, do jaké míry souvisí počet bodů, které zís-
kali uchazeči o studium na VŠ na přijímacích zkouškách, s jejich IQ. Zdá se, že se jedná
o snadný úkol – oslovíme skupinu studentů, necháme je vyplnit inteligenční testy, dále
najdeme záznamy o tom, kolik bodů dostali u přijímacích zkoušek, a mezi oběma proměn-
nými vypočítáme Pearsonův korelační koeficient. Ač se zdá, že jsme nemohli udělat chybu,
takovýto odhad by vedl k drastickému podhodnocení míry hledané korelace. Kamenem
úrazu je to, že pokud oslovíme jen ty studenty, kteří byli na VŠ přijati, pak v našem
souboru budou zcela scházet jedinci, kteří měli u přijímacích zkoušek špatný výsledek.
Řekněme, že v testu bylo možné získat 0 až 100 bodů a průměrný výsledek se pohyboval
někde okolo 50 bodů. Pokud byli přijati jen uchazeči třeba s 60 a více body, tak všechny
odhady, které budeme na tomto omezeném souboru provádět, budou výrazně zkreslené.
Toto zkreslení se odrazí především na rozptylu (rozptyl všech uchazečů by byl daleko
vyšší než rozptyl mezi uchazeči s 60 a více body), což se negativně promítne do odhadu
korelačního koeficientu.

Podhodnocení velikosti korelačního koeficientu můžeme matematicky korigovat. Pro
výpočet potřebujeme znát několik údajů: korelační koeficient vypočítaný na omezeném
souboru (tedy onen podhodnocený odhad), značme rxy; odhad rozptylu omezující náhodné
veličiny X (u nás veličina počet bodů) vypočítaný na omezeném souboru, značme s2

x; a
odhad rozptylu omezující náhodné veličiny vypočítaný na celém souboru (tedy i u nepři-
jatých uchazečů), značme s2

X . Aby postup fungoval, musíme navíc předpokládat, že obě
sledované veličiny (X i Y , tzn. počet bodů i IQ) mají normální rozdělení. Korigovaný
odhad rXY pak získáme ze vztahu

rXY = sXrxy√
s2

Xr
2
xy + s2

x(1 − r2
xy)

.

Problém korelačního koeficientu na omezeném rozsahu přehledně znázorňuje obrázek 27.

Další speciální situace nastává tehdy, když zkoumáme nějakou spojitou náhodnou
veličinu, nicméně z důvodu nedokonalého měření neznáme přesnou hodnotu jejích jednot-
livých realizací, ale dostáváme drasticky redukovanou informaci: u každého prvku statis-
tického souboru můžeme říct jen to, jestli má hodnotu daného znaku vyšší, než je nějaký
práh, nebo naopak nižší. Představte si situaci, kdy byste statistický znak věk zjišťovali
otázkou „Jste plnoletí?“. Místo přesné hodnoty budete mít jen znalost, jestli má daný
jedinec víc nebo méně než 18 let. Z původní náhodné veličiny, která měla nějaké spo-
jité rozdělení pravděpodobnosti (značme ji XN) se stala takzvaně uměle diskretizovaná
náhodná veličina XA, která má v tomto případě alternativní rozdělení. Často se sekáme
s tvrzením, že pod veličinou XA leží nějaká skrytá distribuce (anglicky underlying distri-
bution), ze které je odvozena.
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Obrázek 27: Korelační koeficient při omezeném rozsahu znaku x
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Graf znázorňuje vztah mezi počtem bodů u přijímacích zkoušek a IQ. Pokud bychom výběrový
korelační koeficient vypočítali pouze u přijatých studentů, dosáhl by výše 0.36. Pokud bychom
však do výpočtu přidali i nepřijaté studenty, hodnota by vzrostla až na 0.67. Budeme-li hodnotu
0.36 korigovat, získáme odhad blíže pravdě: rXY = 0.65.

Pokud bychom chtěli odhadovat Pearsonův korelační koeficient veličin XA a nějakou
veličinou Y , pak bychom patrně sáhli po bodově-biseriálním korelačním koeficientu. Na-
lezená hodnota by však nebyla příliš dobrým odhadem COR(XN , Y ), jelikož zmíněná
diskretizace povede k podhodnocení míry odhadované korelace. v případě, že můžeme
předpokládat, že náhodná veličina XN má normální rozdělení (což by zrovna u věku nej-
spíš neplatilo), tak opět můžeme vzniklé zkreslení vykompenzovat vhodnou korekcí. Pou-
žili bychom takzvaný biseriální korelační koeficient rbis a jeho výši bychom stanovili
jako

rbis = rpb

√
p0p1

f(p0)
,

kde rpb je bodově-biseriální korelační koeficient vypočítaný na znacích x (hodnoty 0 a 1)
a y (kvantitativní znak), hodnoty p0 a p1 jsou nalezené relativní četnosti úrovní 0 a 1
znaku x a f(p0) je hodnota hustoty pravděpodobnosti normovaného normálního rozdělení
v bodě p0, tedy

f(p0) = e−
p2

0
2

√
2π
.
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Situace může být ještě komplikovanější. Co kdyby byly obě sledované náhodné veličiny
normálně rozdělené, ale podobně jako v předešlém případě diskretizované na hodnoty 0
a 1? Koeficient rϕ, po kterém bychom intuitivně sáhli, by opět míru skutečné korelace
COR(XN , YN) podhodnocoval. Řešením je tentokrát tetrachorický korelační koefi-
cient, který problém elegantně překonává. Tato metoda má však jednu nevýhodu – je
výpočetně velmi náročná, a dokonce ani řada běžně používaných statistických programů
tento ukazatel neposkytuje.

Naše úvahy bychom mohli posunout ještě dál. Co kdybychom měli k dispozici diskre-
tizované náhodné veličiny, ale tentokrát ne na hodnoty 0 a 1, ale do více uspořádaných
kategorií (třeba 0, 1 a 2, kde 0 značí velmi málo, 1 hodnoty kolem průměru a 2 vysoké hod-
noty)? Biseriální korelační koeficient bychom pak nahradili polyseriálním korelačním
koeficientem a tetrachorický polychorickým korelačním koeficientem. Na rozdíl od
předešlých dvou se však s tímto řešením setkáváme zřídkakdy.

Věnujme ještě pozornost tomu, jak vlastně poznáme, že alternativní znak ve skuteč-
nosti reprezentuje spojitou veličinu. Jedná se o mnohem hůř uchopitelný problém, než se
zdá. Některé případy nám mohou připadat vcelku jasné. Třeba to, jestli jedinec správně
vyřešil položku v inteligenčním testu, je typická diskretizovaná proměnná. Inteligence má
přibližně normální rozdělení, nicméně výsledek je pouze 0 (nevyřešil), nebo 1 (vyřešil). Na-
opak to, jestli je žena těhotná, je již od přírody diskrétní alternativně rozdělená náhodná
veličina. Nemůže se stát, že by někdo byl „napůl těhotný“ nebo „tak trošku těhotný“, ač
nás květnatá realita někdy nutí i o tomto kategorickém tvrzení pochybovat.

Pravdou je, že ani přední statistici se na tom, jakou veličinu vlastně zkoumáme, často
neshodnou. Historicky významná je například poměrně ostrá výměna názorů mezi Karlem
Pearsonem (který formuloval tetrachorický koeficient) a Udnym Yulem (který spoluobjevil
a prosazoval koeficient ϕ) nad tím, jak kvantifikovat účinnost očkování proti neštovicím.
U pacientů kolem roku 1900 bylo možné sledovat v podstatě jen to, jestli byli očkováni
a jestli nákazu neštovicemi přežili. Druhý jmenovaný statistik argumentoval ve prospěch
koeficientu ϕ tím, že každý mrtvý pacient je stejně mrtvý a každý očkovaný je očkovaný
stejně. Pearson nicméně v pozadí viděl náhodné veličiny, které bychom mohli pojmenovat
závažnost průběhu (která, když překročí jistou hranici, končí smrtí) a síla imunitního
systému. Kterému z učenců bychom měli dát za pravdu, nechejme na úsudku čtenáře.

4.3 Intervaly spolehlivosti

Bodové odhady parametrů přinášejí nemalý užitek. Zejména tehdy, když odhad potře-
bujeme použít v dalších výpočtech, se nám vyplácí, že má podobu jediného čísla. Když
se však nad předešlou podkapitolou hlouběji zamyslíme, všimneme si jedné znepokojivé
vlastnosti bodových odhadů. Ač jsou sebevíc přesné, ve většině případů si můžeme být
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jisti, že hodnota odhadovaného parametru se nerovná našemu odhadu. S jistotou se nějaké
chyby, ač třeba malé, dopouštíme. Vhodné by proto mohlo být stanovit interval, který
s určitou dávkou jistoty hodnotu hledaného parametru obsahuje. A právě toto je podstata
intervalů spolehlivosti.

Interval spolehlivosti (neboli konfidenční interval), jak již název napovídá, je vždy
stanoven s určitou spolehlivostí, kterou můžeme vyjádřit jako číslo mezi nulou a jednič-
kou (budeme ji značit 1 − α, kde α je doplňkem spolehlivosti tedy „nespolehlivost“).
Oboustranným intervalem spolehlivosti je dvojice statistik, pro které platí, že
s pravděpodobností 1 − α se první z nich realizuje s hodnotou menší, než je
hodnota hledaného parametru a zároveň se druhá z nich realizuje s hodnotou
větší, než je hodnota hledaného parametru.

Když chceme stanovit 99% interval spolehlivosti pro parametr θ (tedy α = 0.01), pak
hledáme takové dvě statistiky D a H (dolní a horní), které vytvoří interval (D,H), o němž
můžeme říct, že v 99 % případů pokrývá skutečnou hodnotu hledaného parametru. Tento
interval I0.99 = (D,H) budeme považovat za intervalový odhad parametru θ.

Použití intervalu místo bodového odhadu je v mnoha ohledech poctivější. Nevyvolává
iluzi toho, že známe nějakou přesnou hodnotu, ale přiznáváme určitou míru nejistoty.
Například pokud bychom odhadovali, o kolik dnů určitý lék zkrátí průběh chřipky, pak
by (bodová) odpověď mohla znít třeba 5 dnů. Nicméně až konfidenční interval, řekněme
95%, který by říkal třeba (−2, 12) dnů, by nám dal tušit, že o tom, jaký užitek lék přinese,
vlastně moc nevíme (dokonce je možné, že dobu léčby prodlužuje!).

I přes tuto výhodu se mnoho lidí intervalům spolehlivosti vyhýbá. To, co škodí jejich
popularitě, je jejich neintuitivní interpretace. Po přečtení příkladu v předchozím odstavci
by možná řada lidí prohlásila, že „s pětadevadesátiprocentní pravděpodobností leží střední
hodnota sledované veličiny mezi mínus dvojkou a plus dvanáctkou“. To ovšem není pravda!
Vzpomeňme si na kapitolu o pravděpodobnosti, kdy jsme uvažovali nad tím, jak je ne-
smyslné se ptát, s jakou pravděpodobností je ve vesmíru nějaká mimozemská civilizace.
Buď je, nebo není; nejde jí připisovat pravděpodobnost. Stejně tak hledaná střední hod-
nota v intervalu buď leží, nebo neleží. Střední hodnota existuje a je neproměnlivá, jen je
skrytá před naším poznáním. Nemůžeme ani říct, že se nám v našem konkrétním případě
podařilo tuto (stálou, ale skrytou) hodnotu parametru zachytit či pokrýt. Od chvíle, kdy
jsme provedli měření, se bavíme o jedinečném případu, který byl buď úspěšný, nebo nikoli.
Nic mezi tím.

Ona spolehlivost nepatří výsledku, ale proceduře, která nás k němu přivedla. S čis-
tým svědomím proto můžeme obecně prohlásit, že například 99% konfidenční interval má
99% pravděpodobnost, že hledanou hodnotu bude obsahovat, ale toto již nemůžeme říct
o jednom konkrétním vyčísleném intervalu. Zřejmě nejschůdnější interpretace je taková, že
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kdybychom opakovaně prováděli n měření a vždy vypočítali hodnotu 99% intervalu spo-
lehlivosti, tak v průměru z každých 100 intervalů jich bude hledanou hodnotu obsahovat
99 a jeden se bude mýlit.

Demonstrujme postup konstrukce intervalu spolehlivosti pro střední hodnotu veličiny
X, o které víme, že má normální rozdělení N(µ, σ2). Předpokládejme nyní, že (na rozdíl
od µ) hodnotu parametru σ2 známe. Tento případ volíme z didaktických důvodů. Ve sku-
tečnosti se jen zřídka setkáme se situací, kdy bychom znali přesnou hodnotu rozptylu
náhodné veličiny, ale střední hodnota nám byla utajena.

Z předchozí kapitoly víme, že konfidenční interval by měl mít podobu (D,H). Začněme
tím, že z jeho definice vypíšeme, co o těchto dvou náhodných veličinách víme:

P (D ≤ µ ≤ H) ≥ 1 − α.

Jak formulovat statistiky D a H, nicméně není na první pohled zřejmé. Abychom splnili
tento úkol, musíme nejprve najít pomocnou (též pivotovou) statistiku (říkejme jí třeba Z).
Je to nějaká statistika, pro kterou platí, že jednak obsahuje hodnotu hledaného parametru
(µ), jednak estimátor tohoto parametru (X̄) a především má nějaké nám známé rozdělení
pravděpodobnosti.

V kapitole o bodových odhadech jsme odvodili, jaké rozdělení pravděpodobnosti má
bodový odhad střední hodnoty, tedy statistika X̄, za předpokladu, že X ∼ N(µ, σ2):

X̄ = 1
n

n∑
i=1

Xi ∼ N(µ, 1
n
σ2).

Vhodným kandidátem na rozdělení pravděpodobnosti naší pomocné statistiky se zdá být
normované normální rozdělení, jelikož na něj umíme převést libovolné normální rozdělení
odečtením střední hodnoty a vydělením směrodatnou odchylkou (viz kapitola 2.7.3):

Z = X̄ − µ
σ√
n

∼ N(0, 1).

Statistika Z splňuje naše požadavky na pomocnou statistiku. Obsahuje µ, X̄ a známe její
rozdělení pravděpodobnosti.

Pro jakoukoli náhodnou veličinu, tedy i pro Z, platí, že s pravděpodobností 1 − α

se realizuje mezi dvojicí svých kvantilů xα
2

a x1− α
2

(takto jsou kvantily totiž definovány).
Tedy pravděpodobnost, že náhodná veličina se bude realizovat třeba mezi kvantilem 0.025
a kvantilem 0.975, je 95 %. Přepsáno do matematických symbolů pro veličinu Z ∼ N(0, 1):

P
(
Φα

2
≤ Z ≤ Φ1− α

2

)
≥ 1 − α.
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Výraz Φα
2

≤ Z ≤ Φ1− α
2

můžeme upravovat jako běžnou nerovnici. Postupnými kroky jej
tedy převedeme do tvaru D ≤ µ ≤ H, z nějž zjistíme podobu statistik D a H. V prv-
ním kroku využijeme symetrie normálního rozdělení a nahradíme hodnotu Φα

2
kvantilem

−Φ1− α
2
. Dále pak dosadíme za statistiku Z:

P

(
− Φ1− α

2
≤ X̄ − µ

σ√
n

≤ Φ1− α
2

)
≥ 1 − α.

Všechny tři části nerovnice dále vynásobíme výrazem σ√
n

a odečteme X̄:

P

(
− Φ1− α

2
· σ√

n
− X̄ ≤ −µ ≤ Φ1− α

2
· σ√

n
− X̄

)
≥ 1 − α.

Celou nerovnici vynásobíme mínus jedničkou. To však obrátí znaménka nerovnosti, výraz
proto přepíšeme od konce, aby směr znamének zůstal zachován (tzv. přehodíme strany):

P

(
X̄ − σ√

n
Φ1− α

2
≤ µ ≤ X̄ + σ√

n
Φ1− α

2

)
≥ 1 − α.

Nalezený výraz má požadovaný tvar P (D ≤ µ ≤ H) ≥ 1 − α. Snadno z něj vyčteme, že
D = X̄ − σ√

n
Φ1− α

2
a H = X̄ + σ√

n
Φ1− α

2
. Hledaný konfidenční interval má tedy podobu:

Iµ,1−α =
(
X̄ − σ√

n
Φ1− α

2
, X̄ + σ√

n
Φ1− α

2

)
.

Nebo v o něco přehlednějším formátu:

Iµ,1−α = X̄ ± σ√
n

Φ1− α
2
.

Náš interval označujeme za dvoustranný (též oboustranný). Zmiňme ještě situaci, kdy
by nás nezajímal celý interval, ale pouze jeho dolní (respektive horní) mez. Třeba v na-
šem příkladu s lékem, který má zkrátit průběh onemocnění chřipkou, bychom se zajímali
spíše o nejmenší účinek, který u něj můžeme v průměru očekávat, než o ten největší.
Jinými slovy chceme stanovit nejmenší odhad průměrného účinku takovým způsobem,
aby pouze při α opakováních tohoto postupu (v α procentech případů) náš odhad tuto
mez přeceňoval. Postup stanovení jednostranných intervalů je stejný jako v případě
oboustranných, jen s tím rozdílem, že při výpočtu jediné meze nebudeme půlit stanovenou
hodnotu α. Tedy:

D = X̄ − σ√
n

Φ1−α, H = X̄ + σ√
n

Φ1−α.
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Nalezené jednostranné intervaly by pak vypadaly takto:

Iµ,1−α =
(
X̄ − σ√

n
Φ1−α,∞

)
, Iµ,1−α =

(
− ∞, X̄ + σ√

n
Φ1−α

)
.

4.3.1 Interval spolehlivosti pro střední hodnotu

Výše uvedený příklad popisoval poněkud nereálnou situaci, kdy pracujeme s normálně roz-
dělenou náhodnou veličinou a potřebujeme odhadnout její střední hodnotu µ, ale přitom
známe přesnou hodnotu parametru σ2. Když se však v praxi setkáme s úkolem odhadu
střední hodnoty, pravděpodobně nám bude utajen i rozptyl náhodné veličiny. Pro stano-
vení intervalu spolehlivosti jsme ale potřebovali znát hodnotu parametru σ2, což nám nyní
situaci poněkud komplikuje.

Nicméně i zde si dokážeme poradit. Hodnotu σ2 jsme se naučili v předešlé kapitole
odhadnout, a tak parametr σ2 nahradíme nestranným bodovým odhadem S2 (takzvaným
výběrovým rozptylem). Naše pomocná statistika, ze které konfidenční interval odvodíme
(nazvěme ji pro tentokrát T , nikoli Z), však kvůli této změně nebude mít normální roz-
dělení, ale Studentovo t-rozdělení, což už umíme na základě našich znalostí z předešlých
kapitol sami dokázat. Z odhadů střední hodnoty a rozptylu normálního rozdělení umíme
vytvořit dvě náhodné veličiny se známými rozděleními:

X̄ − µ
σ√
n

∼ N(0, 1), S2 ∼ σ2

n− 1χ
2
n−1, tedy S2(n− 1)

σ2 ∼ χ2
n−1.

Taky známe definici Studentova t-rozdělení 17:

T = N(0, 1)√
χ2

n−1
n−1

∼ tn−1,

kde náhodná veličina v čitateli a náhodná veličina ve jmenovateli jsou nezávislé. Když do
tohoto vzorce dosadíme na místo veličin N(0, 1) a χ2

n−1 naše dvě výše uvedené náhodné
veličiny (které jsou mimochodem nezávislé, jak požadujeme, ač to neumíme dokázat),
získáme následující výraz:

T =
X̄−µ

σ√
n√

S2(n−1)
σ2

n−1

=
X̄−µ

σ√
n√
S2

σ2

= X̄ − µ
σ√
n

· σ
S

= X̄ − µ
S√
n

∼ tn−1.

17Za zmínku stojí to, že vkládat do rovnic označení rozdělení pravděpodobnosti není správný způsob
zápisu, ač jsme mu teď z důvodu přehlednosti dali přednost. Ve skutečnosti bychom měli ke každému
rozdělení, se kterým chceme pracovat, přiřadit nějakou veličinu a teprve tu vkládat do rovnic.
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Obrázek 28: Demonstrace přesnosti konfidenčních intervalů

μ

Graf znázorňuje 100 konfidenčních intervalů na simulovaných datech při spolehlivosti 0.95. Každý
interval je sestrojen pomocí deseti náhodných hodnot získaných z normálního rozdělení. Všim-
něte si, že šíře intervalů kolísá, jelikož rozptyl není znám a musí být odhadován. V průměru 5
intervalů ze 100 hledanou hodnotu neobsahuje.

Když srovnáme získanou statistiku s tou, kterou jsme používali v případě známého roz-
ptylu, zjistíme, že se změnilo jen málo: hodnota σ2 byla nahrazena veličinou S2 a normální
rozdělení bylo nahrazeno Studentovým t-rozdělením s n − 1 stupni volnosti. Skutečně se
toho více nemění. Můžeme proto v již odvozených vzorcích z úvodní kapitoly provést
stejné záměny a stanovit hledaný konfidenční interval jako

Iµ,1−α =
(
X̄ − S√

n
tn−1;1− α

2
, X̄ + S√

n
tn−1;1− α

2

)
,

kde tn−1;1− α
2

je kvantil Studentova t-rozdělení s n−1 stupni volnosti. Případně použijeme
tvar

Iµ,1−α = X̄ ± S√
n
tn−1;1− α

2
.

Konfidenční intervaly můžeme prezentovat buď v podobě čísel, nebo graficky. Typicky
když kreslíme sloupcový graf, který zobrazuje průměrné hodnoty, k vrcholu každého
sloupce zakreslujeme chybovou úsečku, která znázorňuje právě interval spolehlivosti.18

Takový graf pak má o mnoho větší vypovídací hodnotu. Zobrazení konfidenčních inter-
valů umožňuje většina statistických programů, včetně programu MS Excel, ve kterém ve
verzi 2016 můžeme zobrazit chybové úsečky s libovolnými hodnotami.

Zamysleme se ještě nad tím, co všechno a jakým způsobem ovlivňuje velikost naleze-
ného intervalu spolehlivosti. V zásadě jde o tři faktory:

18Nicméně je silně doporučeno k takovému grafu přidat komentář, co onou úsečkou myslíme. Někdy
se totiž stejným způsobem zakresluje směrodatná odchylka sledované veličiny nebo směrodatná odchylka
(chyba) odhadu.
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• Stanovená spolehlivost. Čím více se spolehlivost intervalu přibližuje jedničce, tím
širší bude (což intuitivně dává smysl – když si vezmu větší síť, mám větší šanci,
že vylovím rybu). Pokud bychom definovali stoprocentní interval spolehlivosti, jeho
šíře by byla (−∞,+∞).

• Rozptyl pozorované náhodné veličiny. Je-li sledovaná veličina velmi homogenní, bude
se dařit její střední hodnotu zaměřit mnohem přesněji, než kdyby byla rozkolísaná,
a nalezený interval bude užší.

• Velikost souboru. Toto je v praxi obvykle jediná možnost, jak regulovat velikost
intervalů spolehlivosti a udržet je rozumně úzké. S rostoucím n se šířka intervalu
snižuje. Pokud zvětšíme rozsah souboru stokrát, interval se zúží desetkrát (což vy-
plývá z výše uvedených vzorců).

4.3.2 Interval spolehlivosti pro rozptyl a směrodatnou odchylku

Někdy se setkáváme se situací, kdy potřebujeme odhadnout rozptyl, respektive směrodat-
nou odchylku sledované náhodné veličiny. Za předpokladu, že tato náhodná veličina má
normální rozdělení, můžeme i zde sestrojit intervalový odhad. Postup bude stejný jako
při konstrukci konfidenčních intervalů pro střední hodnotu. Prvním krokem bude nalezení
pomocné statistiky, která má nějaké známé rozdělení pravděpodobnosti a obsahuje jak S2,
tak σ2. Tuto práci jsme ale již udělali v předešlé podkapitole. Víme, že S2 ∼ σ2

n−1χ
2
n−1, což

lze snadno převést do tvaru S2(n−1)
σ2 ∼ χ2

n−1. Jelikož rozdělení χ2 dobře známe a hodnoty

jeho kvantilů najdeme ve statistických tabulkách, můžeme výraz S2(n−1)
σ2 považovat za naši

hledanou statistiku. Odvození intervalového odhadu provedeme následovně:

P

(
χ2

n−1; α
2

≤ S2(n− 1)
σ2 ≤ χ2

n−1;1− α
2

)
≥ 1 − α,

P

(
χ2

n−1; α
2

S2(n− 1) ≤ 1
σ2 ≤

χ2
n−1;1− α

2

S2(n− 1)

)
≥ 1 − α.

Převrátíme čitatele a jmenovatele všech tří částí nerovnice:

P

(
S2(n− 1)
χ2

n−1; α
2

≥ σ2 ≥ S2(n− 1)
χ2

n−1;1− α
2

)
≥ 1 − α.

Jelikož se v předchozím kroku obrátila znaménka nerovnosti, přepíšeme jednotlivé části
nerovnice v opačném pořadí, a získáme tak statistiky D a H:

P

(
S2(n− 1)
χ2

n−1;1− α
2

≤ σ2 ≤ S2(n− 1)
χ2

n−1; α
2

)
≥ 1 − α.
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Interval spolehlivosti pro rozptyl tedy můžeme zapsat jako

Iσ2,1−α =
S2(n− 1)
χ2

n−1;1− α
2

,
S2(n− 1)
χ2

n−1; α
2

.
Chceme-li získat interval spolehlivosti pro směrodatnou odchylku, hodnoty obou mezí
jednoduše odmocníme. Tedy

Iσ,1−α =
√√√√S2(n− 1)

χ2
n−1;1− α

2

,

√√√√S2(n− 1)
χ2

n−1; α
2

.
Na rozdíl od konfidenčních intervalů pro střední hodnoty nebudou intervalové odhady
rozptylu a směrodatné odchylky symetrické. To vyplývá z faktu, že rozdělení χ2 je asy-
metrické, a budeme tedy muset při konstrukci intervalů hledat zvlášť kvantil pro horní a
zvlášť pro dolní mez.

Intervaly spolehlivosti můžeme samozřejmě stanovit pro libovolné další odhady. Ně-
kolik z nich v této kapitole uvedeme. Budeme se jim však věnovat jen stručně a bez
vysvětlení, jelikož jejich konstrukce ve většině případů vychází z úvah, které si zaslouží
detailní odvození; ta však čtenáři poskytneme až v kapitolách o testech statistických
hypotéz.

4.3.3 *Interval spolehlivosti pro rozdíl středních hodnot*

V psychologickém výzkumu často nepracujeme s jedinou skupinou, ale v mnoha přípa-
dech srovnáváme průměry (respektive střední hodnoty distribučních funkcí) dvou skupin.
Mohli bychom například zkoumat, jestli je míra obtíží klientů v experimentální skupině,
na kterou jsme uplatnili nějakou novou psychoterapeutickou techniku, nižší ve srovnání
s kontrolní skupinou, kde jsme tuto techniku neuplatnili.

Budeme-li hodnoty naměřené v experimentální skupině označovat (X1, X2, . . . , Xn) a
hodnoty naměřené v kontrolní skupině (Y1, Y2, . . . , Ym), pak se vlastně snažíme odhadnout
střední hodnotu náhodné veličiny X̄−Ȳ . Podrobněji se tímto problémem budeme zabývat
v kapitole 5.4.2 při testování statistických hypotéz. Bez vysvětlení teď jen uveďme, že za
předpokladu X ∼ N(µ1, σ

2) a Y ∼ N(µ2, σ
2) konfidenční interval pro střední hodnotu

veličiny X̄ − Ȳ , tedy pro µ1 − µ2, stanovíme jako

I1−α = (X̄ − Ȳ ) ± tn+m−2;1− α
2

· S∗

√
1
n

+ 1
m
.
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Symbolem S∗ označujeme společnou směrodatnou odchylku, kterou získáme ze vztahu

S∗ =
√
S2

X(n− 1) + S2
Y (m− 1)

n+m− 2 ,

kde S2
X a S2

Y jsou výběrové rozptyly a n, m rozsahy jednotlivých souborů.
Všimněte si, že jsme předpokládali, že rozptyl veličiny X i veličiny Y je roven nějaké

hodnotě σ2, a tedy je pro obě skupiny stejný (ač nám neznámý). Pokud bychom ovšem toto
předpokládat nemohli a obecně bychom mohli říct pouze X ∼ N(µ1, σ

2
1) a Y ∼ N(µ2, σ

2
2),

kde hodnoty σ2
1 a σ2

2 se nutně nemusejí rovnat, pak bychom výše uvedený postup museli
změnit. V případě nestejných rozptylů dokážeme zkonstruovat pouze přibližný konfidenční
interval pomocí vzorce

I1−α = (X̄ − Ȳ ) ± tν;1− α
2

·
√
S2

X

n
+ S2

Y

m
,

kde počet stupňů volnosti ν (čti „ný“), což poněkud překvapivě nemusí být celé číslo,
získáme ze vztahu

ν =

(
S2

X

n
+ S2

Y

m

)2

S4
X

n2(n−1) + S4
Y

m2(m−1)

.

4.3.4 *Interval spolehlivosti pro relativní četnost*

Sledujeme-li alternativní znak, tedy přítomnost či nepřítomnost určité vlastnosti, frek-
venci jeho výskytu často popisujeme pomocí relativní četnosti (viz kapitola 3.2). Rela-
tivní četnost není ničím jiným než odhadem parametru p. Správně bychom měli odlišovat
parametr p a jeho odhad, tedy relativní četnost, kterou jsme taky značili p. Aby nedošlo
k záměně, označme teď odhad relativní četnosti p̂ (ostatně symbol stříšky se běžně pou-
žívá k označení odhadu). Z minula víme, že parametr p alternativně rozdělené náhodné
veličiny je roven její střední hodnotě, a tedy jeho odhad je vlastně jen speciálním případem
odhadu střední hodnoty jedné náhodné veličiny při neznámém rozptylu. Původní vzorec,
který jsme odvodili v kapitole 4.3.1 a který využívá Studentovo t-rozdělení, by však nebyl
nejvhodnější volbou. Jeho slabina spočívá v tom, že je postavený na dvou nezávislých od-
hadech (X̄ a S2). Alternativní rozdělení má však jediný parametr, který když známe, tak
je nám známá jak střední hodnota, tak rozptyl. Využíváme proto asymptotického vztahu

X̄ − p√
p(1−p)

n

∼ N(0, 1).
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Slovo asymptotický znamená, že rovnost není zcela přesná, nicméně s rostoucím n se
možná chyba snižuje, teoreticky až k nulové hodnotě. Pro malá n tato metoda tedy není
vhodná a přesnější by bylo stanovit interval spolehlivosti přesně z binomického rozdě-
lení, čemuž se v tomto textu nebudeme věnovat. Jedno orientační pravidlo, jak poznat
dostatečně velký rozsah souboru, říká, že musí platit nerovnost np(1 − p) > 9 a zároveň

1
n+1 < p < n

n+1 . Jsme-li přesvědčeni, že tyto podmínky jsou splněny, můžeme stanovit
konfidenční interval ve tvaru

p̂± Φ1− α
2

√
p̂(1 − p̂)

n
.

Chybu, které se dopouštíme, můžeme nepatrně zmenšit korekcí, kdy od spodní meze
odečteme hodnotu 0.5

n
a k horní mezi tutéž hodnotu přičteme.19

4.3.5 *Interval spolehlivosti pro Pearsonův korelační koeficient*

V kapitole 4.2.3 jsme hovořili o tom, že Pearsonův korelační koeficient není nestranným
odhadem skutečné hodnoty korelačního koeficientu ρ a ani nemá žádnou dobře známou
distribuční funkci. Stanovit pro něj konfidenční interval by nicméně bylo velmi užitečné
– odhadování těsnosti vztahu mezi dvěma veličinami je ve statistice ústřední téma. Po-
máháme si proto takzvanou Fisherovou transformací, pomocí které můžeme Pearsonův
korelační koeficient R převést na náhodnou veličinu Z, která má asymptoticky normální
rozdělení:

Z = 1
2 ln

(1 +R

1 −R

)
∼ N

1
2 ln

(1 + ρ

1 − ρ

)
,

1
n− 3

,
kde ρ je skutečná velikost odhadovaného korelačního koeficientu. Pro veličinu Z pak sta-
novíme konfidenční interval jako

IZ,1−α = 1
2 ln

(1 +R

1 −R

)
± Φ1− α

2

1√
n− 3

= (DZ , HZ).

Nalezené meze pak převedeme zpět na hodnoty Pearsonova korelačního koeficientu tím,
že na ně uplatníme Fisherovu transformaci pozpátku (inverzně):

D =
exp

(
2DZ

)
− 1

exp
(
2DZ

)
+ 1

, H =
exp

(
2HZ

)
− 1

exp
(
2HZ

)
+ 1

,

kde funkcí exp se rozumí umocnění čísla e na daný argument. Zdůrazněme, že pomocná
veličina Z má pouze asymptoticky normální rozdělení; čím více se hodnota hledaného

19Tuto korekci najdeme v literatuře pod názvem korekce na spojitost (continuity correction) a slouží
k redukci chyby, která vznikla tím, že jsme diskrétní binomické rozdělení nahradili spojitým normálním
rozdělením.
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parametru ρ blíží k jedničce (nebo mínus jedničce), tím je potřeba více měření, aby byla
dodržena stanovená spolehlivost. Nalezený interval je jinak o něco širší a neodpovídá
požadovaným například 95 % spolehlivosti, ale třeba 98 %.

89



4.4 Metafora „populace a výběr“

Pokud jste při studiu předchozích kapitol těchto skript sáhli po jiných textech, které se
pokoušejí studentům aplikovaných disciplín vysvětlit téma statistických odhadů, zřejmě
jste narazili na poněkud odlišné vysvětlení. Pravděpodobně jste našli povídání o populaci
a výběru.

Na tuto odlišnost jsme upozorňovali již v úvodu těchto skript. Teď je načase zasvětit
čtenáře do této problematiky hlouběji. Především z toho důvodu, aby rozuměl běžně
dostupným textům o statistice určeným psychologům a dalším absolventům aplikovaných
oborů, a dále proto, aby si uvědomoval, proč je povídání o populaci a výběru pouhou
metaforou, která však někdy může být užitečná.

Představme si, že zkoumáme Cotardův syndrom. Jedná se o velmi vzácnou poruchu
myšlení, kdy je postižený přesvědčen, že je mrtvý (nebo konkrétněji že mu scházejí vnitřní
orgány, nemá krev v žilách, mozek atd.). Dejme tomu, že se domníváme, že toto onemoc-
nění je způsobeno úbytkem šedé hmoty mozkové ve specifické oblasti spánkového laloku.
Pokusíme se proto sehnat několik pacientů, u kterých se tato porucha projevuje, a pomocí
zobrazovacích technik u nich množství šedé kůry mozkové zjistíme. Přeložíme-li problém
do statistického jazyka tak, jak jsme se to učili, zněl by následovně:

• Zkoumáme spojitou náhodnou veličinu mohutnost dané oblasti mozku u pacientů
s Cotardovým syndromem. Ta má nějaké (nám neznámé) rozdělení pravděpodob-
nosti s nějakou střední hodnotou µ. Tu se pokusíme odhadnout. Výsledky měření
u pacientů, které jsme do výzkumu získali, představují jednotlivé realizace této
náhodné veličiny. Na jejich základě stanovíme odhad střední hodnoty této náhodné
veličiny. Použijeme k tomu aritmetický průměr, který je nejlepším estimátorem této
číselné charakteristiky.

Pokud bychom tento úkol našli popsaný ve většině ostatních učebních textů určených
psychologům, zřejmě by jeho popis zněl takto:

• Existuje nějaká populace pacientů trpících Cotardovým syndromem. (Z blíže ne-
upřesněných důvodů budeme pracovat jen s pacienty, kteří jsou obyvatelé ČR –
příklad to trošku zjednoduší.) Jelikož je Cotardův syndrom velmi vzácný, má tahle
populace malý rozsah, třeba 30 jedinců (budeme jej značit N = 30). Klademe
si otázku, čemu by se rovnal aritmetický průměr mohutnosti dané oblasti mozku,
pokud bychom jej vypočítali na údajích od všech N existujících pacientů. Jelikož
je tato populace příliš velká na to, aby bylo možné ji prozkoumat celou, vytvoříme
výběr o n pozorováních (jednoduše vylosujeme n pacientů) a průměrnou hodnotu
vypočítáme na nich. Pak budeme tvrdit, že náš výběrový průměr spočítaný na n

pozorováních je odhadem populačního průměru všech N existujících prvků.
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Je zjevné, že toto vysvětlení dává smysl, ba co víc, vůbec nevyžaduje znalost konceptů
jako je náhodná veličina, rozdělení pravděpodobnosti nebo distribuční funkce. Mohli jsme
si ušetřit desítky stran práce a možná i řadu bezesných nocí, kdybychom šli touto cestou.
Tak proč jsme si vybrali tu těžší?

Metafora „populace a výběr“ má hned několik nedostatků, které nám v běžném hovoru
o statistice nevadí, ale zabránily by nám dosáhnout hlubšího poznání. Co když například
nechceme zobecnit náš výsledek jen na 30 pacientů, kteří jsou k dnešku evidovaní, ale
chceme je vztáhnout i na pacienty, kteří se objeví v budoucnu? Co je pak populací a
čemu se rovná N? Zjevně bychom hovořili o populaci s nekonečným rozsahem a naše
možnost z ní férově vylosovat n pacientů by trošku kulhala. Pokud zůstaneme u konečného
rozsahu populace, jak bychom mohli stanovit třeba konfidenční interval? Těžko bychom
zdůvodnili, kde se vzalo Studentovo t-rozdělení, které při výpočtu používáme, když se
nebavíme o spojité náhodné veličině, ale o N diskrétních hodnotách, z nichž losujeme.
Náš úkol by se zřejmě zvrhl v hodně nehezký kombinatorický příklad.20

Ten největší problém vyplývá z posledního uvedeného. Pokud bychom šli cestou meta-
fory „populace a výběru“, prakticky všechny statistické postupy bychom museli nekriticky
přijmout jako nedotknutelné rituály a opakovat je ve slepé víře, že fungují. Ale třeba co
je kvantil Studentova t-rozdělení a kde se vzal, by nám zůstalo navždy utajeno.

Ponechejme si tedy znalost této metafory pro hovory o statistice s lidmi, kteří v této
oblasti mají jen mělké znalosti. My v tomto textu budeme skutečnost popisovat pomocí
náhodných veličin tak, jak jsme to dělali doposud.

20S metaforou populace a výběr souvisí pojmenování populační a výběrový rozptyl. Standardní vysvět-
lení těchto pojmů zní, že výběrový rozptyl (vzorec s 1

n−1 ) bychom počítali, pokud máme k dispozici jen
n prvků vybraných z větší populace. Pokud bychom však měli k dispozici všech N prvků (tedy n = N),
pak bychom použili populační rozptyl (vzorec s 1

n ). Ve skutečnosti se však tímto způsobem populační
rozptyl nepoužívá.

Problémem populace s konečným rozsahem se zabývá obor s názvem výběrová šetření. Není-li rozsah
populace nekonečný, zajímavým způsobem se bude měnit rozptyl odhadu průměru v populaci. Uváděli
jsme, že odhad rozptylu průměru je 1

n S2, kde S2 = 1
n−1

∑n
i=1(Xi−X̄)2. Pokud bychom provedli výběr bez

vracení (tedy vylosovali n různých prvků z populace o rozsahu N), přesnějšího odhadu bychom dosáhli
pomocí vztahu N−n

Nn S2. Náš původní vzorec by platil pouze tehdy, pokud by šlo o výběr s vracením (tedy
libovolný prvek bychom mohli vylosovat vícekrát).
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5 Testování statistických hypotéz
Tato kapitola představuje vyvrcholení základního kurzu statistiky. Vedle popisu reality
čísly, kterému jsme se věnovali v kapitole o popisné statistice, je nejčastější zakázkou, se
kterou se statistik v psychologickém výzkumu setkává, ověření platnosti určité hypotézy.
Tuto dovednost si čtenář spolu s několika dalšími dovednostmi osvojí na následujících
stránkách. Bude schopen najít vhodný test pro ověření hypotézy o vztahu dvojice sta-
tistických znaků libovolné povahy, bude umět pracovat s párovými měřeními a dokáže
srovnat naměřené hodnoty se zadanou konstantou. Kromě samotného otestování statis-
tické významnosti se naučí pracovat i s významností praktickou a získá také základní
dovednosti z oblasti analýzy síly testu.

5.1 Datová matice a typy proměnných

Dříve než přikročíme k povídání o statistických testech, které můžeme na naměřené hod-
noty aplikovat, měli bychom si ujasnit, jaký formát svým datům dáme a jakým způsobem
s nimi budeme manipulovat. V předchozích kapitolách jsme zavedli termín statistický
soubor, který je obvykle tvořen skupinou účastníků výzkumu, na kterých pozorujeme
nějaké statistické znaky. Na každém prvku statistického souboru (na každém jedinci) mů-
žeme pozorovat nespočet různých statistických znaků. Naměřené hodnoty pak nejčastěji
zapisujeme do tabulky, v níž každé testované osobě vyhradíme jeden řádek a každému
sledovanému statistickému znaku jeden sloupec. Tabulka 4 je ukázkou takového datového
formátu. Připomeňme, že statistickými jednotkami nemusejí být nutně lidé; v psycholo-
gickém výzkumu tomu tak ale v drtivé většině případů je.

Statistik by takto vytvořenou tabulku označil termínem datová matice, často jí však
jednoduše říkáme datová tabulka. Z označení matice (přesněji číselná matice) vyplývá
jeden fakt, a to že hodnoty všech statistických znaků jsou čísla, i kdyby šlo o znaky kvali-
tativní povahy (vzpomeňte na povídání o náhodných veličinách, které převádějí libovolné
kousky reality na číselné hodnoty). V praxi nám nevadí, když v tabulce necháme slovní
označení, která se koneckonců lépe čtou, a nebudeme je nahrazovat čísly – statistický
software obvykle toto nahrazení skrytě provede sám během výpočtu.

Tabulka 4: Datová tabulka

Jméno Pohlaví Věk Neuroticismus Extraverze Přívětivost Svědomitost
Kuba muž 23 42 34 50 42
Jan muž 15 56 57 37 65
Daniel muž 22 52 36 55 61
Lenka žena 25 44 58 52 53
Barbora žena 21 53 51 45 58
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Pro jednoduchost budeme libovolný sloupeček této datové matice označovat slovem
proměnná. Proměnná je tedy obvykle totéž co statistický znak, respektive nějaká mno-
žina realizací náhodné veličiny. Abychom však nezabředávali do spekulací nad tím, jestli
je třeba proměnná pohlaví náhodnou veličinou, když jsme náš soubor vytvořili sloučením
souboru deseti mužů a souboru deseti žen, zůstaneme u univerzálního označení proměnná.

Obecně můžeme rozlišovat několik typů proměnných:

• Konstanta – pokud v datové matici existuje sloupeček, který na všech řádcích
obsahuje přesně stejnou hodnotu, označujeme jej pojmem konstanta. Striktně vzato
se ani nejedná o proměnnou, jelikož se zde nic nemění. Poněkud benevolentně ale
budeme předpokládat, že proměnná může mít i tuto formu.

• Alternativní proměnná (též dichotomická, nula-jedničková) – jedná se o pro-
měnnou, která nabývá pouze dvou hodnot. Tradičně je značíme čísly 0 a 1, jak jsme
zvyklí z kapitoly o alternativním rozdělení, ale jsou přípustné i jiné možnosti. Příkla-
dem může být muž-žena, pravák-levák, profesionál-amatér, člen kontrolní skupiny-
člen experimentální skupiny.

• Nominální proměnná – pro každé dva prvky můžeme s jistotou říct, jestli si jejich
hodnoty jsou, nebo nejsou rovny, ale už nedokážeme říct, jestli je hodnota jednoho
vyšší, nebo nižší než hodnota druhého. Nabývá více než dvou hodnot, jinak bychom
o ní hovořili jako o alternativní proměnné. Příkladem je studijní obor, druh léčby
nebo třeba národnost.

• Ordinální proměnná – pro každé dva prvky můžeme s jistotou říct, jestli si jsou
rovny, nebo jestli má jeden vyšší hodnotu než druhý. Skutečnou velikost rozdílu
hodnot dvou prvků však již neznáme. Příkladem může být třeba vojenská hodnost.
Víme, že generál je zjevně víc než plukovník, ale nemůžeme vést žádné úvahy o tom,
jak velký je rozdíl mezi generálem a plukovníkem, a srovnávat ho třeba s rozdílem
mezi kapitánem a poručíkem.

• Metrická proměnná (též kvantitativní) – pro každé dva prvky dokážeme roz-
hodnout, jestli má jeden vyšší, nižší nebo stejnou hodnotu jako druhý, a navíc doká-
žeme stejné srovnání provést mezi rozdíly hodnot libovolných dvou prvků. Například
můžeme říct, že Honza je vyšší než Anna o 10 cm, zatímco Lucka je vyšší než Petr o 2
cm, a tedy že rozdíl mezi vzrůstem Honzy a Anny je větší než rozdíl mezi vzrůstem
Lucky a Petra.
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Čtenáři zřejmě nemohla uniknout podobnost úrovní měření definovaných Stanleym
Stevensem: nominální, ordinální, intervalová a poměrová. Tato podobnost není náhodná,
pro účely statistiky však nepotřebujeme rozlišovat mezi posledními dvěma úrovněmi21

a naopak jsme z nominálních proměnných vyčlenili proměnné alternativní.

5.2 Logika testování statistických hypotéz

Představte si, že umíte předpovídat budoucnost. Jednoduše soustředíte svou mysl a z niče-
ho nic víte, jaké bude zítra počasí, na co se vás učitel zeptá u zkoušky nebo jaká čísla
budou tažena ve sportce. Dá se čekat, že když se touhle schopností někomu pochlubíte,
nebude vám věřit. Otázka zní, jak byste dokázali druhým lidem (nebo i sami sobě), že
skutečně tuto schopnost máte a dokážete s velkou mírou jistoty zjistit, co se stane?

Odpověď je nasnadě – zkusíte popsat průběh nějaké blížící se události a pak porovnáte,
jestli se vaše předpověď shoduje se skutečností. Abychom skutečně někoho dokázali pře-
svědčit, měli bychom k navrhovanému postupu doplnit několik poznámek.

• Naše tvrzení musí být jednoznačné. Pokud bychom řekli: „Zítra bude pršet,“ zřejmě
bychom nikoho nepřesvědčili, jelikož je tento výrok tak vágní, že se s trochou fan-
tazie naplní skoro vždy (neřekli jsme, kde bude pršet a co vlastně jde označit za
déšť). Mnohem přesvědčivější bude naše tvrzení, když s puntičkářskou přesností
prohlásíme, že „dne 1.10.2019 zaznamená meteorologická stanice Olomouc-Neředín
nejméně 1 mm srážek“.

• Stejně málo přesvědčivé důkazy by naše snaha přinesla, kdyby se zjistilo, že se
marně něco snažíme předpovědět už týden, a teprve na pátý pokus nám to vyšlo.
Nebo kdybychom naráz udělali předpovědí několik a hlásili se jen k těm, který nám
vyšly.

Navržený postup tedy přesvědčivý důkaz přinese jen tehdy, když vyřkneme jediné tvr-
zení, které je zcela přesné a jednoznačné, aby bylo možné posoudit, zde jsme měli
pravdu, či nikoli.

I když obě doporučení dodržíme, stále ještě nemáme vyhráno. Když zůstaneme u
našeho příkladu s deštěm, i kdyby prvního října napadlo v Olomouci víc než 1 mm srá-
žek, málokdo nás bude považovat za jasnovidce. Jednoduše proto, že jsme předpověděli
něco poměrně pravděpodobného. Síla důkazu roste s tím, jak nepravděpodobnou
událost se nám podařilo předpovědět. Předpovědět déšť na podzim nikoho zřejmě

21Jedinou výjimkou z tohoto tvrzení je variační koeficient. Ten má smysl počítat pouze u proměnných
na poměrové úrovni; v jiných případech ztrácí smysl.
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nepřesvědčí, ale kdybyste uhodli všechna čísla ve Sportce, nejspíš už se najde řada lidí,
kteří uvěří v naše nadpřirozené nadání.

Všimněte si, že náš postup nijak nesouvisí statistikou a je natolik intuitivní, že by
ho dokázalo vymyslet i dítě. Statistika do hry vstupuje až s posledním bodem, kdy mu-
síme určit, jak pravděpodobná nebo nepravděpodobná událost nastala. Zodpovězení této
otázky bohužel vyžaduje hluboké znalosti statistiky, které získáme v tomto semestru.

Ač jsme mluvili o jasnovidectví, ve skutečnosti jsme popsali postup, jakým pracují
vědci. Vědci de facto také předpovídají budoucnost, ač poněkud sofistikovanějším způ-
sobem než jasnovidci. Vědci formulují svou představu o světě do podoby teorií. Chtějí-li
dokázat sami sobě i ostatním vědcům, že jejich teorie je správná, vyřknou jednu přesně
formulovanou a jednoznačnou hypotézu, stejně jako my s jasnovideckém příkladu. Pak
už stačí jen počkat, až proběhne událost, kterou vyřčená hypotéza popisuje, porovnat
výsledek s předpovědí a vyčíslit pravděpodobnost, jak nepravděpodobná událost nastala.22

V psychologickém výzkumu narazíme na hypotézy, které budou znít třeba: „Ve třídách,
ve kterých je uplatněn preventivní program, se šikana vyskytuje méně často než ve třídách,
kde tento program uplatněn není,“ nebo třeba v rámci psychologie osobnosti: „Existuje
pozitivní korelace mezi počtem bodů, které jedinec získá v inteligenčním testu, a počtem
bodů, které získá v dotazníku neklinického narcismu,“ a tak podobně. Stejně jako v našem
příkladu s jasnovidectvím, i zde platí to, že čím nepravděpodobnější výsledek, který je
v souladu s naší hypotézou, nastal, tím přesvědčivější doklad o platnosti naší teorie jsme
našli. A právě k tomu používáme statistiku. Pomocí znalostí, které jsme získali v pře-
dešlých kapitolách, budeme stanovovat pravděpodobnost, s jakou může určitý výsledek
nastat, a na základě toho budeme posuzovat, jak silnou oporu v naměřených datech naše
hypotéza (respektive teorie, z níž vychází) má.

5.2.1 Statistický test

Proces posouzení platnosti hypotézy, který v této kapitole vysvětlíme, se nazývá testo-
vání nulových hypotéz. Obecně této části statistiky říkáme inferenční statistika. Mnoha
lidem toto téma připadá neintuitivní a řada těch, kteří si postupy nějak osvojili, je po-
užívá nesprávně. Přitom nejde o nic jiného než o pečlivou formalizaci úvah z předešlých
odstavců, které jsou srozumitelné a v dobré shodě se selským rozumem. Matematický
postup testování nulové hypotézy si vysvětlíme na příkladu.

Představme si, že jsme vytvořili nový postup, jakým lze středoškoláky efektivně učit
matematiku. V souladu s poznatky z metodologie získáme soubor středoškoláků, které
budeme pomocí tohoto postupu matematiku učit. Náš očekávaný výsledek je ten, že na

22Nevinná slůvka nechat proběhnout událost v praxi znamenají realizaci často časově a finančně nároč-
ného výzkumného designu. Postupy, jak správně provést tyto kroky popisuje obor metodologie výzkumu.
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konci studia u státní maturity (kterou budeme považovat za standardizovaný test ma-
tematických schopností) dopadnou naši studenti lépe než ostatní. Vyřkli bychom proto
následující hypotézu: „Studenti, kteří jsou vzděláváni naší metodou, získají u maturity
z matematiky v průměru vyšší počet bodů než ti, kteří touto metodou vzděláváni nejsou.“

V předešlých kapitolách jsme se naučili popisovat svět pomocí náhodných veličin. To-
též uděláme teď: počet bodů, které student vyučovaný naší metodou získá u maturity, je
náhodná veličina (budeme jí ale raději říkat X, protože původní název je trošku dlouhý).
Můžeme tedy, jak jsme zvyklí, zkoumat její distribuční funkci, odhadovat číselné charak-
teristiky a tak podobně.

Výběr statistického testu je úzce spojený s předpoklady, které na zvolenou náhodnou
veličinu klademe. To je citlivé téma, kterému budeme věnovat pozornost v kapitolách
o jednotlivých statistických testech. Teď jednoduše předpokládejme, že jsme požádali
příslušnou instituci, aby nám poskytla výsledky studentů z celé republiky, a z nich jsme
zjistili, že tvar rozdělení počtů bodů připomíná normální rozdělení a že průměrný počet
bodů je 20 se směrodatnou odchylkou 6. Budeme tedy předpokládat, že i naše náhodná
veličina X má normální rozdělení, které má směrodatnou odchylku 6, nicméně její střední
hodnota (označme ji µ) se mohla díky naší intervenci nějakým způsobem posunout. Náš
předpoklad tedy zní:

X ∼ N(µ, 62).

Vraťme se k naší hypotéze, která zněla „Studenti, kteří jsou vzděláváni naší metodou,
získají u maturity z matematiky v průměru vyšší počet bodů než ti, kteří touto metodou
vzděláváni nejsou.“ Budeme jí říkat alternativní hypotéza nebo alternativa (značíme
HA). Po překladu do matematické řeči by hypotéza zněla

HA : µ > 20.

Číslo 20 označuje průměrný počet bodů, které student získá bez použití naší metody,
a µ je střední hodnota naší náhodné veličiny X (tedy veličiny počet bodů, které student
vyučovaný naší metodou získá u maturity).

Alternativní hypotézu ve skutečnosti nelze testovat přímo. Testovat můžeme pouze její
doplněk, kterému říkáme nulová hypotéza (značíme H0). Různé testy pracují s různými
nulovými hypotézami, jejich smysl je ale vždy stejný. Říkají, že naše prognóza je mylná,
že žádný efekt/rozdíl/souvislost (ať už hledáme cokoli) neexistuje. V našem případě by
nulová hypotéza říkala, že „studenti, kteří jsou vzděláváni naší metodou, získají u maturity
z matematiky stejný počet bodů jako ti, kteří touto metodou vzděláváni nejsou“. Přeloženo
do jazyka matematiky23

H0 : µ = 20.
23V některých textech bývá uváděno znění nulové hypotézy jako H0 : µ ≤ 20, aby nulová hypotéza

i alternativa dohromady pokrývaly všechny možnosti. V tomto textu se ale budeme držet původní formu-
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Všechno máme připraveno, můžeme se jít podívat na naše studenty. Novou metodu výuky
matematiky jsme aplikovali na 9 studentů (n = 9), kteří z písemného maturitního testu
z matematiky dostali tato bodová ohodnocení: 15, 25, 22, 19, 22, 29, 35, 22, 27. Snadno zjis-
tíme, že průměr těchto hodnot je 24, což je víc než 20 bodů, které v průměru studenti
dostávají. Naše očekávání se tedy naplnilo.

Otázka však je, jestli to není jen dílo náhody. Někdy mají studenti trošku více štěstí,
jindy trošku méně, takže je zjevné, že kdybychom experiment opakovali každý rok, do-
staneme někdy o něco vyšší číslo a jindy o něco nižší. Abychom naší hypotéze přidali na
věrohodnosti, pomohlo by nám, kdybychom byli schopni vyčíslit, jak málo je pravděpo-
dobné, že soubor devíti studentů překročí průměrnou hodnotu 20 bodů nejméně o čtyři
body.

Abychom tuto pravděpodobnost stanovili, budeme na chvíli předpokládat, že platí
nulová hypotéza. Tedy že bez ohledu na metodu výuky je výsledek každého studenta
náhodná veličina s rozdělením N(20, 62). Tážeme se pak, jaká je pravděpodobnost, že
kdyby tohle skutečně platilo a naše metoda zkrátka nefungovala, tak že by jen v rámci
náhodného kolísání vyšla průměrná hodnota z devíti realizací této náhodné veličiny větší
nebo rovna hodnotě 24.

Odpověď najdeme pomocí vhodné testové statistiky (též testovací statistiky). Jedná
se o nějakou náhodnou veličinu, která splňuje tyto podmínky:

• Její hodnota odráží platnost nulové hypotézy. (Nejčastěji ve smyslu: „Čím víc se
hodnota testové statistiky liší od nuly, tím silnější důkaz proti platnosti nulové hy-
potézy představuje.“)

• Za platnosti nulové hypotézy má nějakou známou distribuční funkci (typicky nor-
mované normální, t, F nebo χ2 rozdělení).

V našem případě bude rozumné odvodit testovou statistiku z aritmetického průměru.
Jednak proto, že průměrný počet bodů, které našich 9 studentů dostane, do nějaké míry
vypovídá o tom, jestli použitá metoda výuky funguje. Díky tomu bude možné splnit první
z výše uvedených podmínek. Druhý důvod je ten, že z kapitoly 4.2.1 přesně víme, jaké
rozdělení pravděpodobnosti za platnosti nulové hypotézy aritmetický průměr má. Pokud
platí, že X ∼ N(20, 62) a n = 9, pak

X̄ = 1
9

9∑
i=1

Xi ∼ N(µ, σ
2

n
) = N(20, 62

9 ) = N(20, 22).

lace, protože je názornější, nehledě na to, že v praxi obvykle pracujeme s oboustrannými alternativami,
u nichž k této dvojakosti nedochází.
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Snadno tedy splníme i druhou z podmínek. Rozdělení pravděpodobnosti N(20, 22) sice
nepatří mezi známá, tabelovaná, nicméně statistiku X̄ s normálním rozdělením umíme
převést na náhodnou veličinu Z s normovaným normálním rozdělením. Tuto transfor-
maci provedeme, jak jsme zvyklí, odečtením střední hodnoty a vydělením směrodatnou
odchylkou. Obecně tedy pro naši testovou statistiku platí vztah

Z = X̄ − µ0
σ√
n

∼ N(0, 1),

kde µ0 označuje střední hodnotu náhodné veličiny X, respektive veličiny X̄, za platnosti
nulové hypotézy (v našem případě číslo 20) a σ je nám známá směrodatná odchylka
veličiny X (tzn. 6). Po dosazení

z = 24 − 20
6√
9

= 2.

Všimněte si, že kdyby aritmetický průměr přesně odpovídal očekávání nulové hypotézy
(tzn. vyšel by roven číslu 20), pak by testová statistika měla hodnotu 0. Když se průměr
bude odchylovat od tohoto očekávání, pak se hodnota testové statistiky bude vzdalovat
od nuly (čímž jsme přesně vyhověli první podmínce).

Náš problém jsme transformovali v otázku, kterou jsme schopni rutinně zodpovědět:
jaká je pravděpodobnost, že náhodná veličina, která má normované normální rozdělení,
se realizuje s hodnotou vyšší nebo rovnou 2? Zběžný pohled do tabulek nám prozradí, že
to je přibližně 2.28 %. Můžeme tedy prohlásit, že pokud platí nulová hypotéza a my jsme
se mýlili – naše metoda výuky žádné zlepšení nepřináší, pak pravděpodobnost, že našich
9 studentů získá u maturity 24 nebo více bodů, je 2.28 % (jelikož 1 − F (2) = 0.0228).
Pravděpodobnost, kterou jsme tímto způsobem pomocí statistického testu obdrželi, ozna-
čujeme pojmem p-hodnota (anglicky p-value, probability value) a logicky může nabývat
hodnot mezi 0 a 1.

Je to hodně, nebo málo? Jak málo pravděpodobný jev musíme být schopni předpo-
vědět, abychom mohli tvrdit, že nulová hypotéza neplatí a že jsme přijali alternativní
hypotézu? Správným postupem by bylo předem stanovit takzvanou hladinu význam-
nosti (značíme α). Za hladinu významnosti si tradičně volíme hodnotu 0.05 (tedy 5
%). Pokud k tomu máme dostatečně dobrý důvod, můžeme dát přednost jinému číslu.
V případě, že po provedení testu získáme p-hodnotu menší, než je stanovená hladina
významnosti, prohlásíme, že je výsledek signifikantní (též statisticky významný), zamít-
neme nulovou hypotézu a přijmeme hypotézu alternativní. Pokud by p-hodnota byla nižší
než hladina významnosti 0.01, pak výsledek považujeme za vysoce signifikantní, a když
p-hodnota klesne pod hladinu 0.001, pak za velmi vysoce signifikantní. Zkráceně tyto tři
stupně statistické významnosti označujeme pomocí jedné až tří hvězdiček (viz tabulku 5).
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Tabulka 5: Označení míry statistické významnosti

p-hodnota slovní označení hvězdičková notace
<0.10 není signifikantní, existuje trend
<0.05 signifikantní *
<0.01 vysoce signifikantní **
<0.001 velmi vysoce signifikantní ***

5.2.2 Jednostranné a dvoustranné alternativní hypotézy

Alternativní hypotéza ve výše uvedeném příkladu je takzvaně jednostranná (anglicky
onetailed). Znamená to, že předpokládá, v jakém směru se očekávaný rozdíl (respektive
souvislost) projeví. Naše očekávání je takové, že studenti, kteří podstoupili naši vzdělá-
vací metodu, budou mít vyšší počet bodů u maturity než ostatní (tedy HA : µ > 20). Za
jednostrannou hypotézu bychom považovali i opak – tedy tvrzení, že studenti, na které
jsme metodu aplikovali, získají méně bodů (HA : µ < 20). První jmenovanou alterna-
tivu bychom označili jako pravostrannou (jelikož očekáváme, že výsledky našich devíti
studentů se od výsledku ostatních odchýlí doprava), druhou jako levostrannou.

Pokud bychom však hypotézu formulovali obecně „studenti, kteří jsou vzděláváni naší
metodou, získají u maturity z matematiky jiný počet bodů než ti, kteří touto metodou vzdě-
láváni nejsou“ (zapsáno matematicky HA : µ ̸= 20), pak bychom hovořili o dvoustranné
(oboustranné, anglicky twotailed) alternativě. Ta neříká nic o očekávaném směru efektu
– tvrdí jen, že změna metody výuky se na výsledcích studentů nějak projeví.

Známe-li z předchozích odstavců pravostrannou p-hodnotu, její levostranný protěj-
šek vypočítáme jednoduše odečtením tohoto čísla od jedničky.24 Je-li tedy p-hodnota
pravostranné hypotézy z našeho příkladu 2.28 %, pak p-hodnota levostranné hypotézy
tvrdící, že výkon studentů se po použití naší metody zhorší, je rovna 97.72 % (= 1 −
0.0228).

Máme-li k dispozici p-hodnoty pro obě jednostranné hypotézy, snadno z nich získáme
p-hodnotu pro hypotézu dvoustrannou: vezmeme menší z obou p-hodnot a vynásobíme ji
dvěma. Když v našem příkladu vezmeme menší z hodnot 2.28 % a 97.72 % a vynásobíme
ji dvěma, můžeme říct, že p-hodnota pro dvoustrannou hypotézu je rovna hodnotě 0.0455
(tedy 4.55 %). Vidíme, že i v případě, že bychom naši původní alternativní hypotézu
formulovali jako dvoustrannou, budeme nulovou hypotézu zamítat.

24Tento postup i další uvedené vztahy pro práci s p-hodnotami platí pro případy, kdy má testová
statistika spojité rozdělení pravděpodobnosti. V tomto kurzu se vzácně setkáme i se situací, kdy budeme
pracovat s diskrétním rozdělením. V takovém případě je doporučeno nespoléhat se na výše uvedené
postupy, ale stanovit postup s ohledem na konkrétní řešený problém.
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Obrázek 29: P-hodnoty testovací statistiky Z při různě formulovaných alternativách

Obecně platí, že p-hodnota říká, jaká je pravděpodobnost, že za platnosti nulové
hypotézy získáme výsledek, který je ještě extrémnější, co se týče míry porušení
nulové hypotézy, než ten, který jsme získali. Slovní spojení ještě extrémnější v pří-
padě pravostranné alternativy znamená větší a v případě levostranné menší. Pokud jde
o dvoustrannou alternativu, tak se jím rozumí vzdálenější od hodnoty, kterou očekávala
nulová hypotéza. Tedy v našem příkladu je hodnota 16 stejně extrémní jako 24 a například
hodnoty 10 nebo 30 jsou extrémní ještě víc.

Ač mají jednostranné alternativy svou logiku, v drtivé většině případů ověřují vý-
zkumníci své hypotézy, jako by se jednalo o dvoustranné alternativy. Je to způsobeno
zřejmě tím, že statistické programy nám jako výsledek poskytují právě oboustrannou
p-hodnotu (což je pochopitelné – počítač nemůže vědět, jaké bylo naše očekávání). Pokud
bychom se přece jen rozhodli zůstat u jednostranných alternativ, je užitečné umět převést
dvoustrannou p-hodnotu na jednostrannou. V případě, že výsledek vyjde v očekávaném
směru (tedy v tom, o kterém mluví alternativa), získanou p-hodnotu vydělíme dvojkou.
V případě, že výsledek vyjde v opačném směru, pak p-hodnotu taky vydělíme dvojkou,
ale poté ji ještě odečteme od jedničky.

Na závěr se zamysleme nad několika důsledky, jejichž pochopení je pro další práci
klíčové a které studentům někdy unikají:

• I v případě, že jsme celou proceduru provedli precizně, nemůžeme s jistotou říct, že
nalezený výsledek je pravdivý. Z logiky statistického testu vyplývá, že v případě,
kdy alternativa není pravdivá (tedy platí nulová hypotéza), dochází k za-
mítnutí nulové hypotézy až v α procentech případů. Tedy při volbě tradiční
hladiny významnosti 0.05 je dobrých 5 % statisticky významných výsledků jen dílem
náhody! Stejně tak se nám nemusí podařit zamítnout nulovou hypotézu (a přijmout
alternativní), i když naše očekávání bylo oprávněné. Oba druhy chyb budeme po-
drobněji rozebírat v kapitole o síle testu (5.5).

• Nulovou hypotézu nikdy nelze přijmout (a alternativní zamítnout). Jediné
dva možné výsledky jsou „nulová hypotéza byla zamítnuta, přijímáme alternativu“ a
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„nulovou hypotézu nezamítáme“ (o její platnosti, a tedy ani o platnosti alternativy,
nejsme schopni na základě našich dat rozhodnout). Pokud se například pokoušíme
najít důkazy pro to, že muži a ženy se neliší ve schopnosti multitaskingu, pak tes-
tování nulových hypotéz není vhodným nástrojem – stanovenou hypotézu nikdy
nebudeme moct přijmout, jelikož je nulová. Výsledkem bude buď její zamítnutí,
nebo nezamítnutí (tedy stav, kdy nevíme).

• Nejvíc neporozumění tradičně zůstává kolem významu p-hodnoty. P-hodnota vy-
jadřuje pravděpodobnost, s jakou můžeme za platnosti nulové hypotézy
pozorovat takový výsledek, který jsme pozorovali, nebo takový, který
nulové hypotéze odporuje ještě víc než ten pozorovaný. Rozhodně se ne-
jedná o pravděpodobnost, s jakou nulová hypotéza platí (ta buď platí, nebo ne,
bez nějaké pravděpodobnosti). A už vůbec ne o pravděpodobnost, že když výzkum
zopakujeme, tak získáme odlišný výsledek.

• Testy nulových hypotéz úzce souvisejí s konfidenčními intervaly. V našem
příkladu bychom test nulové hypotézy mohli nahradit tím, že bychom zkonstruo-
vali 95% interval spolehlivosti pro střední hodnotu při známém rozptylu. Jednoduše
bychom pak zkontrolovali, jestli interval obsahuje hodnotu µ0 (tzn. „žádné zlep-
šení“), nebo ne. Pokud by tato hodnota v konfidenčním intervalu obsažena nebyla,
zamítli bychom nulovou hypotézu. V řadě případů oním µ0 bude číslo 0, ale jak
jsme viděli v našem příkladu, může to být třeba dvacítka nebo jiná hodnota, kterou
očekává nulová hypotéza. Testy dvoustranných hypotéz jsou ekvivalentem dvou-
stranných konfidenčních intervalů, testy jednostranných hypotéz jsou ekvivalentem
jednostranných konfidenčních intervalů. Ať už k rozhodnutí o platnosti hypotézy
použijeme statistický test, nebo konfidenční interval, vždy dojdeme k totožnému
výsledku.

5.2.3 Kritická hodnota a kritický obor

Ve starších textech, zejména těch, které vznikly v éře před masivním rozšířením počítačů,
najdeme jiný postup než ten, který je uveden výše. Dříve nebylo zvykem počítat přesnou
p-hodnotu, ale nalezená hodnota testové statistiky byla srovnána s takzvanou kritickou
hodnotou.

Testujeme-li pravostrannou hypotézu je kritická hodnota takové číslo, pro které platí,
že za platnosti nulové hypotézy se testová statistika realizuje s touto hodnotou nebo vyšší
s pravděpodobností α. Právě tuto vlastnost mají nám již dobře známé kvantily – kritické
hodnoty proto budou vždy kvantily příslušného rozdělení. V našem příkladu má testová
statistika Z normované normální rozdělení, takže pokud se budeme ptát pro jaké číslo platí
P (Z ≥ x) = α, pak odpověď je ϕ1−α. V tabulkách dohledáme, že ϕ0.95 = 1.64 a jelikož
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Obrázek 30: Kritické obory a kritické hodnoty testové statistiky Z

nalezená hodnota testové statistiky 2 přesáhla kritickou hodnotu, můžeme zamítnout
nulovou hypotézu na hladině α. Část číselné osy, kam musí testová statistika padnout,
abychom nulovou hypotézu zamítali, se nazývá kritický obor, a v našem případě bude
mít podobu W = [Φ1−α,∞).

Pokud bychom testovali levostrannou hypotézu, budeme hledat takovou kritickou hod-
notu, pro kterou platí, že za platnosti H0 se testová statistika realizuje vlevo od této
hodnoty. Odpovědí je opět kvantil, tentokrát ϕα, v našem případě −1.64. Kritický obor
bude mít podobu W = (−∞, ϕα].

I v případě dvoustranné alternativy musí platit to, že do kritického oboru spadá hod-
nota testové statistiky za platnosti H0 s pravděpodobností α. Tentokrát však proti plat-
nosti H0 hovoří jak nízké, tak vysoké hodnoty testové statistiky. Stanovíme proto dvě
kritické hodnoty, spodní a horní. Kritický obor se změní do podoby W = (−∞, ϕα

2
] ∪

[ϕ1− α
2
,∞). Všimněte si, že hodnotu α teď dělíme dvěma, jelikož celková pravděpodobnost

toho, že testová statistika padne do kritického oboru, musí být α, tedy α/2 pro levou
stranu a α/2 pro pravou. Všechny tři varianty znázorňuje obrázek 30.

Pokud by se hodnota testové statistiky rovnala kritické hodnota, p-hodnota se bude
rovnat přesně α. Je taky zjevné, že ať už použijeme p-hodnoty nebo kritické hod-
noty, dojdeme k přesně stejným závěrům. První z uvedených způsobů nám nicméně
přináší výhodu v podobě p-hodnoty, která kromě rozhodnutí o platnosti hypotéz nese
sama o sobě zajímavý údaj.
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5.3 Praktická významnost a míra účinku

Doposud jsme hovořili o takzvané statistické významnosti. Ta nám poskytuje velmi za-
jímavou informaci, na každou otázku nám však odpovědět nedokáže. Ještě jednou se
vraťme k našemu příkladu z minulé kapitoly, kdy jsme ověřovali, jestli námi navržený
způsob výuky matematiky na střední škole vede ke zlepšení výsledků studentů u písemné
státní maturity.

Předpokládali jsme, že výsledek studentů, na které jsme tuto metodu výuky aplikovali,
je náhodná veličina X ∼ N(µ, 62). Na našem souboru 9 pozorování jsme naměřili průměr-
nou hodnotu 24 bodů, což je oproti populačnímu průměru (20 bodů) zlepšení. Z těchto
údajů vypočítaná statistika Z se rovnala 2, což odpovídalo dvoustranné p-hodnotě 0.0455.
Nulovou hypotézu jsme zamítli.

Nejsme však jediní, kdo hledá cestu, jak vyučovat matematiku efektivněji. Předpo-
kládejme, že jsme narazili na studii ze Spojených států, jejíž autoři popisují ověřování
účinnosti jiné metodiky výuky matematiky, která také přinesla velmi slibné výsledky. Na
reprezentativním souboru 400 středoškoláků, kteří byli novou metodou vyučováni, byl
sledován výsledek v testu SAT z matematiky. Tuhle zkoušku každý rok absolvují tisíce
mladých Američanů a plní podobnou úlohu jako maturita v ČR. Výsledky tohoto testu
jsou přepočteny tak, aby měly průměr 500 bodů a směrodatnou odchylku 100 bodů.
Autoři studie uvádějí průměr u svých pokusných osob 530 bodů – tedy o 30 bodů víc,
než je očekávána hodnota. Po dosazení do vzorce vyjde testová statistka z = 530−500

100/
√

400 =

6. Vyčíslíme-li p-hodnotu, získáme číslo, které se těsně blíží nule: 0.000000002 (v praxi
bychom uvedli jen p < 0.001). Otázka zní, která metodika vedla k výraznějšímu zlepšení?

Pokud bychom srovnali velikosti účinků pomocí p-hodnoty, zahraniční studie by z toho
vyšla daleko lépe (našich bezmála 5 % těžko může konkurovat téměř nulové hodnotě).
Ke stejnému závěru by nás vedlo použití testové statistiky Z. Tento druh úvahy by však
byl hrubou chybou. Statistické testy jsou konstruovány tak, aby s rostoucím rozsahem
výběru (n) reagovaly na jakékoli odchylky citlivěji. Byla-li tedy jedna studie provedena na
9 lidech a druhá na čtyřech stovkách studentů, pak jsou získané p-hodnoty nesrovnatelné.

Druhou cestou by mohlo být přímé srovnání počtů bodů, o které se studenti zlepšili.
U českých to byly 4 body, u zahraničních 30 bodů. Takovýto postup by však byl stejně
nedomyšlený jako předchozí navržený. Tentokrát kvůli tomu, že body z různých zkoušek
nemůžeme srovnávat. Kdybychom například vynásobili body získané u maturity u kaž-
dého studenta v ČR stovkou, výkon našich devíti pokusných osob by se nijak nezměnil,
ač by rozdíl rázem činil 400 bodů a ne jen 4.
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Problémy jako je tento řeší takzvané ukazatele míry účinku (anglicky effect size).
Ukazatelem míry účinku je libovolná statistika, která má tyto tři vlastnosti:

• odráží míru porušení nulové hypotézy (tedy například velikost rozdílu, sílu závislosti
atd.),

• její střední hodnota není ovlivněna velikostí souboru,
• není ovlivněna jednotkami měření.

Pro každý statistický test můžeme najít mnoho ukazatelů, které mají tyto vlastnosti.
Obvykle je mezi sebou lze volně převádět. V našem případě se zdá jako rozumné ře-
šení spočítat rozdíl mezi očekávaným a skutečným průměrem a ten převést do nějakých
standardních jednotek. Toto převedení provedeme tak, že nalezený rozdíl vydělíme smě-
rodatnou odchylkou. Míru účinku pro jednovýběrový Z test, jak našemu testu pomocí
statistiky Z můžeme říkat, budeme značit d (jako diference) a vypočítáme ji

d = x̄− µ

σ
.

Náš ukazatel tedy říká, o kolik směrodatných odchylek se studenti zlepšili (případně zhor-
šili, pokud by vyšlo záporné znaménko). Když použijeme tento ukazatel na studie z našeho
příkladu, zjistíme, že

dX = 24 − 20
6 = 0.6̄,

dY = 530 − 500
100 = 0.3.

Z výsledku vychází jednoznačně lépe naše metoda výuky – zatímco naši studenti se zlepšili
o dvě třetiny směrodatné odchylky, zahraniční pouze o necelou třetinu. Účinek naší metody
je dle našich výsledků více než dvojnásobný.

Použití ukazatelů míry účinku je spolu s konfidenčními intervaly součástí dobré praxe
prezentování výsledků. Tyto ukazatele nám dávají poměrně jednoznačnou informaci, a brá-
ní tak zneužití statistiky, kdy pomocí méně jasných statistik můžeme vyvolat dojem, že
existuje určitý efekt, který je ve skutečnosti velmi slabý či prakticky žádný. Pokud se
tomuto nástroji autor studie vyhýbá, může to znamenat buď to, že se nám pokouší zatajit
skutečnou sílu pozorovaného efektu, anebo jednoduše jeho znalosti neodpovídají vývoji
vědy. Smutnou pravdou je to, že tyto „férové“ ukazatele si jen pomalu nacházejí místo ve
statistických programech a často nejsou automaticky zahrnuty ve výstupech, které nám
dané softwary poskytují. V tomto textu však tento trend budeme sledovat a základní
ukazatele míry účinku budeme u příslušných testů vždy uvádět.
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5.4 Parametrické testy

Metoda, kterou jsme popsali v příkladu z předešlé kapitoly, by patřila do bohaté rodiny
takzvaných parametrických testů, respektive správněji testů parametrických hypotéz. Ro-
zumí se tím to, že před tím, než vypočítáme testovou statistiku, přijmeme předpoklad, že
náhodná veličina, se kterou pracujeme, patří do určité známé rodiny rozdělení. To nám
umožňuje vztahovat hypotézy k jednotlivým parametrům tohoto rozdělení. Předpoklad,
který budeme přijímat nejčastěji, zní, že zkoumané náhodné veličiny pocházejí z normál-
ního rozdělení. Může se však jednat i o jiné rodiny rozdělení.

Parametrické testy jsou mimořádně citlivé (snadno odhalí porušení nulové hypotézy)
a jejich výsledky se snadno prezentují. Máme-li na vybranou, jsou pro nás nástroji první
volby.

5.4.1 Jednovýběrový t-test a párový t-test

Znovu se vraťme k příkladu, kde jsme mluvili o metodě, jak na střední škole vyučovat
matematiku. Formulovali jsme hypotézu o tom, že studenti, kteří byli vzděláváni pomocí
námi navržené metody, získávají u maturity z matematiky více bodů, než je celkový
průměr v populaci studentů. Předpokládali jsme, že sledovaná proměnná (počet bodů,
které student vyučovaný naší metodou získá u maturity, značme X) má normální rozdělení
s neznámou střední hodnotou µ, ale se známou směrodatnou odchylkou σ. U té jsme
předpokládali, že se rovná směrodatné odchylce počtu bodů ostatních studentů, což bylo
v našem případě číslo 6. Z toho jsme odvodili, že hodnotu testové statistiky Z získáme
pomocí vzorce z = x̄−µ0

σ/
√

n
a že má normované normální rozdělení.

Tento postup nám může přinést nemalý užitek, nicméně v praxi se Z test, jak bychom
test pomocí statistiky Z mohli nazvat, používá jen zřídka. Důvodem je to, že jen málo-
kdy můžeme přijmout předpoklad, že známe hodnotu σ2 (respektive σ), tedy skutečný
rozptyl (respektive směrodatnou odchylku) zkoumané náhodné veličiny. Co se týče na-
šeho příkladu, těžko bychom našli argument, proč bychom měli očekávat, že naše metoda
uniformně zlepší výsledky studentů, a přitom nijak nezmění jejich rozmanitost.

Tento problém řeší t-test pro jeden výběr. Jeho logika je velmi podobná logice de-
tailně popsaného Z testu, rozdíl je však v tom, že místo statistiky Z vypočítáme statistiku
T dle následujícího vzorce:

T = X̄ − µ0
S√
n

.

Všimněte si, že rozdíl je jen v tom, že jsme původní hodnotu parametru σ nahradili jejím
odhadem S, tedy výběrovou směrodatnou odchylkou, kterou umíme získat užitím vzorce
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S =
√

1
n−1

∑n
i=1(Xi − X̄)2. Ve skutečnosti je zde ale ještě jeden rozdíl. Statistika T nemá

normální rozdělení, ale Studentovo t-rozdělení s n − 1 stupni volnosti (kde n odpovídá
počtu pozorování).

Proč tomu tak je, jsme již odvodili v kontextu konfidenčních intervalů v kapitole 4.3.1.
Stručně naši úvahu zopakujme. Studentovo t-rozdělení má dle definice každá statistika,
která vzniká jako podíl dvou nezávislých náhodných veličin ve tvaru

N(0, 1)√
χ2

ν

ν

.

Symboly N(0, 1) a χ2 zde označují nezávislé náhodné veličiny s příslušnými rozděleními
pravděpodobnosti.

Platí to i pro naši statistiku T? Snadno můžeme dokázat, že ano. Vyjdeme ze tří po-
znatků. Za prvé víme, že průměr náhodných veličin, které mají normální rozdělení, má
také normální rozdělení, a z něj odvozená statistika Z, kterou jsme používali v jednovýbě-
rovém Z testu, má normované normální rozdělení. Z kapitoly 4.2.2 dále víme, že výběrový
rozptyl můžeme upravit takovým způsobem, aby měl rozdělení χ2. Konkrétně by šlo o tvar
S2·(n−1)

σ2 ∼ χ2
n−1. Nakonec potřebujeme vědět, že obě tyto náhodné veličiny jsou nezávislé,

což bohužel sami dokázat neumíme, nicméně teď tento poznatek přijměme jako fakt.

Dosazením náhodných veličin X̄−µ0
σ/

√
n

a S2·(n−1)
σ2 do vzorce, kterým jsme definovali Stu-

dentovo t-rozdělení, a úpravou výrazu získáme vzorec pro výpočet testové statistiky T :

T =
X̄−µ

σ√
n√

S2(n−1)
σ2

n−1

=
X̄−µ

σ√
n√
S2

σ2

= X̄ − µ
σ√
n

· σ
S

= X̄ − µ
S√
n

.

Můžeme tedy konstatovat, že platí

T = X̄ − µ0
S√
n

∼ tn−1.

Veškerý další postup je (s výjimkou použití t-rozdělení místo normovaného normálního
rozdělení) shodný s postupem uvedeným v příkladu pro Z test. P-hodnotu bychom tedy
získali z rozdělení tn−1 a v případě, že bychom stanovovali kritický obor, zvolili bychom
pro oboustrannou hypotézu tento interval:

W =
(

− ∞, tn−1; α
2

]
∪
[
tn−1;1− α

2
,∞

)
.

Co se týče ukazatele míry účinku, opět jej pojmenujeme d a vypočítáme analogicky jako
v případě Z testu podle vzorce

d = x̄− µ0

s
.
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I v tomto případě jej můžeme interpretovat jako počet směrodatných odchylek, o které
se pozorovaný průměr liší od průměru, který bychom očekávali, kdyby platila nulová
hypotéza.

Při prezentaci výsledku t-testu pro jeden výběr je vhodné uvést hodnotu testové sta-
tistiky, stupně volnosti, p-hodnotu a míru účinku. V textu by to mohlo znít například
takto:

Co se týče dimenze otevřenosti vůči zkušenosti, nemůžeme soubor dobrovolníků po-
važovat za reprezentativní. Ve srovnání s hodnotami uváděnými v testové příručce jsme
pozorovali signifikantně vyšší skóre ve skupině žen (t(49) = 2.72, p < 0.01, d = 0.38) i ve
skupině mužů (t(19) = 2.77, p < 0.05, d = 0.62), kde byl rozdíl obzvláště markantní.

Kromě t-testu pro jeden výběr se často setkáme s několika dalšími metodami podob-
ného jména. Takzvaný párový t-test neboli t-test pro dva závislé výběry (matched-
pairs t-test) de facto představuje speciální případ t-testu pro jeden výběr. Uveďme tuto
metodu na následujícím příkladu.

Zkoumáme účinky takzvané terapie tmou – techniky, kdy jedinec po dobu jednoho
týdne dobrovolně prožívá naprostou sociální i senzorickou izolaci v temné místnosti, do
které mu pravidelně nosí jídlo. Zajímá nás, jestli se nějakým způsobem pobyt podepíše
na kognitivních schopnostech klientů, kteří tuto techniku absolvují. Osmi dobrovolníkům
před pobytem ve tmě administrujeme Bourdonův test pozornosti. Krátce poté, co týden
ve tmě absolvují, jim stejný test administrujeme podruhé. Zformulujeme oboustrannou
alternativu, jelikož existují přesvědčivé argumenty pro to, že technika zlepší výkon jedince
(klienti subjektivně prožívají řadu pozitivních změn), ale i pro to, že jej zhorší (nucená
senzorická deprivace vede k velmi nepříjemným stavům a údajnému zhoršení pozornosti).

Pro každého jedince tedy máme k dispozici dvě hodnoty, každou z jednoho měření. Na
první pohled jde o odlišnou situaci než v případě t-testu pro jeden výběr. Analogii mezi
oběma metodami odhalíme ve chvíli, kdy formulujeme alternativní a nulovou hypotézu.
Očekáváme, že míra zlepšení (respektive zhoršení) výkonu v testu pozornosti se bude lišit
od nuly. Nulová hypotéza naopak říká, že toto zlepšení bude v průměru nulové. Intuitivně
k dvěma sloupcům s výsledky testů přidáme třetí sloupec, ve kterém bude rozdíl získaných
bodů, tedy počet bodů v druhém testu mínus počet bodů v prvním testu. Nazvěme jej
zlepšení a označme písmenem D. Získané hodnoty shrnuje tabulka 6.

Původní dva sloupce naměřených hodnot do výpočtu již nadále nebudou vstupovat.
Budeme pracovat pouze se sloupcem zjištěných rozdílů. Dříve než sáhneme po t-testu,
musíme přijmout předpoklad, že se jedná o náhodnou veličinu s normálním rozdělením
pravděpodobnosti, tedy D ∼ N(µD, σ

2
D). Pokud tento předpoklad můžeme přijmout, pak
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Tabulka 6: Výsledky testu pozornosti před a po absolvování terapie tmou

Klient První měření (X) Druhé měření (Y ) Zlepšení (D)
1 36 53 17
2 49 45 -4
3 51 64 13
4 60 58 -2
5 49 55 6
6 38 53 15
7 39 40 1
8 56 66 10

mezi alternativní a nulovou hypotézou

HA : µD ̸= 0, H0 : µD = 0

rozhodneme pomocí t-testu pro jeden výběr. V našem případě bychom pozorovali prů-
měrné zlepšení D̄ = 7.0 se směrodatnou odchylkou sD = 8.0 při osmi (párových) pozoro-
váních. Údaje dosadíme do vzorce pro jednovýběrový t-test:

t = D̄ − µD0
sD√

n

= 7.0 − 0
8.0√

8
= 2.47.

Z distribuční funkce Studentova t-rozdělení získáme pravděpodobnost 1 − Ft(2.47) =
0.021, kterou vynásobíme dvěma, jelikož se jedná o dvoustrannou alternativu. Hodnota
0.043 je nižší než stanovená hladina významnosti α = 0.05, můžeme tedy zamítnout
nulovou hypotézu a konstatovat, že jsme pozorovali signifikantní zlepšení ve výsledcích
testu pozornosti.

Určitá odlišnost může nastat při stanovování míry účinku. Lze zvolit klasický postup,
který jsme použili u t-testu pro jeden výběr. V našem případě tedy

d = D̄ − µD0

sD
= 7.0 − 0

8.0 = 0.875.

Mohli bychom však namítnout, jestli bylo vhodné použít směrodatnou odchylku vypočí-
tanou na sloupci zlepšení (D), která kvantifikuje rozmanitost účinku techniky. Své opod-
statnění by totiž mohla mít i směrodatná odchylka vypočítaná na hodnotách prvního
měření (X), jelikož ta vyjadřuje rozmanitost sledovaného znaku v souboru před naším
zákrokem. Pokud bychom šli touto cestou, získali bychom míru účinku

d = D̄ − µD0

sX
= 7.0 − 0

8.78 = 0.797.
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Častěji se používá první varianta. V případě, že sáhneme po druhé, je vhodné na to čtenáře
upozornit a své rozhodnutí zdůvodnit.

5.4.2 T-test pro dva nezávislé výběry a Welchův test

Řada výzkumných designů párová měření neumožňuje. Představme si třeba, že si pokládá-
me otázku, jestli se u lidí, kteří v posledním roce prodělali autonehodu, častěji vyskytují
noční můry než u lidí, kterým se nic takového nestalo. Pokud bychom chtěli použít párový
test, nejspíš bychom změřili výskyt nočních můr u skupiny lidí, kteří autonehodu nepro-
dělali, pak bychom se jim museli vloupat do garáže, poškodit brzdy na autě a za nějakou
dobu bychom provedli druhé měření. Takový design by však zřejmě žádná etická komise
neschválila. A to ještě neuvažujeme designy, které by měly za úkol srovnávat třeba muže
a ženy.

Tyto případy řeší t-test pro dva nezávislé výběry. Jak název napovídá, budeme praco-
vat s dvěma náhodnými výběry, které jsou nezávislé – musí tedy platit nejen to, že uvnitř
každého výběru jsou jednotlivá měření nezávislá, ale tato podmínka musí být splněna
napříč oběma skupinami. Typicky by se mohlo jednat o hodnoty, které jsme naměřili na
dvou skupinách (náhodně vybraných) lidí.

Kromě nezávislosti tento druh t-testu vychází z několika dalších předpokladů. Pokud
sledovanou náhodnou veličinu v prvním souboru o rozsahu n pozorování pojmenujeme X
a v druhém souboru o m pozorováních Y , pak požadujeme, aby platilo

X ∼ N(µX, σ
2), Y ∼ N(µY, σ

2).

Předpokládáme tedy, že sledované náhodné veličiny v prvním i druhém souboru mají
normální rozdělení s neznámými středními hodnotami a neznámými rozptyly. Pro rozptyly
však musí platit, že ač jejich velikost neznáme, jsou u veličin X i Y stejné.

Oboustranná alternativní a nulová hypotéza bude znít

HA : µX ̸= µY H0 : µX = µY.

Při tvorbě testové statistiky vyjdeme opět z aritmetických průměrů X̄ a Ȳ , jejichž vlast-

nosti dobře známe. Pokud jsme dodrželi všechny předpoklady, víme, že X̄ ∼ N
(
µX,

1
n
σ2
)

a Ȳ ∼ N
(
µY,

1
m
σ2
)
. Za platnosti nulové hypotézy (tedy pokud µX = µY) by pak pro

náhodnou veličinu X̄ − Ȳ platilo

X̄ − Ȳ ∼ N
(
µX − µY,

1
n
σ2 + 1

m
σ2
)

∼ N
(

0, σ2 ·
( 1
n

+ 1
m

))
.

Pokud bychom znali hodnotu parametru σ2, mohli bychom teď výklad ukončit a odkázat se
na tabulku s hodnotami normálního rozdělení, jelikož obecně normální rozdělení dokážeme
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transformovat na normované normální rozdělení odečtením střední hodnoty a vydělením
směrodatnou odchylkou. Hodnota σ2 je však neznámá a my ji potřebujeme odhadnout.
Rozptyl tradičně odhadujeme pomocí výběrového rozptylu a ani zde tomu nebude jinak.
Máme však k dispozici dva soubory, otázkou proto je, jak z nich získat jediný odhad
rozptylu.

Co by nás zřejmě napadlo jako první, a ukáže se to být velmi špatným nápadem,
je oba soubory sloučit a spočítat odhad rozptylu na všech hodnotách X a Y dohro-
mady bez ohledu na skupinu. Zádrhel je však v tom, že tento odhad rozptylu by sice
zohledňoval rozmanitost v první a v druhé skupině (což chceme), ale také rozdílnost
obou skupin (což nechceme). Představme si, že máme dva maličké soubory, každý o třech
hodnotách. V první trojici jsou hodnoty 2, 3, 4 a v druhé 102, 103, 104. Když spočítáme
výběrový rozptyl pro první a pak pro druhou skupinu, najdeme v obou případech hodnotu
1. Nejpřesnějším odhadem by byla tedy jednička. Pokud bychom však obě skupiny sloučili
(2, 3, 4, 102, 103, 104), získáme přemrštěný odhad rozptylu něco přes 3000. Je tedy zjevné,
že tento postup žalostně selhává.

Správným řešením je spočítat odhady rozptylu pro první a druhou skupinu zvlášť a
celkový odhad získat jako vážený průměr těchto odhadů. Jako váhy nepoužijeme rozsahy
souborů, ale stupně volnosti, které jsme využívali při výpočtu rozptylu, tedy n−1 a m−1.
Společný odhad rozptylu (značme S2

∗) pak spočítáme z odhadů rozptylů jednotlivých
skupin S2

X a S2
Y jako

S2
∗ = S2

X · (n− 1) + S2
Y · (m− 1)

n+m− 2 .

Je zjevné, že pokud jsou soubory stejného rozsahu, můžeme odhady rozptylu jednoduše
zprůměrovat bez vážení.

Pro společný odhad rozptylu platí S2
∗(n+m−2)

σ2 ∼ χ2
n+m−2. Zbytek úvahy je již velmi

jednoduchý a je analogií k postupu, který jsme použili při odvození jednovýběrového
t-testu. Náhodnou veličinu X̄ − Ȳ s normálním rozdělením a veličinu S2

∗ , z níž můžeme
získat rozdělení χ2

n+m−2, zkombinujeme v testové statistice T , která má Studentovo t-
rozdělení s n+m− 2 stupni volnosti. Nalezená testová statistika má tedy podobu

T = X̄ − Ȳ

S∗ ·
√

1
n

+ 1
m

∼ tn+m−2.

Test opět můžeme použít jak v případě jednostranných, tak dvoustranných alter-
nativních hypotéz. Kritický obor bychom pro dvoustrannou alternativu stanovili jako(

− ∞, tn+m−2; α
2

]
∪
[
tn+m−2;1− α

2
,∞

)
.
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Zmiňme ještě dva poznatky, které sice vyplývají z výše uvedeného, nicméně často budí
ve studentech nejistotu:

• T-test pro dva nezávislé výběry lze použít na výběry o libovolně malém rozsahu
(samozřejmě za předpokladu, že dokážeme spočítat výběrový rozptyl, tedy alespoň
dvě pozorování v každém souboru potřebujeme). Limity, na které narážíme, by se
netýkaly metody jako takové, ale spíš metodologie (tzn. může být tak malý soubor
reprezentativní?) a klesající síly testu (viz kapitola 5.5).

• Soubory, se kterými pracujeme, nemusí být nutně stejně velké. Je nicméně pravdou,
že pokud máme k dispozici například 100 měření, tak test bude spolehlivější, pokud
budou rozděleny v poměru 50 a 50 případů než třeba 90 a 10. Rozdíl však nebude
citelný vyjma případů extrémně nevyvážených skupin (například 3 a 97).

Ukazatelem míry účinku pro t-test pro dva nezávislé výběry je takzvané Cohenovo d

nesoucí jméno psychometrika a průkopníka měr účinku Jacoba Cohena. Logika tohoto
ukazatele je přesně stejná jako v předchozích případech. Spočítáme rozdíl mezi průměry
obou skupin a standardizujeme jej pomocí (společné) směrodatné odchylky S2

∗ . Vzorec
pro jeho výpočet by tedy vypadal následovně:25

d = x̄− ȳ

s∗
.

Statistické programy standardně Cohenovo d neuvádějí. Chceme-li zpětně dopočítat jeho
hodnotu, můžeme ji získat přímo ze statistiky t a rozsahů souborů n a m pomocí vztahu26

d = t ·
√

1
n

+ 1
m
.

Když jsme odvozovali t-test pro dva nezávislé výběry, předpokládali jsme kromě nezá-
vislosti jednotlivých měření také normální rozdělení náhodných veličin a to, že mají stejný
rozptyl. Poslední zmiňovanou podmínku se nám však často nedaří dodržet. Zejména tehdy,

25Aby situace nebyla tak jednoduchá, v literatuře narážíme na několik dalších variant této statistiky.
Jde zejména o způsob, jakým počítat společnou směrodatnou odchylku. Někteří autoři ji počítají podle
vzorce S∗ =

√
S2

X·(n−1)+S2
Y·(m−1)

n+m , který vede k přesnějšímu avšak vychýlenému odhadu parametru σ.
Abychom však byli konzistentní se vzorcem pro výpočet t-testu a také zbytkem tohoto textu, budeme
používat nevychýlený odhad (víc o takzvaném výběrovém a populačním rozptylu viz 4.2.2). Tu a tam

můžeme také zahlédnout vzorec S∗ =
√

S2
X+S2

Y
2 . Ten by vedl ke správnému výsledku pouze tehdy, pokud by

obě srovnávané skupiny měly stejný rozsah. Námi zvolený postup se někdy též označuje jako Cohenovo d
s Hedgeovou korekcí.

26Čtenáři nedoporučujeme pro převod t na d používat online kalkulátory. Velmi často nejsou autoři kon-
zistentní s definicí míry účinku, kterou sami uvádí, a často volí přibližné metody. Setkáváme se například
s formulí d = 2t√

n+m−2 , jejíž logiku ani původ se nepodařilo autorovi těchto skript vypátrat.
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když provádíme určitou intervenci a srovnáváme její dopad v kontrolní a experimentální
skupině, často pozorujeme zvýšení rozptylu v experimentální skupině.

Tyto nedostatky řeší Welchův test známý též pod názvem t-test pro dva nezá-
vislé výběry bez předpokladu stejných rozptylů. Při jeho odvození vyjdeme z velmi
podobných předpokladů jako u t-testu pro dva nezávislé výběry:

X ∼ N(µX, σ
2
X), Y ∼ N(µY, σ

2
Y).

Rozdíl je pouze v tom, že nemusí nutně platit tvrzení σ2
X = σ2

Y, tedy náhodné veličiny
v jedné a druhé skupině mohou být různě variabilní. Testovou statistiku opět odvodíme

z rozdílů aritmetických průměrů, pro které platí X̄ ∼ N
(
µX,

1
n
σ2

X

)
a Ȳ ∼ N

(
µY,

1
m
σ2

Y

)
.

Budeme-li předpokládat platnost nulové hypotézy (H0 : µX = µY), pak zjistíme, že

X̄ − Ȳ ∼ N
(
µX − µY,

1
n
σ2

X + 1
m
σ2

Y

)
∼ N

(
0, σ

2
X

n
+ σ2

Y

m

)
.

Stejně jako v minulém případě z rozdílu průměrů a odhadu jejich rozptylu vytvoříme
testovou statistiku, která má Studentovo t-rozdělení s ν stupni volnosti:

T = X̄ − Ȳ√
S2

X
n

+ S2
Y

m

∼ tν .

Určitou komplikací je stanovení počtu stupňů volnosti ν. Používáme k tomu poměrně
krkolomný odhad

ν =

(
S2

X
n

+ S2
Y

m

)2

(
S2

X
n

)2

n−1 +

(
S2

Y
m

)2

m−1

.

Dále pracujeme s Welchovým testem stejným způsobem jako s t-testem pro dva nezávislé
výběry.

Welchův test není tak populární jako t-test. Důvody nejsou zcela jasné – za dodržení
všech předpokladů je sice t-test zanedbatelně silnější, Welchův test je však robustnější a
není svázán často porušovanou podmínkou stejných rozptylů. Řada statistiků se přiklání
k názoru, že Welchův test by měl být testem první volby a t-test jen speciálním případem,
který používáme tehdy, když si jsme jistí shodou rozptylů (nebo když máme stejně rozsáhlé
soubory – tehdy není ani t-test ovlivněný rozdílnými rozptyly). Ve skutečnosti má Welchův
test ještě jeden nedostatek, který se však v praxi nijak neprojevuje. Na rozdíl od t-testu
se jedná o přibližný test a nalezená p-hodnota není matematicky zcela přesná.

V případě, že bychom chtěli uvést míru účinku pro rozdíl mezi průměry dvou nezávis-
lých výběrů s rozdílnými rozptyly, můžeme opět použít Cohenovo d. Můžeme se tím však
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dopustit určitého zkreslení, jelikož při výpočtu předpokládáme shodu rozptylů. Vhodnou
alternativou by mohla být statistika s názvem Glassova ∆ (delta). Logika tohoto ukaza-
tele i jeho interpretace je stejná jako u Cohenova d, místo společné směrodatné odchylky
však použijeme směrodatnou odchylku z jediné skupiny, obvyklé té, kterou označujeme
za kontrolní (tedy SY). Vzorec pro výpočet by tedy vypadal následovně:

∆ = X̄ − Ȳ

SY
.

5.4.3 Test rozptylu a F test

Ne vždy nás zajímají pouze střední hodnoty náhodných veličin, s nimiž pracujeme. Některé
hypotézy, které při výzkumu formulujeme, se týkají dalších charakteristik náhodných
veličin. V této kapitole se seznámíme s případy, jak testovat hypotézy týkající se rozptylu
náhodných veličin s normálním rozdělením.

Začněme od poměrně prostého případu, kdy chceme rozhodnout, jestli má náhodná
veličina X rozptyl roven nějaké stanovené hodnotě σ2

0. Pracovali bychom tedy s následující
alternativou a nulovou hypotézou:

HA : σ2 ̸= σ2
0, H0 : σ2 = σ2

0,

kde σ2 je parametr náhodná veličiny X ∼ N(µ, σ2). Testovou statistiku odvodíme z vý-
běrového rozptylu S2 = 1

n−1
∑2

i=1(Xi − X̄)2. V kapitole 4.3.1 jsme došli k poznatku,
že výběrový rozptyl za daného předpokladu po vynásobení stupni volnosti a vydělení
skutečným rozptylem má rozdělení χ2

n−1. Rozdělení χ2 je nám známé a hodnoty jeho
distribuční funkce jsou k dispozici. Jako testovou statistiku V tedy můžeme použít tvar

V = S2(n− 1)
σ2

0
∼ χ2

n−1.

Pro výpočet p-hodnoty bychom použili rozdělení χ2 a kritické obory bychom stanovili

jako
(
0, χ2

n−1; α
2

]
∪
[
χ2

n−1;1− α
2
,∞

)
.

Tento test nejspíš nevyužijeme příliš často, zmiňujeme jej spíše pro úplnost. Sáhli
bychom po něm třeba tehdy, když bychom si kladli otázku, jestli žáci základní školy pro
nadané děti mají stejně rozmanité IQ jako běžná populace (tedy σ0 = 15). Za ukazatel
míry účinku bychom mohli zvolit poměr pozorované směrodatné odchylky a očekávané
směrodatné odchylky, tedy S

σ0
.

Mnohem častěji narážíme na problém, kdy chceme srovnat rozptyly u dvou nezávislých
náhodných výběrů. Za předpokladu, že náhodné veličiny, s nimiž pracujeme, mají normální
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rozdělení, můžeme použít Fisherův F test. Při konstrukci testové statistiky vyjdeme
z výběrových rozptylů S2

X a S2
Y (písmeny X a Y značme náhodné veličiny v prvním a

druhém výběru o rozsazích n a m). Nulová hypotéza, jejíž platnost budeme testovat, a
oboustranná alternativa by zněly

HA : σ2
X ̸= σ2

Y H0 : σ2
X = σ2

Y.

Na rozdíl od testů střední hodnoty se však nebudeme tázat, o kolik se od sebe rozptyly
liší, ale kolikrát je jeden větší (menší) než ten druhý. K dispozici máme dvě nezávislé
náhodné veličiny, které mají rozdělení χ2. Vrátíme-li se ke kapitole 2.7, kde shrnujeme
spojitá rozdělení pravděpodobnosti, zjistíme, že vhodným kandidátem pro rozdělení tes-

tové statistiky je Fisherovo F rozdělení definované jako χ2
ν/ν

χ2
φ/φ

. Podobu testové statistiky

získáme tak, že do této definice dosadíme veličiny VX a VY (viz výše):

F =
χ2

ν

ν
χ2

φ

φ

=
VX

n−1
VY

m−1
=

S2
X

(n−1)
σ2

n−1
S2

Y
(m−1)

σ2
m−1

= S2
X

S2
Y

∼ Fn−1,m−1.

Zjistili jsme tedy, že podíl dvou nezávislých výběrových rozptylů má rozdělení F. Testová
statistika bude mít proto nezvykle jednoduchý tvar

F = S2
X

S2
Y

∼ Fn−1,m−1.

Pro stanovení p-hodnoty bychom tedy využili F rozdělení s n− 1 a m− 1 stupni volnosti
(pořadí stupňů volnosti nejde zaměnit, první hodnota vždy patří k čitateli a druhá ke
jmenovateli). Kritický obor pro oboustrannou alternativu má tvar W = (0, Fn−1,m−1; α

2
] ∪

[Fn−1,m−1;1− α
2
,∞).

Pro F test se běžně neuvádí žádný ukazatel míry účinku. Důvodem může být to, že
tento test samostatně využíváme jen zřídka – ke slovu častěji přichází při práci s lineárními
modely, které mají vlastní míry účinku. Pokud nutně nějaký ukazatel míry účinku potře-
bujeme, můžeme použít samotnou statistiku F (tzn. poměr rozptylů) nebo její odmocninu
(poměr směrodatných odchylek), což je pro člověka zřejmě intuitivnější varianta.

V řadě textů najdeme doporučení používat F test při rozhodování mezi t-testem pro
dva nezávislé výběry a Welchovým testem. Logika by byla taková, že když pomocí F testu
zamítneme hypotézu o shodě rozptylů, sáhneme po Welchově testu, pokud k zamítnutí
nedojde, použijeme t-test. Navzdory tradici tento postup nelze čtenáři paušálně doporu-
čit, a to hned ze dvou důvodů. První je ten, že F test je mimořádně náchylný na porušení
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předpokladu normálního rozdělení (vzpomeňme, jak citlivě reaguje rozptyl na přítom-
nost outlierů). Tento problém by bylo možné překonat pomocí o poznání robustnějšího
Leveneova testu (viz 5.4.5). Závažnější je však námitka pramenící ze samotné logiky tes-
tování nulových hypotéz. F test nám dá odpověď buď „v rozptylech existuje rozdíl“, nebo
„nevíme“. Odpověď „nevíme“ bychom tedy chápali jako důkaz o shodě rozptylů, který
ospravedlňuje použití t-testu. Jak moc se tento postup příčí logice, necháme na posou-
zení samotného čtenáře, pravdou však je, že řada simulačních studií dochází k závěru, že
v případě nejistoty je nejlepší cestou neprovádět F test, ale sáhnout rovnou po Welchově
testu.

5.4.4 Testy korelačního koeficientu

Výzkumné hypotézy se často týkají nejen rozdílů mezi skupinami, ale i souvislostí mezi
sledovanými veličinami. Můžeme třeba zkoumat, jestli s počtem ujetých kilometrů volí
řidič bezpečnější styl jízdy, jestli se větší emoční stabilita promítne na polygrafu nižší
tělesnou reakcí na stresor, nebo jestli děti, které konzumují více cukru, mají větší problémy
udržet pozornost.

Míru závislosti mezi dvěma kvantitativními znaky jsme se v kapitole 3.7.2 naučili
vyčíslit pomocí Pearsonova korelačního koeficientu. Budeme-li měření opakovat, zjistíme,
že odhad korelačního koeficientu náhodně kolísá, a bezesporu tedy jde o náhodnou veličinu,
která má určité rozdělení pravděpodobnosti. Toto rozdělení nepatří mezi žádné z nám
důvěrně známých rozdělení, existují však hned dva způsoby, jak jej na známé rozdělení
transformovat.

První a nejčastěji používanou metodou je test korelačního koeficientu pomocí
t-distribuce. Mějme nulovou hypotézu H0 : ρ = 0 a alternativu HA : ρ ̸= 0, kde ρ

představuje skutečnou hodnotu korelačního koeficientu náhodných veličin. Za platnosti
nulové hypotézy a předpokladu normálního rozdělení sledovaných veličin platí vztah

T = R√
1 −R2

√
n− 2 ∼ tn−2.

Pearsonův korelační koeficient naměřený na n párech hodnot můžeme tedy převést na
statistiku T , která má Studentovo t-rozdělení s n−2 stupni volnosti. Toto tvrzení bohužel
s našimi znalostmi neumíme dokázat.

Všimněte si, že k výpočtu p-hodnoty stačí (kromě tabulek) jen znalost Pearsonova
korelačního koeficientu r a rozsahu souboru n. Díky tomu bychom mohli rovnou tabelovat
kritické hodnoty pro hodnotu r při daném rozsahu souboru, čehož se před nástupem
počítačů hojně využívalo. Kritický obor pro dvoustrannou hypotézu můžeme stanovit
jako W = (−∞, tn−2; α

2
] ∪ [tn−2;1− α

2
,∞).
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Pearsonův korelační koeficient sám o sobě splňuje požadavky pro míru účinku. Pří-
padně jej můžeme převést na takzvaný koeficient determinace, který vypočítáme jako
druhou mocninu korelačního koeficientu, tedy r2. Tento ukazatel má poměrně elegantní
definici – značí procento rozptylu, které spolu korelované veličiny sdílejí. Jeho hodnota
může pochopitelně kolísat od 0 do 1.

Výše uvedené poznatky platí beze změny i pro bodově-biseriální korelační koeficient,
který počítáme na jedné dichotomické a jedné metrické proměnné. Na stejný problém
se tak můžeme dívat ze dvou úhlů – jako na rozdíl mezi dvěma skupinami nebo jako
na souvislost mezi dvěma proměnnými. Stejnou hypotézu tedy můžeme ověřovat pomocí
dvou statistických testů využívajících rozdělení t – t-testu pro dva nezávislé výběry a
testu Pearsonova korelačního koeficientu. Hodnota t i z ní odvozená p-hodnota bude pro
oba případy stejná. Z toho plyne zajímavý postřeh a to, že t, r a Cohenovo d můžeme
mezi sebou volně převádět27.

Prezentujeme-li výsledky testu Pearsonova korelačního koeficientu pomocí statistiky
T , obvykle uvádíme jen hodnotu r, stupně volnosti a p-hodnotu. Například: Obě vedlejší
škály dotazníku jsou silně korelované, r(48) = 0.71, p < 0.001.

Druhá metoda testování významnosti Pearsonova korelačního koeficientu využívá Fi-
sherovu transformaci r na z (anglicky r-to-z transformation). Tato transformace nám
umožňuje převést náhodnou veličinu R na veličinu Z s normálním rozdělením dle vztahu

Z = 1
2 ln

1 +R

1 −R
∼ N

(
1
2 ln

1 + ρ

1 − ρ
,

1
n− 3

)
,

kde ln označuje přirozený logaritmus. V případě, že platí nulová hypotéza (tedy ρ0 = 0),
pak má veličina Z rozdělení

Z ∼ N

(
0, 1
n− 3

)
.

Z tohoto vztahu snadno odvodíme testovou statistiku U :

U = Z√
1

n−3

= Z
√
n− 3 ∼ N(0, 1),

z níž získáme p-hodnotu pomocí distribuční funkce normovaného normálního rozdělení.
27Pro převod t na r, lze využít vztahu r = t/

√
t2 + n − 2, kde n je počet všech pozorování. Z ekviva-

lence obou testů plyne ještě jeden poznatek. Vzpomeňme si, že t-test pro dva výběry byl zatížen kromě
předpokladu normality i předpokladem shody rozptylů mezi skupinami. Tímto předpokladem je vázán
i test Pearsonova korelačního koeficientu, ač se o tom příliš často nemluví a obecně tento přepoklad
bývá přehlížen. Jde o takzvaný předpoklad homoskedasticity, který říká, že s měnící se hodnotou jedné
korelované proměnné se nesmí měnit rozptyl druhé proměnné.
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Test pomocí Fisherovy transformace je jen přibližný. Náhodná veličina Z nemá zcela
přesně normální rozdělení, s rostoucím rozsahem výběru se k němu však přibližuje. Pro
malé soubory a v případech, kdy se korelační koeficient přibližuje k (plus či mínus) jed-
ničce, je test příliš konzervativní28 a nedaří se mu odhalit porušení nulové hypotézy. Ob-
vykle proto dáváme přednost testu pomocí t-distribuce. Výjimkou jsou dva případy. Jed-
ním je situace, kdy nulová hypotéza neočekává nulovou hodnotu korelačního koeficientu,
ale nějaké jiné číslo (například H0 : ρ = 0.5, obecně ρ = ρ0). Z výše uvedeného snadno
odvodíme obecný vzorec testové statistiky, která má za platnosti nulové hypotézy opět
normované normální rozdělení:

U = (Z − z0)
√
n− 3 ∼ N(0, 1),

kde Z je nalezený korelační koeficient převedený pomocí Z transformace a z0 = 1
2 · ln1+ρ0

1−ρ0
.

Druhým případem je srovnání dvou korelačních koeficientů získaných ze dvou
nezávislých náhodných výběrů o rozsazích n a m. Postup je takový, že oba koeficienty
převedeme na náhodné veličiny Z1 a Z2 pomocí Fisherovy transformace. Jelikož veličiny
jsou nezávislé a pochází z normálních rozdělení se známými rozptyly a (za platnosti nulové
hypotézy) shodnými středními hodnotami, pak pro testovou statistiku U platí29

U = Z1 − Z2√
1

n−3 + 1
m−3

∼ N(0, 1).

Velkou slabinou této metody je její malá síla. Představme si situaci, kdy máme dvě skupiny
o rozsazích 20 a 15 měření, u kterých jsme pozorovali korelační koeficienty 0.2 a 0.7. Řekli
bychom, že se jedná o poměrně velký rozdíl nalezený na souborech o nezanedbatelných
rozsazích. Po převedení na statistiky Z (Z1 = 0.20, Z2 = 0.87) a dosazení do vzorce pro
výpočet testové statistiky získáme hodnotu U = 1.76 a p = 0.08. Nulovou hypotézu tedy
nebudeme moci zamítnout.

Výše uvedené poznatky platí pro Pearsonův korelační koeficient i pro bodově-biseriální
korelační koeficient. V případě koeficientu ϕ testujeme významnost vztahu pomocí testu
nezávislosti, viz kapitola 5.6.2.

5.4.5 Analýza rozptylu při jednoduchém třídění

Vraťme se k situaci popisované v kapitole o t-testu pro dva nezávislé výběry. Srovná-
vali jsme nezávislé náhodné veličiny, u kterých jsme předpokládali normální rozdělení se

28Obecně pojmem konzervativní test označujeme takové testy, které nezamítají nulovou hypotézu,
přestože zde existují poměrně přesvědčivé důkazy o její neplatnosti. Tyto testy mají malou statistickou
sílu, tedy i větší pravděpodobnost chyby druhého druhu (viz kapitola 5.5).

29Některé programy, například STATISTICA, odvozují p-hodnotu z t-rozdělení s n + m − 4 stupni
volnosti, nikoli z normálního rozdělení, aby dosáhly přesnější aproximace.
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stejnými rozptyly σ2. Pracovali jsme se dvěma soubory a sledovanou charakteristiku jsme
v jedné skupině označili X a v druhé Y . Co kdybychom však do studie zahrnuli víc (k > 2)
skupin a tázali se, jestli sledované veličiny mají různé střední hodnoty? Náš předpoklad
by zněl

X1 ∼ N(µ1, σ
2), X2 ∼ N(µ2, σ

2), . . . , Xk ∼ N(µk, σ
2)

a nulová hypotéza by se spolu s alternativou změnila do podoby

H0 :µ1 = µ2 = · · · = µk,

HA :µi ̸= µj pro alespoň jednu libovolnou kombinaci různých i a j.

T-test pro dva nezávislé výběry bychom obvyklým způsobem využít nemohli.

Řešení, které čtenáře pravděpodobně okamžitě napadlo, je provést sérii
(

k
2

)
t-testů,

a otestovat tak rozdíly mezi všemi možnými dvojicemi skupin. Toto řešení skrývá ve své
jednoduchosti jednu velkou slabinu. Při každém testování nulové hypotézy existuje pravdě-
podobnost (α, většinou 5 %), že zamítneme nulovou hypotézu, přestože je ve skutečnosti
pravdivá. V našem případě by to znamenalo, že odhalíme statisticky významný rozdíl
mezi dvěma veličinami, které mají ve skutečnosti stejné střední hodnoty. Pokud každé
srovnání, co provádíme, má za platnosti nulové hypotézy 5% pravděpodobnost selhání,
pak naši celkovou hypotézu µ1 = µ2 = · · · = µk netestujeme na 5% hladině významnosti,
ale na mnohem vyšší hladině.

Při malém počtu srovnání není rozdíl tak markantní, ale kdybychom srovnávali 10

skupin, a provedli tedy
(

10
2

)
= 45 statistických testů, pak by (za předpokladu vzájemně

nezávislých testů) byla výsledná hladina α rovná 1 − (1 − 0.05)45 .= 0.90, což by bezpečně
pohřbilo věrohodnost závěrů naší studie.

Existují nejméně dvě cesty, jak tento problém řešit. První je použití korekce. Lo-
gika by byla taková, že pokud víme, jaká je maximální míra, do které hladina α mohla
vzrůst v důsledku mnohonásobného testování, pak by stačilo původní hodnotu α vhod-
ným způsobem snížit, aby bylo garantováno, že nepřeroste nějakou cílovou mez (obvykle
5 %). Korekcí, které lze použít, byla v literatuře popsána řada, nejčastěji se však setkáme
s nejtvrdší z nich – s Bonferroniho korekcí. Bonferroniho korekce spočívá v tom, že
zamýšlenou hladinu α vydělíme počtem dílčích testů statistických hypotéz, které prová-
díme. Pokud bychom tedy chtěli na 5% hladině významnosti ověřit hypotézu, jestli se
některé dvě náhodné veličiny vzájemně liší, pak bychom jednotlivé testy prováděli na

hladině α = 0.05/
(

k
2

)
= 0.05/45 = 0.001̄.30

30Někdy se korekce uplatňuje vynásobením p-hodnot místo vydělením hladiny α. Oba postupy jsou
ekvivalentní, jen při úpravě p-hodnot si musíme dát pozor, abychom neuvedli, že p > 1.000, jelikož by šlo
o nesmyslné tvrzení. Pokud nám toto vyjde, uvádíme p = 1.000
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Bonferroniho korekci bychom však měli považovat za krajní řešení. Jejím největším
problémem je to, že s narůstajícím počtem testovaných hypotéz neadekvátně roste její
síla, takže při velkém množství testů dílčích nulových hypotéz spolehlivě zlikviduje šanci
kteroukoli z nich zamítnout, třebaže neplatí. Od určitého množství dílčích testů, se tak
stává Bonferroniho korekce nepoužitelná, pokud vztahy, které ověřujeme, nejsou skutečně
silné. I přesto je vhodné tento nástroj mít v arzenálu statistických metod, jelikož v řadě
situací nenajdeme jinou cestou, než se k této poněkud konzervativní korekci uchýlit. Vý-
hodou Bonferroniho korekce je totiž to, že je zcela univerzální – nezáleží na tom, z jakých
testů jsme p-hodnoty získali, jde jen o to, kolik jich bylo.31

Situace, kdy srovnáváme střední hodnoty k náhodných veličin, má však za výše uvede-
ných předpokladů ještě jedno o mnoho elegantnější řešení, a tím je analýza rozptylu při
jednoduchém třídění32 (zkráceně ANOVA z anglického analysis of variance). Analýza
rozptylu zkoumá rozdíly ve středních hodnotách náhodných veličin, jak název napovídá,
pomocí srovnání odhadů rozptylu. Používá k tomu nápaditý trik. Hodnotu rozptylu σ2

totiž můžeme odhadnout dvěma vzájemně nezávislými způsoby.
Jednak lze použít cestu, kterou již známe z kapitoly o t-testu pro dva nezávislé vý-

běry. Vypočítáme výběrový rozptyl pro každou skupinu pozorování zvlášť a tyto hodnoty
(S2

1 , S
2
2 , . . . , S

2
k) zprůměrujeme pomocí váženého průměru, kde jako váhy použijeme stupně

volnosti. Získaný odhad S2
u, který se tradičně nazývá chybový rozptyl nebo rozptyl

uvnitř skupin, získáme jako

S2
u = 1

n− k

k∑
j=1

(nj − 1)S2
j = 1

n− k

k∑
j=1

nj∑
i=1

(Xji − X̄j)2,

kde nj jsou rozsahy jednotlivých skupin a n je celkový rozsah souboru.
K výpočtu druhého odhadu rozptylu využijeme naši znalost toho, že rozptyl průměru

X̄ z n náhodných veličin je n-krát menší než rozptyl původní náhodné veličiny X. Pokud
by tedy všechny skupiny byly stejně velké (nj), stačilo by z k naměřených průměrů spočítat
výběrový rozptyl a ten vynásobit číslem nj. Opět získáme nestranný odhad rozptylu
náhodné veličiny X. Tentokrát jej nazvěme rozptyl mezi skupinami a značme S2

m.
Pokud skupiny nejsou stejně velké, nebudeme rozsahem skupiny násobit výsledný rozptyl,

31Za zmínku stojí i Holmova korekce, která je stejně účinná jako korekce Bonferroniho a zároveň je
šetrnější k síle testu. Pokud je naše hypotéza složená z s dílčích hypotéz, pak nejmenší získanou p-hodnotu
budeme srovnávat s hladinou α

s , druhou nejmenší s hladinou α
s−1 , třetí nejmenší s α

s−2 až po nejvyšší
p-hodnotu, kterou srovnáváme s hodnotou α. Pokud zamítneme libovolnou z dílčích nulových hypotéz,
pak zamítáme i celkovou nulovou hypotézu.

32Jednoduchým tříděním se rozumí to, že pozorování rozdělujeme na základě jediného faktoru – kvalita-
tivní proměnné. V budoucnu zjistíme, že pod hlavičkou analýzy rozptylu bychom mohli ověřovat mnohem
komplexnější hypotézy, v nichž by svou roli hrálo více faktorů. S těmito postupy se ale seznámíme až
v kontextu obecných lineárních modelů.
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Tabulka 7: Tabulka pro výpočet analýzy rozptylu

Zdroj rozptylu Součet čtverců
(SČ)

Stupně volnosti
(s.v.)

Střední čtverec
(S2) F

Mezi skupinami ∑k
j=1 nj(X̄j − X̄)2 k − 1 SČm

s.v.m

S2
m

S2
u

Uvnitř skupin ∑k
j=1

∑nj

i=1(Xji − X̄j)2 n− k SČu

s.v.u

Celkový ∑k
j=1

∑nj

i=1(Xji − X̄)2 n− 1

ale každý sčítanec zvlášť:

S2
m = 1

k − 1

k∑
j=1

nj(X̄j − X̄)2.

Máme tedy k dispozici dva nezávislé odhady parametru σ2: S2
m a S2

u. První z nich má k−1
stupňů volnosti a druhý n− k. Mezi oběma odhady je ještě jeden zásadní rozdíl: zatímco
chybový rozptyl není závislý na platnosti nulové hypotézy, tak rozptyl mezi skupinami se
zvětšuje s tím, jak moc se různí hodnoty µj.

Další postup je velmi snadný. Jelikož víme, že oba odhady rozptylů jsou nezávislé33,
a jelikož známe jejich stupně volnosti, můžeme jejich shodu porovnat pomocí F testu,
s nímž jsme se seznámili v kapitole 5.4.3:

F = S2
m

S2
u

∼ Fk−1,n−k.

Při analýze rozptylu pracujeme vždy s jednostrannou hypotézou. Nízké hodnoty testové
statistiky by totiž znamenaly, že průměry X̄1, X̄2, . . . , X̄k jsou ještě méně rozmanité, než
bychom čekali, což zcela jistě nelze interpretovat jako porušení nulové hypotézy. Kritický
obor stanovíme jako W = [Fk−1,n−k;1−α,∞).

Výpočet analýzy rozptylu se často provádí pomocí tabulky, do které zapisujeme zvlášť
součty čtverců (SČ) a jejich stupně volnosti a následně jejich podíl, tedy odhad rozptylu,
který se v terminologii ANOVy někdy nazývá střední čtverec. Kromě odhadu uvnitř sku-
pin a mezi skupinami můžeme pracovat s celkovým rozptylem, který bychom získali jako
výběrový rozptyl vypočítaný ze všech n pozorování bez ohledu na skupinu. Celkový roz-
ptyl do výpočtu nevstupuje, ale můžeme si s jeho pomocí ušetřit výpočet jednoho ze
zbývajících dvou odhadů rozptylu (viz níže uvedené vztahy). Výpočet analýzy rozptylu
shrnuje tabulka 7.

33Což mimochodem není triviální poznatek, důkaz tohoto tvrzení však překračuje úroveň znalostí
prezentovaných v tomto textu.
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Index j pojmenovává skupinu a i jednotlivá měření uvnitř této skupiny. Pro statistiky
v tabulce platí tyto vztahy:

SČc = SČm + SČu, s.v.c = s.v.m + s.v.u,

X̄ = 1
n

k∑
j=1

nj∑
i=1

Xji, X̄j = 1
nj

nj∑
i=1

Xi.

ANOVA při jednoduchém třídění představuje zobecnění t-testu pro dva nezávislé vý-
běry. Je tedy stejně silná a zatížená stejnými předpoklady. Problematický může být před-
poklad stejného rozptylu u všech srovnávaných náhodných veličin, jelikož jeho platnost
často nemůžeme garantovat a jeho zanedbání by mohlo vést k značnému zkreslení vý-
sledků. Pomoci nám může opět Welchův test, který je možné zobecnit na více nezávislých
výběrů – můžeme jej pak označovat jako Welchovu ANOVu. Pro tuto variantu Wel-
chova testu platí totéž, co jsme o této metodě zmiňovali v kapitole 5.4.2. Přesný postup
výpočtu Welchova testu pro více výběrů zde nebudeme popisovat, většina statistických
programů jej však poskytuje.

Ač nedoporučujeme svěřit rozhodování o tom, jestli je vhodné použít ANOVu nebo
její Welchovu obdobu, do rukou jiného statistického testu, který ověří hypotézu o rozdí-
lech rozptylů mezi skupinami, dvě metody, které tuto hypotézu testují, zmiňme. První je
zobecněním F testu s názvem Bartlettův test homogenity rozptylů.34 Při dodržení
předpokladu normálního rozdělení je Bartlettův test velmi citlivý, již při malém porušení
předpokladů však selhává, není proto často využíván.

Ve srovnání s Bartlettovým testem je o mnoho robustnější Leveneův test. Opět
jde o metodu, která ověřuje nulovou hypotézu o shodě rozptylů více náhodných veličin
(H0 : σ2

1 = σ2
2 = . . . = σ2

k). Metoda je ve skutečnosti jen chytrou adaptací ANOVy.
Před samotným výpočtem od každé naměřené hodnoty (Xji) odečteme průměr skupiny,
ze které toto měření pochází (X̄j), a z tohoto rozdílů získáme absolutní hodnotu (Zji).
Tedy

Zji = |Xji − X̄j|.

Na takto transformovaných hodnotách provedeme analýzu rozptylu (nebo t-test v případě
dvou skupin).

Leveneův test je v praxi hojně používaný kvůli své robustnosti. Z pohledu statistika
se však jedná o poměrně obskurní postup. Zamyslíme-li se nad konstrukcí testu hlouběji,
zjistíme, že kvůli transformaci, kterou s měřeními provádíme, ztrácíme nezávislost jednot-
livých hodnot uvnitř každé skupiny. Automaticky tak porušujeme jeden z nejzásadnějších

34Nezaměňujte s Bartlettovým testem sféricity, který testuje rozdíl mezi korelační maticí a jednotkovou
maticí (tedy čtvercovou maticí, která obsahuje kromě diagonály s jedničkami samé nuly).

121



předpokladů statistických testů. Jak se zdá, i přes tuto vadu na kráse metoda poskytuje
důvěryhodné výsledky.

Analýza rozptylu překonává problém zvýšení hladiny α v důsledku mnohonásobného
testování. Pokud však po provedení ANOVy zamítneme nulovou hypotézu, nedostaneme
odpověď na to, které dvojice náhodných veličin se svými středními hodnotami liší. Potře-
bovali bychom metodu, která identifikuje statisticky významné rozdíly a zároveň citlivě
koriguje nepřesnost vzniklou v důsledku mnohonásobného testování. Nejčastěji k tomu
používáme dva testy – Tukeyho test a Scheffého test. Obecně těmto metodám říkáme
post hoc testy nebo testy párového srovnání. Princip obou těchto metod přesahuje
rozsah tohoto kurzu. Zmiňme však hlavní rozdíly v jejich užití.

Tukeyho HSD test (honest significant difference) byl původně odvozen pouze pro si-
tuace, kdy všechny skupiny mají stejné rozsahy. V případě různých rozsahů se při každém
párovém srovnání používal menší rozsah z obou skupin. Statistické programy však ob-
vykle nabízejí i variantu pro nestejné rozsahy (někdy pod názvem Tukey-Kramerův test).
Tukeyho test je při malém počtu srovnávaných skupin35 velmi silný. S jejich rostoucím
počtem však svou citlivost ztrácí a při opravdu velkém počtu skupin již nepřináší žádný
užitek, jelikož (podobně jako Bonferroniho korekce) nezamítne prakticky žádnou nulovou
hypotézu bez ohledu na její platnost.

Scheffého test je slabší než test Tukeyho. Jeho korekce však vychází z poněkud jiné
logiky. Scheffé dokázal, že s rostoucím počtem srovnávaných skupin (respektive úrovní
nezávisle proměnné) je sice nutné korigovat nalezené výsledky čím dál tím přísněji, to
však neznamená, že při astronomickém počtu srovnání musíme být nekonečně přísní a
nezamítat žádnou nulovou hypotézu. Je zde určitá hranice, kterou naše zpřísňování nikdy
nemusí přesáhnout. Tuto hranici Scheffého test využívá a bez ohledu na počet skupin
počítá s tím, že budeme provádět nekonečno párových srovnání. Při malém počtu srov-
návaných skupin je to spíš na škodu, ale s jejich rostoucím počtem Scheffého test překoná
ostatní metody párového srovnání.

Pro úplnost zmiňme, že Scheffého test do svého nekonečna možností, s nimiž počítá,
zahrnuje i testy kontrastů, tedy libovolných kombinací srovnávaných středních hodnot. Na
rozdíl od Tukeyho nám tedy dává možnost zkoumat hypotézy jako třeba µ1 +µ2 = µ3 +µ4

nebo 0.3µ1+0.7µ3 = µ2 (zbývající nekonečno možných lineárních kombinací nechť si čtenář
představí sám). Testy těchto hypotéz nazýváme testy kontrastů, obvykle je však v praxi
nevyužijeme.36

35Zdůrazněme, že to, na čem záleží při výběru post-hoc testu, je počet skupin (k), nikoli počet pozo-
rování (n), což nesmyslně studenti často u zkoušky tvrdí.

36Zmiňme ještě jeden post hoc test, který se často objevuje ve statistických programech, a tím je Fishe-
rův LSD test (least significant difference). Navzdory názvu výpočet tohoto testu nezahrnuje konzumaci
psychotropních látek. Jedná se o sérii dvouvýběrových t-testů, jen s tím rozdílem, že pro odhad směro-
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Nepříjemnou vlastností ANOVy a post hoc testů je to, že se můžeme dostat do situace,
kdy ANOVA zamítne nulovou hypotézu, post hoc test však nenajde signifikantní rozdíl
v žádném párovém srovnání. Signifikantní rozdíl zde sice existuje, ale pravděpodobně
je skryt v některém z kontrastů. Dobrou zprávou je to, že je zcela přípustné nejprve
provést Tukeyho test i Scheffého test, a teprve pak si vybrat, výsledky které metody
budeme prezentovat. Tento postup ospravedlňuje ANOVA, kterou před použitím post
hoc testů musíme provést. Pochopitelně opačná situace se stát nemůže, jelikož post hoc
testy neprovádíme, pokud pomocí ANOVy nulovou hypotézu nezamítneme.

5.4.6 Ověření předpokladů a testy normality

Čím přísnějšími podmínkami test statistické významnosti svážeme, tím citlivější na po-
rušení nulové hypotézy se metoda stává. Toto je obecná pravda, s jejíž platností jsme se
mohli seznámit v minulých kapitolách – například t-test pro dva nezávislé výběry je o něco
citlivější než Welchův test, obě metody totiž odlišuje podmínka stejných rozptylů v obou
skupinách, které je Welchův test zproštěn. Jednu podmínku mají všechny parametrické
testy, s nimiž jsme se seznámili, společnou: předpokládají, že zkoumané náhodné veličiny
mají normální rozdělení.

Podmínka normality je ztrátou a zároveň přínosem. Parametrické testy se díky ní mo-
hou chlubit velkou statistickou sílou, tedy schopností citlivě detekovat porušení nulové
hypotézy. Na druhou stranu z přísně matematického pohledu parametrická statistika fun-
guje jen a pouze tehdy, když rozdělení zkoumané veličiny odpovídá bez nejmenší odchylky
tomu, pro které bylo odvozeno.

Znamená to tedy, že bychom měli zavrhnout postupy parametrické statistiky kdy-
koli nemůžeme garantovat nepřítomnost byť nepatrné odchylky od normálního rozdělení?
V praxi tomu tak není. Málokdo by asi prohlásil, že je neakceptovatelné použít t-test,
jelikož kvůli tvaru rozdělení zkoumané veličiny chybně zamítá platnou nulovou hypotézu
v 5.1 % případů místo 5 %, které jsme požadovali. Otázky, před kterými stojíme a které
bohužel nemají jednoznačnou odpověď, znějí: Jak velké selhání testu ještě můžeme tole-
rovat? Jak moc se může rozdělení náhodné veličiny lišit od normálního? Jak poznám, do
jaké míry se rozdělení mé náhodné veličiny odlišuje od normálního rozdělení? Nastiňme
několik úvah a postupů, které nám pomohou se v tomto tématu zorientovat.

Dříve, než budeme pátrat po tom, kolik toho parametrický test snese, připomeňme
koncept centrálního limitního teorému (viz kapitola 2.7.3), který je zde klíčový. Centrální
limitní teorém říká obecně to, že když vezmeme n nezávislých náhodných veličin, které
mohou mít bezmála libovolná rozdělení pravděpodobnosti, pak jejich součet se bude nor-

datné odchylky je použit vážený průměr odhadů rozptylů ze všech skupin, ne jen z těch dvou, s nimiž je
srovnání prováděno. Problém nárůstu hladiny α v důsledku mnohonásobného testování tento test však
nijak neřeší.
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málnímu rozdělení přibližovat o poznání více, než se přibližovala rozdělení jednotlivých
náhodných veličin. S rostoucím n tato podobnost poroste a při jeho obrovských hod-
notách bude vzniklé rozdělení pravděpodobnosti k nerozeznání od normálního rozdělení.
Když prolistujeme poslední stránky skript, zjistíme, že testy, které jsme probírali, nepra-
cují s jednotlivými měřeními, ale se statistikami (s průměrem a směrodatnou odchylkou),
nejsme tedy limitováni rozdělením původní náhodné veličiny, ale rozdělením aritmetického
průměru a výběrové směrodatné odchylky. Díky působení centrálního limitního teorému
mají oba tyto ukazatele s rostoucím rozsahem výběru tendenci chovat se očekávaným
způsobem bez ohledu na rozdělení pravděpodobnosti původní náhodné veličiny.37

Můžeme tedy čekat, že při velkých rozsazích výběru budeme tolerovat větší odchylky
od normálního rozdělení než při práci s malými skupinami. Co znamenají pojmy velká či
malá odchylka můžeme demonstrovat na příkladu s t-testem pro jeden výběr.

Představme si situaci, kdy máme náhodnou veličinu X, která má určité rozdělení prav-
děpodobnosti se střední hodnotou µ = 0. Výzkumník však nezná tvar distribuční funkce
a ani neví, že se střední hodnota náhodné veličiny rovná nule. Náhodně si tedy vybere n
realizací této veličiny a pomocí t-testu pro jeden výběr ověří na hladině α = 0.05 nulovou
hypotézuH0 : µ = 0. Jelikož nulová hypotéza platí, test by ji neměl zamítnout. Pokud jsme
dodrželi všechny předpoklady a náhodná veličina X má normální rozdělení, pak je pravdě-
podobnost, že test chybně nulovou hypotézu zamítne, rovná pěti procentům. Necháme-li
tedy našeho výzkumníka, aby test za stejných podmínek zopakoval 10000krát, pokaždé na
n nových vylosovaných hodnotách, pak přibližně 9 500krát nulovou hypotézu nezamítne a
500krát ji zamítne. Z toho přibližně 250krát dojde k závěru, že µ > 0, a 250krát, že µ < 0.
Výsledek bude stejný bez ohledu na rozsah souboru n. Pomocí počítače můžeme tento
postup realizovat a nechat našeho virtuálního výzkumníka provést nespočet náhodných
výběrů a následných statistických testů. Když si výsledek každého z nich poznamenáme,
můžeme načrtnout graf hustoty pravděpodobnosti statistiky T a zjistit, v kolika případech
přesáhla kritické hodnoty (viz obrázek 31).

37Zvídavý student může namítnout, že centrální limitní věta pomůže u aritmetického průměru, jehož
rozdělení se s rostoucím n blíží k normálnímu, ale asi ne u výběrového rozptylu, který má rozdělení χ2, pro
což jsme žádnou limitní větu nepopsali. Efekt zde však funguje z toho důvodu, že rozdělení χ2 s velkým
počet stupňů volnosti ν začíná nápadně připomínat rozdělení N(ν, 2ν). Na to se již princip centrálního
limitního teorému vztahuje.
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Obrázek 31: Chování statistiky T při normálním rozdělení náhodné veličiny
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Modrá plocha v prvním grafu značí plochu pod křivkou hustoty pravděpodobnosti náhodné ve-
ličiny X se střední hodnotou µ = 0, červený obrys odpovídá hustotě pravděpodobnosti náhodné
veličiny s normálním rozdělením. Zbývajících pět grafů znázorňuje hustotu pravděpodobnosti
testové statistiky t-testu pro hypotézu H0 : µ = 0. Červená barva vymezuje kritický obor. Pro-
centa odpovídají pravděpodobnosti zamítnutí nulové hypotézy. V tomto případě není podmínka
normality porušena a test bez ohledu na rozsah souboru dodržuje stanovenou hladinu α.

Co by se však stalo, kdyby naše náhodná veličina měla sice stále střední hodnotu 0, ale
tvar její distribuční funkce se změnil? Obrázek 32 dokumentuje situaci, kdy má náhodná
veličina X nápadně zešikmené rozdělení, my to však ignorujeme a postupujeme, jako by
šlo o normálně rozdělenou veličinu.

Obrázek 32: Chování statistiky T při porušení normality
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Je patrné, že test při malém rozsahu souboru (n = 10) nedodržel stanovenou hladinu
významnosti 5 % a místo toho zamítl nulovou hypotézu v 6.8 % případů. Pokud jsme
zvýšili počet pozorování na 30, chyba klesla na 5.8 %, při n = 80 na 5.3 % a při sto padesáti
měřeních překračoval stanovenou hladinu významnosti jen o dvě desetiny procenta. Je
zjevné, že t-test je velmi robustní i při malých rozsazích souboru. I kdybychom se rozhodli
tuto metodu použít poněkud barbarským způsobem a ignorovali nápadné zešikmení dat
i velmi malý rozsah náhodného výběru, nebudou výsledky zcela nesmyslné. Samozřejmě,
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že tento postup nelze doporučit, ale je užitečné vědět, že by nedošlo k úplnému selhání
statistického testu, ale jen poklesu jeho přesnosti.

Meze t-testu však nemůžeme natahovat do nekonečna. Obrázek 33 dokumentuje situaci
extrémně zešikmeného rozdělení pravděpodobnosti. Jak je patrné, i při mnohasethlavém
náhodném výběru zde stále zůstávají stopy po zešikmení a test můžeme považovat jen za
přibližný, při malém rozsahu za zcela nepoužitelný.

Obrázek 33: Chování statistiky T při porušení normality
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Poslední obrázek (34) dokumentuje jiný druh porušení předpokladu. Tentokrát to není
zešikmení, ale extrémní míra špičatosti, co tvar hustoty pravděpodobnosti sledované ná-
hodné veličiny odlišuje od Gaussovy křivky. Test v tomto případě respektuje stanovenou
hladinu významnosti bez ohledu na rozsah souboru, ba co víc, stává ještě konzervativ-
nějším. Dá se tedy čekat, že v případě porušení nulové hypotézy by nebyla alternativa
přijímána tak často, jako kdybychom zvolili vhodnější statistický test.

Obrázek 34: Chování statistiky T při porušení normality
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V praxi je situace ještě o poznání komplikovanější. Obvykle nemáme k dispozici zna-
lost tvaru rozdělení náhodné veličiny, ale musíme si vystačit s několika naměřenými hod-
notami. Mohli bychom zkusit udělat rozhodnutí o tvaru rozdělení pravděpodobnosti na
základě těchto hodnot, což je cesta, kterou doporučuje řada učebnic statistiky. Máme k dis-
pozici hned několik statistických testů, které testují nulovou hypotézu H0 : X ∼ N(µ, σ2),
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tedy že se rozdělení náhodné veličiny neliší od normálního rozdělení. Statistické programy
obvykle nabízí Kolmogorův-Smirnovův test, jeho adaptaci známou jako Lilieforsův test
a Shapirův-Wilkův test. Každý z těchto testů ověřuje nulovou hypotézu z trošku ji-
ného úhlu, testy se proto nemusí svými výsledky shodovat. Poslední jmenovaný je však
považován za nejsilnější, přijmeme jej proto za test první volby pro daný problém.

Často se setkáme s lidmi, kteří pedanticky lpí na testování normality, a poté, co ne-
zamítnou nulovou hypotézu, postupují, jakoby měli důkazy o její platnosti. Tento postup
však nelze paušálně doporučit hned ze dvou důvodů. Jednak zde narážíme na logickou
chybu, na kterou jsme upozorňovali již v případě F testu a jeho užití při rozhodování mezi
t-testem a Welchovým testem. Jednoduše když nenajdeme důkazy o tom, že je porušen
předpoklad normality, nemůžeme nic říct o tom, jestli zde je skutečně normální rozdělení
přítomno. Představme si například, že pracujeme se silně zešikmenou náhodnou veličinou
z obrázku 33. Mám-li soubor o malém rozsahu, může se poměrně snadno stát, že všechna
pozorování padnou do oblasti vlevo od nuly (kde se skutečně veličina obvykle realizuje).
Pokud do mého souboru náhodou pronikne jedno či dvě pozorování z dlouhého pravého
chvostu, označím je jako odlehlou hodnotu a dost možná nerozvážně ze souboru vyřadím.
Takto získaný soubor neponese nejmenší stopu porušení předpokladu normality a žádný
test jej nebude schopen odhalit.

Druhá slabina testů normality je ještě bolestivější. Statistické testy jsou obecně kon-
struovány tak, že s rostoucím rozsahem výběru citlivěji reagují na porušení platnosti
nulové hypotézy. To platí i pro testy normality, takže při práci s malým souborem test
vcelku benevolentně toleruje i velká porušení tohoto předpokladu, zatímco při rozsazích
souboru o několika tisících měření nulovou hypotézu zamítne již při nepatrném náznaku
deformace. To je ale v přímém rozporu se vztahem robustnosti a rozsahu souboru u para-
metrických testů: když máme malý rozsah souboru, měli bychom si dávat pozor i na malé
deformace rozdělení. U velkého souboru můžeme být o poznání tolerantnější. Při velkých
rozsazích výběru proto výsledky testu normality nepřináší žádný užitek.

Jakou cestu tedy zvolit? Prvním krokem, který bychom měli udělat, je zobrazit si data
pomocí histogramu, v případě malého souboru jej pro orientaci můžeme doplnit výsled-
kem Shapirova-Wilkova testu. Tím se však nevyhneme naší první námitce, že omezený
rozsah souboru obecně negarantuje zahrnutí i extrémních hodnot, které v populaci mohou
existovat. Při výběru testu bychom proto měli používat především zdravý rozum.

U každé proměnné obvykle víme, co měří a jak se chová ona charakteristika, kterou
proměnná kvantifikuje. Pokud je proměnnou například počet bodů získaných v testu
inteligence, můžeme na první pohled vyloučit existenci lidí, kteří mají IQ například 500
nebo −80 (nejen proto, že neexistují, ale naměření takových hodnot brání i samotná
konstrukce testu). Naopak pokud by nás zajímalo, kolik kliků dokáže průměrný člověk
udělat v řadě bez přestávky, nemusíme vidět žádná data, a přesto můžeme tušit distribuci
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připomínající obrázek 33. Většina lidí neudělá ani deset kliků. Lidé, kteří jsou v kondici,
se nejspíš vejdou do padesáti. V populaci je však i hrstka extrémních jedinců, u kterých
bychom opakování tohoto cviku počítali na stovky, nemluvě o světových šampionech, kteří
udělají tisíce kliků v řadě (světový rekordman Minoru Yoshida jich prý udělal 10 507).

Pokud histogram zobrazuje tvar, který nepřipomíná normální rozdělení nebo nás zna-
losti náhodné veličiny vedou k podezření, že zde mohou existovat odlehlé hodnoty, měli
bychom se zamyslet nad tím, jestli máme dost rozsáhlý soubor, aby test tyto odchylky
snesl a poskytl smysluplné p-hodnoty. Pokud máme pochybnosti, měli bychom opustit
parametrickou statistiku a hledat náhradu mezi robustnějšími testy.38

Ve skutečnosti není podmínka normality ta jediná, která svazuje parametrické testy.
Přejdeme-li úplně fundamentální podmínku použití jakéhokoli testu, a to, aby jednot-
livá měření byla na sobě nezávislá, požadujeme, aby sledovaná proměnná byla metrické
(kvantitativní) povahy. Samozřejmě, že můžeme provést t-test i na pořadových hodnotách,
jeho výsledek se však už netýká toho rysu, který pořadové hodnoty zastupovaly, ale jen
samotného pořadí. Tímto tématem se úzce dotýkáme psychometrie. To, že někdo získá
v psychologickém testu 10 bodů, někdo jiný 20 a někdo další 30, nemusí nutně zname-
nat, že jsou rozdíly mezi dvojicemi 10-20 a 20-30 stejné. Duševní rysy nikdo na vlastní
oči neviděl a pomocí pravítka je změřit nemůžeme. Tvrzení o metrické povaze výsledků
psychologických testů proto nejde uspokojivě prokázat. Obecně je však považujeme za
pravdivé i přes výhrady některých psychometriků.

5.5 Analýza síly testu

Testy nulových hypotéz nejsou neomylné. Když zamítneme nulovou hypotézu, nemáme
jistotu, že skutečně neplatí, ani když jsme dodrželi všechny podmínky statistického testu.
Opačná situace, když nulovou hypotézu nezamítneme, nám obvykle přináší ještě menší
jistotou o tom, jaká je situace ve skutečnosti.

Když provedeme test nulové hypotézy, může dojít hned k dvěma druhům chyb. První
z nich nastává tehdy, když nulová hypotéza platí, a my ji přesto zamítneme. Této chybě
říkáme chyba prvního druhu a seznámili jsme se s ní v předešlých kapitolách. Pravdě-
podobnost chyby prvního druhu si určujeme sami prostřednictvím hladiny významnosti
α. Zvolíme-li tedy pětiprocentní hladinu významnosti, pak v případě, že platí nulová
hypotéza, máme 5% pravděpodobnost, že se chyby prvního druhu dopustíme.

Chyba druhého druhu nastává tehdy, když nulová hypotéza neplatí, my však její
porušení nejsme schopni odhalit a nezamítneme ji. Vždy jsme vystaveni riziku jediné
z těchto dvou chyb (nevíme však které), což znázorňuje tabulka 8.

38Ještě jednou alternativou by bylo vedle parametrického testu použít i neparametrický, a když získáme
téměř shodné p-hodnoty, můžeme tušit, že k žádnému selhání nedošlo.
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Pravděpodobnost, že nastane chyba druhého druhu, značíme písmenem β. Její velikost
není pevně dána, ale závisí hned na několika faktorech. Jsou to

• hladina významnosti α (čím vyšší α, tím nižší β),

• skutečná míra účinku (silnější efekty mají nižší pravděpodobnost β),

• rozsah souboru (čím vyšší n, tím nižší β),

• síla statistického testu (citlivější testy mají nižší pravděpodobnost β).

První dva zmiňované faktory jsou obvykle pevně dány (α je tradičně 5 %, velikost efektu
ovlivnit nedokážeme). Dříve než prozkoumáme roli velikosti výběru, seznamme se podrob-
něji se silou testu.

Představme si situaci, kdy chceme ověřit nulovou hypotézu o jedné náhodné veličině
H0 : µ = µ0 a okolnosti nám umožňují využít t-test pro jeden výběr. Šlo by například
o situaci, z předešlých kapitol, kdy jsme zkoumali účinnost námi navržené metody výuky
matematiky na střední škole. Mějme pevně danou hladinu α jako 5 % a řekneme, že nám
rozpočet umožňuje otestovat jen n studentů. Nakonec předpokládejme, že míra účinku
δ = 0.8 (řecké písmeno bylo zvoleno místo klasického d pro zdůraznění faktu, že nejde
o odhad, ale o skutečnou hodnotu, tedy parametr). Tyto údaje nám umožňují získat přes-
nou hodnotu pravděpodobnosti β, tedy toho, že nastane situace, kdy nulovou hypotézu
nezamítneme, přestože metoda má nenulový efekt (δ ̸= 0). Doplněk této pravděpodob-
nosti, tedy 1 − β, se nazývá síla testu. Síla testu je pravděpodobnost, že při daných
hodnotách α, n a δ test zamítne nulovou hypotézu. Pochopitelně, pokud je δ = 0, pak
o sílu nejde, protože zamítnutí nulové hypotézy by bylo chybou.

Zde však narážíme na problém. Skutečnou velikost efektu δ neznáme a vzhledem
k tomu, že se analýzou síly testu obvykle zabýváme před provedením samotného vý-
zkumu, nemáme k dispozici ani data, která by nám pomohla udělat její odhad. Můžeme
získat hodnotu síly testu pro libovolnou hodnotu δ, a vytvořit tak křivku závislosti β na
δ, pro daný test při pevném n. Této křivce říkáme silofunkce a ilustruje ji obrázek 35.

Tabulka 8: Chyba prvního a druhého druhu

Skutečnost
Platí H0 Neplatí H0

Naše
rozhodnutí

Zamítáme
H0

chyba
I. druhu

správné
rozhodnutí

Nezamítáme
H0

správné
rozhodnutí

chyba
II. druhu
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Obrázek 35: Silofunkce statistického testu

Zobrazená silofunkce patří t-testu pro dva nezávislé výběry o rozsazích n = m = 10. Osa x
udává míru porušení nulové hypotézy, tedy rozdíl mezi skupinami ve směrodatných odchylkách
(tzv. Cohenovo d). Čím je porušení H0 větší, tím se snižuje pravděpodobnost chyby druhého
druhu a roste síla testu (tedy pravděpodobnost zamítnutí H0). V souladu s logikou statistických
testů, pokud je nulová míra porušení H0, test ji zamítá s pravděpodobností α.

Kdybychom nakreslili do téhož grafu přes sebe silofunkce více statistických testů,
všimli bychom si určitých podobností a rozdílů. Všechny testy by měly společné to, že
pro δ = 0 je jejich pravděpodobnost zamítnout nulovou hypotézu α, jelikož takto testy
konstruujeme.39 Pro všechny testy by také platilo, že pro hodnoty δ velmi vzdálené od
nuly je jejich síla blízká 100 % (což intuitivně dává smysl – obrovský efekt téměř jistě
odhalíme). Rozdíl mezi testy je v tom, jak strmě křivka směrem od nuly roste. Čím je
nárůst strmější, tím test považujeme za silnější, jelikož již při malé hodnotě δ má test
nezanedbatelnou šanci, že nulovou hypotézu zamítne.

V případě, že pracujeme s normálně rozdělenými náhodnými veličinami, nenašli bychom
silnější testy než ty, co jsme již probrali, tedy parametrické testy. Z toho důvodu, když
hovoříme o síle testu, používáme někdy takzvanou relativní eficienci40, která poskytuje
srovnání daného testu s ekvivalentním parametrickým testem. Relativní eficienci můžeme
interpretovat jako hodnotu, kolikrát méně (nebo více) měření by potřeboval parametrický
test, aby dosáhl stejné síly jako test, který s ním srovnáváme. Pokud bychom tedy třeba
vytvořili nový test, který by srovnával střední hodnoty dvou náhodných veličin a po srov-
nání s t-testem pro dva nezávislé výběry u něj zjistili relativní eficienci rovnou hodnotě
0.5, znamenalo by to, že t-testu stačí poloviční rozsah souboru, aby dosáhl stejné síly,
jako má náš test. Znamenalo by to, že náš test je poměrně slabý.

39Toto tvrzení není zcela přesné – existují testy, které pracují s disktrétními rozděleními a v bodě δ = 0
je jejich pravděpodobnost zamítnutí nulové hypotézy menší než α.

40Či spíše asymptotickou relativní eficienci. Relativní eficience nemusí být přesně stejná pro všechny
rozsahy souboru. Asymptotická relativní eficience popisuje případ, kdy se n blíží nekonečnu.
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V praxi nám tyto znalosti sice pomohou vybrat nejsilnější možný test, nepomohou nám
však překonat problém neznámé hodnoty δ, bez které nezjistíme pravděpodobnost chyby
druhého druhu β. Zde se musíme spolehnout na své zkušenosti s psychologickým výzku-
mem. Nemusí jít jen o zkušenosti z první ruky (ač ty jsou nejhodnotnější), ale pomůže mít
otevřené oči při čtení odborných článků. Nejužitečnější je znalost předešlých výzkumů,
které se pokoušely odpovědět na podobnou otázku, jako chystaný projekt. Máme-li tyto
zkušenosti, dokážeme intuitivně odhadnout, jaká je míra účinku zkoumaného jevu. Náš
odhad samozřejmě nebude zcela přesný, ale nejspíš se naše prognóza diametrálně neodchýlí
od skutečnosti.

Velikost efektu jsme zvyklí v psychologii popisovat slovně jako malý/slabý, střední a
velký/silný efekt. V případě, že hovoříme o korelačním koeficientu, odpovídaly by tyto
stupně dle Cohena hodnotám nad 0.1, nad 0.3 a nad 0.5. Pro Cohenovo d byly navrženy
hranice 0.2, 0.5 a 0.8.41 Z těchto slovních označení můžeme vyjít. Velké rozdíly jsou doo-
pravdy velké – tedy pozorovatelné na první pohled. Velký rozdíl je třeba ve výšce mužů a
žen (δ je přibližně 1.5). Abychom odpověděli na otázku, jestli jsou v průměru muži vyšší
než ženy, nemusíme nic počítat, rozdíl vidí každý na vlastní oči. Na podobné úrovni je
korelační koeficient mezi neuroticismem a sebehodnocením (ρ ≈ 0.7). Že tyto dva kon-
strukty jsou těsně svázány, zjistí i laik, když mu jejich význam vysvětlíme. Budeme-li tedy
testovat něco, co „vidíme“, že je pravdivé i bez testu, můžeme počítat s velkým efektem.
Do kategorie středně velkých efektů by patřily ty vztahy, které nerozeznáme na první po-
hled, ale spolehlivě si jich všimneme tehdy, pokud se budeme daným tématem delší dobu
zabývat, a je vcelku jisté, že se na jejich existenci shodneme s dalšími lidmi, kteří mají
s daným jevem zkušenosti. Středně silný vztah bychom mohli očekávat třeba tehdy, když
bychom porovnávali sklony ke sběratelství u mužů a žen (s ohledem na použitou metodolo-
gii by tento vztah však mohl přecházet až do silného). Nakonec slabé vztahy jsou ty, které
bez vhodných nástrojů nerozeznáme a jejich existenci spíš tušíme, než přímo pozorujeme.
I když se daným jevem odborně zabýváme, existencí slabého vztahu si nemůžeme být zcela
jisti a narazíme na něj spíš v podobě stereotypů. Například na poznatek, že zrzaví lidé
snášejí hůře bolest, narazíme nejspíš jen v lidových moudrech anesteziologů, než abychom
si jej sami všimli. Při vhodné metodologii bychom jej však mohli skutečně zachytit. Do
podobné kategorie by patřil rozdíl v extraverzi mezi psychology a matematiky.

Pravdou je, že většina efektů, které se studenti snaží ve svých pracích zmapovat,
jsou efekty slabé. Plyne to mimo jiné z toho, že v touze po originálních tématech se
studenti pokoušejí ověřit vztahy, které ještě nikdo neověřoval (nejspíš proto, že si jich nikdo

41Tyto dvě sady prahových hodnot si ve skutečnosti neodpovídají. Pokud bychom chtěli být velmi
striktní, mohli bychom využít to, že r a d můžeme vzájemně převádět (lze k tomu použít testová statistika
t, která je oběma druhům závislosti/rozdílu společná). Hodnotám r 0.1, 0.3, 0.5 by odpovídaly hodnoty d
0.20, 0.63, 1.15. K převodu byl použit vztah d = 2r√

1−r2 .
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nevšiml), a taky z toho, že jsme často vybaveni jen nepřesnými nástroji, jak daný konstrukt
změřit, což pozorovanou sílu efektu snižuje. Vydáme-li se touto cestou, je analýza síly testu
skoro nezbytná. Běžně se setkáváme s tím, kdy má nezkušený výzkumník ambice ověřit
existenci efektu tohoto druhu na souboru několika desítek pozorování.

5.5.1 *Výpočet síly testu*

Se znalostí míry účinku již máme všechny ingredience, abychom spočítali pravděpodobnost
chyby druhého druhu β. Výpočet za nás obvykle zajišťuje statistický program, na ukázku
uveďme postup zjištění síly pro t-test (jednovýběrový i dvouvýběrový) a test Pearsonova
korelačního koeficientu.

Představme si situaci, kdy srovnáváme dvě náhodné veličiny se středními hodnotami
µ1 a µ2 a testujeme platnost nulové hypotézy H0 : µ1 = µ2 pomocí t-testu pro dva nezá-
vislé výběry. Pokud by nulová hypotéza platila, víme zcela přesně, jak se chová testová
statistika – má Studentovo rozdělení s m+n− 2 stupni volnosti. Tuto znalost používáme
k tomu, abychom stanovili kritický obor, tedy takový interval, aby pravděpodobnost, že
do něj za platnosti H0 padne hodnota testové statistiky, byla rovna α. Pokud by třeba
n = m = 10 a α = 0.05, pak by všechny hodnoty testové statistiky, co opustí inter-

val
(
tn+m−2; α

2
, tn+m−2;1− α

2

)
, tedy (−2.10, 2.10), nás povedou k zamítnutí nulové hypotézy.

Jestli se tak děje za platnosti H0 v 5 % případů, jak často se tak bude dít, když H0 neplatí
a srovnávané střední hodnoty se liší o δ směrodatných odchylek?

Abychom to mohli zjistit, museli bychom znát rozdělení pravděpodobnosti testové
statistiky při dané hodnotě δ. Tady se problém stává komplikovanějším. Intuitivně si
představíme, že se graf hustoty pravděpodobnosti statistiky T vůči své původní poloze
posune. Pravda však je, že při tomto posunutí Studentovo t-rozdělení nezmění jenom svou
polohu, ale i tvar – křivka hustoty se začne nepatrně deformovat. K popisu této změny
polohy i tvaru používají statistikové takzvané necentrální Studentovo t-rozdělení. Jak
přesně toto rozdělení vypadá a jaké má vlastnosti, pro nás teď není zajímavé. Důležité je
to, že jsme schopni (pomocí statistického programu) zjistit hodnoty jeho distribuční funkce
a hustoty pravděpodobnosti. Můžeme pak odpovědět na naši otázku „Když budu zamítat
H0, kdykoli hodnota t opustí interval (−2.10, 2.10), jak často k tomu bude docházet, pokud
se střední hodnoty sledovaných náhodných veličin µ1 a µ2 liší o δ směrodatných odchylek?“
Odpovědí je hledaná síla testu a znázorňuje ji obrázek 36.

Převeďme tuto úvahu do matematických vzorců. Vezměme distribuční funkci náhodné
veličiny s necentrálním Studentovým rozdělením s n+m−2 stupni volnosti, kde parametr
necentrality (značme jej ∆) odpovídá tomu, o kolik jednotek bude graf hustoty posunutý.
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Obrázek 36: Chování testové statistiky za platnosti H0 a HA

Graf znázorňuje stejnou situaci jako obrázek 35, jde tedy o t-test pro dva nezávislé výběry
o rozsazích n = m = 10. Hustota pravděpodobnosti vlevo odpovídá Studentovu t-rozdělení
s 18ti stupni volnosti. Popisuje tedy chování testové statistiky v případě, že δ = 0. Hustota
pravděpodobnosti vpravo odpovídá chování testové statistiky při δ = 1.3 (tedy za platnosti
HA).

V případě t-testu pro dva nezávislé výběry bude hodnota tohoto parametru rovná výrazu42

∆ = δ√
1
n

+ 1
m

.

Tuto distribuční funkci necentrálního rozdělení značme F∆;n+m−2. Pravděpodobnost, že se
testová statistika bude realizovat s hodnotou vyšší než 2.26 (obecně než tn+m−2;1− α

2
) je 1−

F∆;n+m−2
(
tn+m−2;1− α

2

)
= 1−F2.91, 18(2.26). Abychom získali zcela přesný výsledek, musíme

připočíst i pravděpodobnost toho, že se testová statistika bude realizovat s hodnotou menší
než −2.26. Jak je vidět z grafu 36, tato pravděpodobnost je v našem případě prakticky

nulová. Obecně ji vyjádříme jako F∆;n+m−2
(
tn+m−2; α

2

)
. Celkově bychom tedy sílu testu

získali ze vztahu

1 − β = 1 − F∆;n+m−2
(
tn+m−2;1− α

2

)
+ F∆;n+m−2

(
tn+m−2; α

2

)
.

Zcela stejnou logiku bude mít výpočet síly testu pro jednovýběrový t-test. Jedinou změnou
bude to, že zde místo n + m − 2 bude vystupovat n − 1 stupňů volnosti a že parametr

necentrality stanovíme jako ∆ = δ/
√

1
n

= δ
√
n.

Analýza síly testu Pearsonova korelačního koeficientu používá stejný princip. Testujme
hypotézu H0 : ρ = 0. Výpočet bychom mohli provádět několika způsoby; nejjednodušší

42Proč tomu tak je, může být čtenáři zřejmější, když připomeneme vztah mezi hodnotou testové sta-
tistiky t a mírou účinku: d = t ·

√
1
n + 1

m .
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je využití Fisherovy Z transformace, pomocí které můžeme převést korelační koeficient
R na testovou statistiku Z s normálním rozdělením a tu na statistiku U , která má za
platnostiH0 normované normální rozdělení (viz kapitola 5.4.4). Výhoda práce s normálním
rozdělením je taková, že zde nemusíme pracovat s parametrem necentrality, jelikož toto
rozdělení se při posunutí nedeformuje.

Velikost jeho posunutí odpovídá skutečné hodnotě korelačního koeficientu ρ transfor-
movaného pomocí Fisherovy transformace:

U = 1
2 · ln

(
1 + ρ

1 − ρ

)
·
√
n− 3.

Hodnotu síly testu pak stanovíme pomocí distribuční funkce normovaného normálního
rozdělení (značme ji F ):

1 − β = 1 − F
(
Φ1− α

2
− U

)
+ F

(
Φα

2
− U

)
,

kde Φ je kvantil normovaného normálního rozdělení. Jeden ze sčítanců bude opět ve většině
případů blízký nule, mohl by být proto zanedbán.

5.5.2 Stanovení rozsahu souboru

Čtenářům, kteří si nelibují v pronikání do tajů statistické analýzy dat, se možná při čtení
předchozích stránek zmocnily pochybnosti, zdali je nezbytné znát pravděpodobnost chyby
druhého druhu. Je opravdu tento poznatek tak důležitý, abychom kvůli němu zaváděli tolik
nových pojmů a konceptů? Ač chybu druhého druhu obvykle nikde neuvádíme, schopnost
stanovit její velikost nám přináší obrovský užitek. S její pomocí můžeme zjistit, jak velký
výzkumný soubor pro náš projekt potřebujeme.

Představme si, že chceme prozkoumat kontroverzní disciplínu jménem grafometrie. Je
to metoda, která hledá souvislost mezi rukopisem jedince a jeho duševními vlastnostmi.
Použijeme následující výzkumný design. Skupinu dobrovolníků necháme napsat vlastní
rukou text a dále je vyšetříme pomocí Rorschachova testu. Text zanalyzujeme a kvan-
tifikujeme pozorované ukazatele (například velikost písma, jeho sklon, navázání písmen
atd.) Pokusíme se ověřit hypotézu, jestli velikost písma koreluje s mírou úzkostlivosti,
kterou jsme získali z Rorschachova testu. Jelikož se jedná o výzkum v rámci naší bakalář-
ské práce, nemáme velký rozpočet, takže 10 až 20 pokusných osob je maximum, co jsme
schopni vyšetřit. Při velké snaze, možná až 30 jedinců. Otázka zní, jestli to je adekvátní
rozsah souboru?

Na první pohled by zde neměl být problém – pokud nemáme ambice zobecňovat naše
výsledky na celou populaci, reprezentativnost zajistí i malý homogenní soubor. Analýza
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síly testu však na chystaný projekt vrhne úplně jiné světlo. V prvé řadě zkusme odhadnout
sílu vztahu zkoumaných náhodných veličin. I když připustíme předpoklad, že úzkostní lidé
píšou menším písmem, zřejmě nebudeme očekávat hodnoty korelačního koeficientu vyšší
než 0.2 nebo 0.3. Síla závislosti je navíc zasažena tím, že úzkostlivost měříme poněkud
nepřesně pomocí projektivní metody. Nakonec si položme otázku, jakou pravděpodobnost
chyby druhého druhu jsme ochotni tolerovat. Rozumné se mohou zdát hodnoty mezi 0.1
až 0.2. Jelikož nejde o závažný projekt, spokojíme se s číslem 0.25, tedy se silou testu 0.75.

Získané hodnoty dosadíme do vzorce (respektive je zadáme statistickému programu)
a zjistíme, že pro n = 10 a ρ = 0.3 je pravděpodobnost odhalení vztahu rovna 0.13. Tedy
pravděpodobnost toho, že nulovou hypotézu nezamítne, přestože neplatí (β), je přibližně
87 %. Zvětšíme-li rozsah souboru na 20 jedinců, najdeme podobně neuspokojivou hodnotu
0.25. Když s nasazením všech sil získáme data od 30 respondentů, stále bude síla testu
jen 0.36. Zdaleka se tedy neblížíme námi stanovené hodnotě 0.75. Abychom na ni dosáhli,
potřebujeme vyšetřit nejméně 76 jedinců.

Před plánováním výzkumu je rozumné věnovat analýze síly testu svůj čas. Zjistíme tak,
že některé projekty jsou předem odsouzeny k nezdaru. Ba co víc, i kdybychom dosáhli
výše uvedené hodnoty 0.75, znamená to, že je zde stále 25% pravděpodobnost, že přestože
je naše hypotéza správná, test selže a signifikantní vztah neodhalí. Nákladné výzkumy,
kde je úspěch důležitý, by neměly operovat se silou testu nižší než 0.9.

Doplňme ještě několik technických poznámek k danému postupu. Funkci, která by
nám poskytla požadovaný počet jedinců, nemáme – jednoduše zkoušíme různé rozsahy
souboru od nejmenšího po větší, než dosáhneme požadované síly testu. S pomocí počítače
je to otázka okamžiku. Statistické programy umožňují analyzovat sílu testu pro rozmanité
testy. Můžeme však narazit na situaci, kdy test, který chceme provést, v nabídce schází
(typicky jde o neparametrické metody). Obvykle postupujeme tak, že zjistíme požadovaný
počet měření, které by vyžadovala ekvivalentní parametrická metoda a výsledek budeme
brát jako spodní odhad.

5.6 Testy dobré shody a další testy četností

V této kapitole se seznámíme s několika testy, které můžeme uplatnit při práci s četnostmi.
Testy dobré shody leží na rozhraní testů parametrických a neparametrických. S nepara-
metrickými testy mají společné to, že nekladou přísné podmínky na sledované veličiny.
S parametrickými to, že nijak neredukují sledované veličiny a využívají celou informaci,
která je obsažena v datech. Pro testy dobré shody je typické, že pracují s asymptoticky
normálním rozdělením. Začněme tedy vysvětlením, jak se pomocí asymptotiky můžeme
k normálnímu rozdělení dostat.
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Představme si jednoduchou situaci, kdy máme n pozorování veličiny X, která má
alternativní rozdělení s parametrem p. Mohlo by třeba jít o soubor záznamů pacientů,
kterým byla diagnostikována porucha příjmu potravy. Obecně se uvádí, že z 90 % těmito
poruchami trpí ženy a z 10 % muži. Tuto hypotézu chceme ověřit – tedy H0 : p = 0.1.
K dispozici máme 1000 záznamů a napočítali jsme mezi nimi 80 mužů a zbytek žen.

Jedna cesta, jak naši hypotézu ověřit, by využívala binomického rozdělení. To, že jsme
získali 1000 záznamů a spočítali, kolik z nich patří mužům, lze při platnosti H0 na jednu
stranu považovat za 1000 nezávislých realizací náhodné veličiny X ∼ Alt(0.1). Na situaci
se ale můžeme podívat též jako na jedinou realizaci náhodné veličiny počet mužů (značme
Y ), která má za platnosti nulové hypotézy rozdělení Bi(1000, 0.1). (Pokud se vám zdá
tato úvaha nejasná, přečtěte si znovu kapitoly 2.6.1 a 2.6.2).

Pomocí pravděpodobnostní funkce binomického rozdělení umíme vyčíslit pravděpo-
dobnost toho, že se veličina Y bude realizovat s libovolnou hodnotou. Našemu výsledku 80
by odpovídala pravděpodobnost P (Y = 80) = 0.0043. Abychom získali p-hodnotu, museli
bychom sečíst pravděpodobnosti všech výsledků, které jsou ještě extrémnější (ve smyslu
méně pravděpodobné) než náš výsledek. Pro jednostrannou hypotézu by šlo o pravděpo-
dobnosti P (Y = 0), P (Y = 1), . . . , P (Y = 80), jejichž součet je 0.0176. Pro oboustrannou
p-hodnotu bychom museli najít i stejně nebo více extrémní vysoké hodnoty. Ty budou
začínat někde u P (Y = 120), ne však přesně, jelikož binomické rozdělení je symetrické,
pouze pokud je očekávaná pravděpodobnost úspěchu 50 %. Oboustranná p-hodnota je
rovna číslu 0.0349.

Tato cesta sice garantuje nalezení přesné p-hodnoty, je ale poměrně pracná a neumož-
ňuje některé užitečné transformace veličiny Y . Je zde však druhá cesta, která využívá
asymptotiky. Dosahuje-li parametr n vyšší hodnoty a parametr p není příliš blízko k nule
nebo jedničce, podobá se graf pravděpodobnostní funkce veličiny s binomickým rozděle-
ním grafu hustoty náhodné veličiny s normálním rozdělením. Čím je hodnota parametru
n vyšší, tím je podobnost zřetelnější a při nekonečném rozsahu souboru jsou obě rozdě-
lení identická. Můžeme proto říct, že takto vzniklá náhodná veličina má asymptoticky
normální rozdělení. (Nepřipadá-li vám tento poznatek intuitivní, osvěžte si znalosti cent-
rálního limitního teorému z kapitoly 2.7.3.)

S normálním rozdělením dokážeme pracovat. Tím, že od něj odečteme jeho střední
hodnotu a vydělíme směrodatnou odchylkou, jej převedeme na normované normální roz-
dělení, jehož distribuční funkce je tabelovaná. Snadno dohledáme, že střední hodnota
náhodné veličiny s binomickým rozdělením je np a její rozptyl np(1 − p). Platí tedy, že

Y − np√
np(1 − p)

∼ N(0, 1).
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Po dosazení údajů z našeho příkladu získáme hodnotu −2.11 a z ní dvoustrannou p-
hodnotu 0.0350. Ač se jednalo o přibližnou aproximaci, její přesnost je postačující.

Abychom mohli udělat další krok, připomeňme definici rozdělení χ2. Náhodná veličina
má rozdělení χ2 s ν stupni volnosti, když vzniká jako součet druhých mocnin ν nezávislých
náhodných veličin, z nichž má každá normované normální rozdělení. Vezmeme-li tedy
námi vytvořenou veličinu s normovaným normálním rozdělením a umocníme ji na druhou,
získáme náhodnou veličinu Z s rozdělením χ2 s jedním stupněm volnosti. Pro kontrolu
(−2.11)2 = 4.44. V tabulkách můžeme zjistit, že distribuční funkce náhodné veličiny
s tímto rozdělením má v bodě 4.44 hodnotu 0.9650, což je po odečtení od jedničky opět
0.0350.

Platí tedy vztah

Z =
(

Y − np√
np(1 − p)

)2

= (Y − np)2

np(1 − p) ∼ χ2
1.

To však není poslední krok naší úvahy. Náhodnou veličinu Z můžeme ekvivalentně přepsat
do jiné podoby:

Z = (Y − np)2

np(1 − p) = (n1 − np1)2

np1
+ (n2 − np2)2

np2
∼ χ2

1,

kde p1 odpovídá původnímu p (v našem případě relativní četnosti mužů za platnosti H0)
a p2 je jeho doplněk (relativní četnost žen za platnosti H0). Analogicky veličiny n1 a n2

označují absolutní četnosti mužů a žen (Y = n1). Jednotlivé členy v uvedeném vztahu
jsou intuitivně interpretovatelné. Hodnoty n1 a n2 jsou pozorované četnosti a np1 a np2

jsou četnosti, které bychom očekávali za platnosti nulové hypotézy.
Poslední krok, který přináší fascinující zjištění, bohužel dokázat neumíme. Pokud

bychom nepracovali jen s dvěma úrovněmi sledované proměnné (s muži a ženami), ale
obecně s k úrovněmi, mohli bychom výše uvedený vzorec použít také, jen bychom za kaž-
dou úroveň sledované veličiny přidali jeden sčítanec s vlastní očekávanou a pozorovanou
četností npj a nj. Výsledná veličina by pak měla rozdělení χ2 s k − 1 stupni volnosti.43

Obecně při testech dobré shody tedy budeme pracovat se statistikou

Z =
k∑

j=1

(pozorovaná četnostj − očekávaná četnostj)2

očekávaná četnostj

,

43Ač toto tvrzení neumíme odvodit, zdá se intuitivně pravdivé. Počty pozorování, která mají danou
úroveň sledované vlastnosti, mají binomická rozdělení. Pokud však víme, kolik pozorování připadá na
prvních k − 1 úrovní, pak poslední úroveň je daná, nikoli náhodná – zákonitě do ní musí spadat zbytek
pozorování. Situaci tedy lze popsat pomocí k − 1 binomických rozdělení.
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Obrázek 37: Stanovení p-hodonty pomocí statistiky s rozdělením χ2 u testů dobré shody

která bude mít za platnosti nulové hypotézy vždy rozdělení χ2. Často se proto testy dobré
shody označují jako testy chí kvadrát, ač takovéto pojmenování není zcela přesné.44

Co se týče stanovování p-hodnoty ze získané hodnoty testové statistiky, měli bychom
si uvědomit jeden zásadní rozdíl mezi rozdělením χ2 a normálním rozdělením. Pokud jsme
pracovali s normovaným normálním rozdělením, nasvědčovaly porušení nulové hypotézy
jak vysoké, tak nízké (záporné) hodnoty testové statistiky (pokud šlo o dvoustrannou
hypotézu). Při výpočtu testů dobré shody se ale normální rozdělení umocňuje na druhou,
a testová statistika tak ztrácí záporné znaménko. Tedy všechny hodnoty, které naznačo-
valy porušení nulové hypotézy (ať už v kladném, nebo záporném směru), se překlopí do
vysokých kladných hodnot. Mluvíme-li tedy o testech dobré shody, které používají tes-
tovou statistiku s rozdělením χ2, p-hodnotu vždy získáme z pravého chvostu rozdělení,
jako bychom testovali pravostrannou hypotézu. Kritický obor bychom tedy stanovili jako
W = [χ2

ν;1−α,∞), kde ν je příslušný počet stupňů volnosti. Ilustruje to obrázek 37.

5.6.1 Test dobré shody pro jeden výběr

Test dobré shody pro jeden výběr použijeme v situaci, kdy máme nominální náhodnou
veličinu X o k úrovních a ověřujeme nulovou hypotézu, která stanovuje pravděpodobnosti
výskytu jednotlivých úrovní. Tedy

H0 : p1 = p01, p2 = p02, . . . , pk = p0k,

kde pj = P (X = j). Při řešení nejprve spočítáme absolutní četnosti jednotlivých úrovní
náhodné veličiny X a pojmenujeme je n1 až nk. Dále stanovíme očekávané absolutní
četnosti. Ty získáme tak, že vynásobíme počet pozorování pravděpodobností, kterou sta-

44Obecně není pojmenování testů chí kvadrát moc přehledné. Pod tímto názvem (někdy též Pearsonův
chí kvadrát) se skrývají přinejmenším tři testy: test dobré shody (pro jeden výběr), test nezávislosti a
test homogenity. V tomto textu všechny tyto testy budeme obecně nazývat testy dobré shody, ač se
toto označení nejčastěji používá v případě prvního jmenovaného testu. Logika tohoto označení je ta, že
testujeme shodu mezi očekávanými četnostmi a četnostmi pozorovanými.
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novuje nulová hypotéza, tedy np0j. Pokud se čtenáři nedaří představit si, jak by taková
nulová hypotéza mohla znít, bylo by to například: věková struktura obyvatel Olomouce
odpovídá věkové struktuře obyvatel ČR (zde by se předpokládalo rozdělení spojité pro-
měnné věk do několika věkových kategorií) nebo průměrný počet sebevražd v ČR se neliší
napříč dny v týdnu (pokud bychom chtěli ověřovat Franklův koncept nedělních neuróz).
V druhém případě by zřejmě bylo k = 7 a pravděpodobnosti p01 až p07 by se rovnaly
1
7 . Hodnoty n1 až n7 by zachycovaly počty sebevražd v jednotlivé dny v týdnu. Druhou
možností by bylo rozdělit dny v týdnu pouze na dvě kategorie (není víkend / je víkend)
a stanovit jim pravděpodobnosti 5

7 a 2
7 . Pro testovou statistiku Z pak platí

Z =
k∑

j=1

(nj − np0j)2

np0j

∼ χ2
k−1.

Test dobré shody má jediné omezení. V případě, že některá z očekávaných četností je
velmi malá (tradičně se uvádí menší než 5), není asymptotika ještě dostatečně silná, aby
zajistila přesnou aproximaci, a test se stává příliš konzervativním. Řešením pak je sloučit
tuto málo zastoupenou kategorii s nějakou jinou kategorií. V případě, že máme velké
množství kategorií, lze tolerovat výskyt několika očekávaných četností menších než 5,
celkově jich však nesmí být více než 1

4 a žádná z nich se nesmí rovnat nebo těsně blížit
nule. Znovu zdůrazněme, že zmiňovaná podmínka se týká očekávaných četností, nikoli
těch pozorovaných, jak mají studenti často ve zvyku tvrdit.

U testů dobré shody obvykle neuvádíme žádný ukazatel míry účinku. Metoda navíc
neposkytuje ani podrobnou informaci o tom, které úrovně sledované proměnné se výrazně
vymykají našemu očekávání, a přispěly tak největší vahou k zamítnutí nulové hypotézy.
Tuto informaci však můžeme získat tak, že srovnáme hodnoty jednotlivých sčítanců, které
se skládají do testové statistiky Z. V textu reportujeme výsledky testu dobré shody na-
příklad takto: Přestože na neděli připadá nejvíce sebevražd (16 %), je jejich rozprostření
v průběhu týdne rovnoměrné, χ2(6, n = 594) = 4.28, p = 0.64.

5.6.2 Kontingenční tabulky a jejich testování

Ověřujeme-li vztah dvou nominálních proměnných, přijde nám vhod test nezávislosti.
Dříve než popíšeme jeho princip, seznamme se s kontingenčními tabulkami, které při práci
s více nominálními proměnnými používáme.

Kontingenční tabulka zachycuje rozdělení n pozorování, u kterých sledujeme hodnoty
dvou kvalitativních znaků, které odpovídají náhodným veličinám X a Y 45. Náhodná ve-

45Nebyl by problém zobecnit kontingenční tabulku i na více nominálních proměnných, bylo by však
obtížné ji přehledně nakreslit a museli bychom ji „naplátkovat“ do více tabulek.
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ličina X nabývá r úrovní a Y má úrovní s. Kontingenční tabulka pak bude mít r řádků
a s sloupců a každá buňka bude představovat jednu kombinaci úrovní náhodných veličin
X a Y . Hodnoty v buňkách (značme je nij, kde i identifikuje řádek a j sloupec) označují
počty pozorování, která mají danou kombinaci hodnot proměnných X a Y .

Na obvod kontingenční tabulky doplňujeme sloupcové a řádkové součty, které označu-
jeme jako marginální četnosti. Marginální četnosti jsou tedy počty pozorování, která
mají danou hodnotu jedné proměnné bez ohledu na hodnotu proměnné druhé. Označujeme
je pomocí puntíků (viz tabulka 9a).

V případě, že jsme kontingenční tabulku vytvořili z dvou proměnných, které mají
alternativní rozdělení, a obsahuje tedy čtyři hodnoty, pak ji označujeme jako čtyřpolní
tabulku.

Kontingenční tabulku bychom použili například tehdy, když bychom zkoumali, zdali
si lidé, kteří se rozhodli vstoupit do psychoterapie, vybírají psychoterapeuta určitého
směru (například psychoanalýza, KBT, PCT, logoterapie) dle druhu problému, se kterým
se chtějí vypořádat. Oslovili bychom řadu jedinců zvažujících návštěvu psychoterapeuta,
pomocí krátkého dotazníku bychom zjistili jejich potíže a ty rozdělili do kategorií (part-
nerské vztahy, traumatická událost. . .). Po čase bychom respondenty znovu kontaktovali
a zjistili, jestli nalezli psychologa, který jim vyhovoval a u nějž pokračují či již dokončili
terapii.

Řekněme, že jsme dostatečně vysoké četnosti pro zařazení do výzkumu pozorovali u tří
psychologických škol a čtyř druhů problémů. Pozorované četnosti shrnuje tabulka 9b.

Nulová hypotéza, kterou budeme testovat, zní sledované náhodné veličiny jsou nezá-
vislé, v našem případě tedy volba terapeuta nesouvisí s druhem klientova problému. Test
opět provedeme srovnáním pozorovaných a očekávaných četností. Musíme však nejdřív
zjistit, jaké četnosti bychom za platnosti nulové hypotézy očekávali. Vzpomeňme si na
princip nezávislosti dvou náhodných jevů: jevy A a B jsou nezávislé, pokud P (A ∩B) =
P (A) ·P (B). V našem případě by tedy muselo platit to, že pravděpodobnost situace, kdy
má klient Problém 1 a zároveň si vybere terapeuta ze Školy A, se musí rovnat pravděpo-
dobnosti, že klient má Problém 1, krát pravděpodobnost toho, že si vybere terapeuta ze
Školy A. Zapišme jako P (Problém = 1 ∩ Škola = A) = P (Problém = 1) · P (Škola = A).
Analogicky můžeme popsat všech 12 možností.

Pro výpočet pravděpodobností, které by odpovídaly jednotlivým kombinacím úrovní
sledovaných proměnných, potřebujeme znát dílčí pravděpodobnosti P (Problém = 1),
P (Problém = 2) . . . a P (Škola = A), P (Škola = B) atd. Ty zjistíme snadno pomocí
marginálních četností. Pokud víme, že ze 150 klientů jich 45 mělo Problém 2, pak od-
hadneme, že P (Problém = 2) = 45

150 = 0.3. Obecně P (X = i) = ni•
n

a P (Y = j) =
n•j

n
. Dosadíme-li do naší předchozí úvahy, pak zjistíme, že za platnosti nulové hypotézy
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Tabulka 9: Kontingenční tabulka a výpočet testu nezávislosti

a) Označení buněk:

Y = 1 Y = 2 . . . Y = s
∑

X = 1 n11 n12 . . . n1s n1•

X = 2 n21 n22 . . . n2s n2•

... ... ... . . . ... ...
X = r nr1 nr2 . . . nrs nr•∑

n•1 n•2 . . . n•s n

b) Pozorované četnosti:
Problém 1 Problém 2 Problém 3 Problém 4 ∑

Škola A 32 15 4 7 58
Škola B 20 22 5 5 52
Škola C 12 8 16 4 40∑ 64 45 25 16 150

c) Očekávané četnosti:
Problém 1 Problém 2 Problém 3 Problém 4 ∑

Škola A 24.75 17.40 9.67 6.19 58
Škola B 22.19 15.60 8.67 5.55 52
Škola C 17.07 12.00 6.67 4.27 40∑ 64 45 25 16 150

d) Dílčí hodnoty sumy:
Problém 1 Problém 2 Problém 3 Problém 4

Škola A 2.13 0.33 3.32 0.11
Škola B 0.22 2.63 1.55 0.05
Škola C 1.50 1.33 13.07 0.02
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P (X = i∩Y = j) = ni•
n

n•j

n
= ni•n•j

n2 . Získali jsme tedy pravděpodobnost toho, že náhodně
vybrané pozorování za platnosti nulové hypotézy padne do buňky se souřadnicemi i a j.
Abychom však získali očekávanou (absolutní) četnost, vynásobíme tuto pravděpodobnost
celkovým rozsahem souboru n a získáme tak vztah

očekávaná četnostij = ni•n•j

n
.

Slovně popsáno: očekávanou četnost získáme jako součin příslušných marginál-
ních četností vydělený rozsahem souboru. Očekávané četnosti k našemu příkladu
můžeme vidět v tabulce 9c. Například očekávaná četnost jedinců, kteří mají Problém 1 a
navštíví terapeuta ze Školy C, je 40·64

150 = 17.07.

Testovou statistiku Z získáme opět výpočtem dobré shody mezi očekávanými a po-
zorovanými četnostmi. Jelikož má tabulka dvě dimenze, budou ve vzorci vystupovat dvě
sumy:

Z =
r∑

i=1

s∑
j=1

(
nij − ni•n•j

n

)2

ni•n•j

n

∼ χ2
(r−1)(s−1).

Všimněte si, jakým způsobem jsou stanoveny stupně volnosti. Jde o počet řádků tabulky
mínus jeden krát počet sloupců tabulky mínus jeden. Pro čtyřpolní tabulky by tedy test
měl jediný stupeň volnosti. Po dosazení do vzorce v našem příkladu najdeme hodnotu
z = 26.25, což při (4 − 1)(3 − 1) = 6 stupních volnosti odpovídá p-hodnotě 0.0002. Mezi
sledovanými veličinami tedy existuje závislost.

Test nezávislosti (a obecně testy dobré shody) bývá někdy kritizován za to, že po-
skytuje velmi vágní odpověď. To, že si klienti vybírají terapeuta dle druhu svých pro-
blémů, je sice zajímavá informace, neobjasní nám však, s jakým druhem problému pů-
jdeme za kým. Můžeme si pomoci tím, že prozkoumáme jednotlivé sčítance celkové sumy.
Přehledně je znázorňuje tabulka 9d. Jak je patrné, v našem příkladu nápadně vyčnívá
hodnota buňky 3-3. Mohli bychom tedy popsat výsledek našeho experimentu: Pozorovali
jsme signifikantní souvislost mezi druhem klientova problému a jeho výběrem terapeuta,
χ2(6) = 26.25, p < 0.001. Souvislost je patrná zejména u klientů s problémy z kategorie 3,
kteří si nápadně často vybírají terapeuty s teoretickým zaměřením C.

Stejně jako ostatní testy dobré shody, je test nezávislosti asymptotickým testem. Jeho
výsledky mohou být při malých četnostech nepřesné. Není proto doporučeno používat test
nezávislosti, pokud je více než čtvrtina očekávaných četností nižší než 5. Žádná by však
neměla být menší než 1.

Někteří autoři také upozorňují na to, že test nezávislosti nerespektuje zcela přesně
stanovenou hladinu α a zamítá nulovou hypotézu o něco častěji, než požadujeme. Toto
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zkreslení lze řešit takzvanou Yatesovou korekcí, kterou provedeme odečtením 1
2 od

velikosti každého rozdílu mezi očekávanou a pozorovanou četností:

Z =
r∑

i=1

s∑
j=1

(
|nij − ni•n•j

n
| − 0.5

)2

ni•n•j

n

.

Yatesova korekce je o něco přísnější, než je potřeba, a test se tak po jejím použití stává
naopak příliš konzervativním. S její pomocí se však zejména při práci s malými očeká-
vanými četnostmi odhad p-hodnoty výrazně zpřesní, takže vyjma situací, kdy pracujeme
s velkými rozsahy, bychom její užití měli brát za samozřejmé.

Testu nezávislosti je na první pohled velmi podobný test homogenity. Opět bychom
pracovali se dvěma kvalitativními proměnnými, rozdíl by však byl v tom, že jedna z nich by
nebyla náhodnou veličinou, ale její hodnota by byla předem dána. Kdybychom například
změnili design výše popsaného výzkumu a oslovili 50 klientů, kteří podstupují terapii
u psychologa se zaměřením A, 50 se zaměřením B a 50 se zaměřením C, pak by proměnná
zaměření terapeuta nebyla náhodnou veličinou, jelikož její hodnoty neurčila náhoda, ale
pevně jsme je stanovili my. V kontingenční tabulce by se tato změna projevila fixně danými
řádkovými marginálními četnostmi (ty mohou být sice pro různé úrovně různé, ale jde
o to, že jejich velikost nesmí náhodně kolísat – musí být předem pevně dána). Náš test
by neověřoval nezávislost dvou veličin, ale to, jestli jsou pravděpodobnosti všech úrovní
náhodné veličiny Y stejné pro všechny populace.

Poněkud překvapivě by se kromě výše uvedených rozdílů na testu nic nezměnilo. Tes-
tová statistika bude mít přesně stejnou podobu a za platnosti nulové hypotézy bude mít
opět rozdělení χ2 s (r−1)(s−1) stupni volnosti. Stejná bude také podmínka minimálních
četností a možnost využití Yatesovy korekce. Oba testy si jsou navenek tak moc podobné,
že si řada výzkumníků vůbec neuvědomuje, že jde o dvě rozdílné metody vycházející
z odlišného teoretického východiska.

U testů nezávislosti a testu homogenity většina autorů žádný ukazatel míry účinku
neuvádí. Přitom bychom našli celou řadu ukazatelů, které tento úkol dokážou splnit.
V kapitole 3.7.3 jsme mluvili o koeficientu ϕ (značili jsme jej rϕ a počítali jako Pearsonův
korelační koeficient dvou alternativně rozdělených náhodných veličin). Jelikož jeho velikost
není závislá na velikosti souboru ani na škále měření, splňuje všechny požadavky, které
klademe na ukazatele míry účinku. Navíc jej můžeme snadno získat z výše popsané testové
statistiky Z pomocí vztahu

ϕ =
√
z

n
.
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Hodnota, kterou najdeme, přesně odpovídá vzorci, který jsme uváděli v kapitole 3.7.3,
ovšem až na znaménko – při výpočtu z testové statistiky bude koeficient vždy kladný.
Tento způsob výpočtu přináší jednu výhodu – nemusíme se omezovat jen na čtyřpolní
tabulky, ale můžeme kvantifikovat sílu vztahu mezi nominálními proměnnými s libovolným
počtem úrovní.46

5.6.3 Fisherův faktoriálový test

Pro všechny testy dobré shody platí, že jsou asymptotické, nemůžeme je tedy použít,
pokud pracujeme s malými četnostmi. Naštěstí se této nepříjemnosti můžeme vyhnout
s pomocí kombinatorických testů, které testy dobré shody doplňují. Nejznámější z nich je
Fisherův faktoriálový test (též Fisherův exaktní test), který nahrazuje test nezávislosti a
test homogenity pro čtyřpolní tabulku.

Jak napovídá název, výpočet p-hodnoty lze převést na kombinatorickou úlohu, na což
jako první poukázal Ronald Fisher. Ke vzniku testu se váže událost z jeho života. V létě
roku 1920 v Cambridgi popíjel čaj se svými přáteli, mezi kterými byla i Muriel Bristol,
mladá doktorka biologie. Ta prohlásila, že čaj má jinou chuť v závislosti na tom, jestli do
šálku nalijeme nejdřív mléko a až potom čaj, nebo naopak budeme-li lít mléko do čaje.
Toto tvrzení vzbudilo mezi účastníky nedůvěru, a tak Ronald Fisher navrhl a zrealizoval
jednoduchý experiment. Nechal připravit 8 šálků čaje, přičemž 4 byly připraveny tak, že
služebná nalila do šálku nejdřív mléko, a u zbývajících čtyř zvolila opačné pořadí. Muriel
Bristol, která nevěděla, jak byl který šálek připraven, pak měla za úkol ze všech ochutnat
a správně vybrat ty 4, které byly připraveny jedním způsobem.

Výsledek experimentu si můžeme představit jako čtyřpolní tabulku (10). Marginální
četnosti jsou dané – 4 šálky jsou připraveny metodou mléko dřív a 4 metodou čaj dřív
(n•1 = n•0 = 4). Jelikož hodnotitelka ví, že v každé skupině jsou 4 šálky, tak výsledek
jejího odhadu přidělí různé metody přípravy dvěma čtveřicím šálků (n1• = n0• = 4). Po-
kud by metodu přípravy nebylo možné ochutnáním rozeznat, řádky i sloupce kontingenční
tabulky by byly nezávislé. Nulová hypotéza tedy říká, že to, jak je šálek připraven, a jak
bude označen, je na sobě vzájemně nezávislé.

Uvědomme si, že čtyřpolní tabulka má jediný stupeň volnosti – pokud tedy při pevně
daných marginálních četnostech známe hodnotu jediné buňky, známe i hodnoty zbývají-

46Podobné využití má i několik dalších koeficientů, například kontingenční koeficient
√

z
n+z . Ten se

chová podobně jako koeficient ϕ. Největším rozdílem je to, že nikdy nedosahuje hodnoty 1 – jeho maximum
je
√

q−1
q , kde q je menší hodnota z počtu řádků a počtu sloupců tabulky, tedy min(r, s). Dále se setkáváme

s koeficientem jménem Cramérovo V, který počítáme jako
√

z
n·(q−1) . Písmeno q opět značí min(r, s). Je

patrné, že pokud má kontingenční tabulka 2 řádky nebo 2 sloupce, pak Cramérovo V přesně odpovídá
koeficientu ϕ.
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Tabulka 10: Tabulka k Fisherovu faktoriálovému testu

Metoda přípravy
Čaj dřív Mléko dřív

Rozhodnutí Čaj dřív 3 1
Mléko dřív 1 3

cích tří. Pokud by hodnotitelka udělala jedinou chybu a jednomu šálku mléko dřív dala
označení čaj dřív, pak víme, že je špatně určen ještě jeden šálek a že správně určené jsou 3
a 3 šálky (viz kontingenční tabulka 10). Je tedy zcela postačující zkoumat chování jediné
buňky. V tomto příkladu si vyberme buňku n21.

Jaká je pravděpodobnost, že jen jediný šálek připravený metodou čaj dřív dostane
označení mléko dřív, pokud hodnotitelka jen hádá? Pravděpodobnost můžeme odvodit
s pomocí několika kombinačních čísel47 a následně upravit do tohoto tvaru:

p =

(
n11+n12

n11

)
+
(

n21+n22
n21

)
(

n
n11+n21

) = (n11 + n12)! · (n21 + n22)! · (n11 + n21)! · (n12 + n22)!
n11! · n12! · n21! · n22! · n! .

Po dosazení bychom získali hodnotu 0.229. Tato pravděpodobnost ale není hledaná p-
hodnota. Potřebujeme vypočítat pravděpodobnosti všech kontingenčních tabulek, které
při daných marginálních četnostech porušují nulovou hypotézu stejně či ještě výrazněji,
než ta, kterou jsme pozorovali. Pokud byla alternativa jednostranná, tak může nastat ještě
jedna extrémnější situace – ta, kdy by bylo všech 8 šálků zařazeno správně. Vytvoříme-li
takovouto tabulku a spočítáme-li její pravděpodobnost, dostaneme hodnotu 0.014. Jed-
nostranná p-hodnota pak bude součet obou čísel, tedy 0.243.

Pokud chceme znát oboustrannou p-hodnotu, můžeme nalezené číslo vynásobit dvěma.
V případě nevyvážených marginálních četností tento postup však nemusí vést k přes-
nému výsledku. Správnější postup by bylo vypočítat pravděpodobnosti všech možných
kontingenčních tabulek a sečíst pravděpodobnosti těch, co jsou stejně nebo méně pravdě-
podobné než ta, kterou jsme pozorovali. V našem případě oba postupy vedou k p-hodnotě
0.486, tedy již jediná chyba z osmi pozorování vede k nezamítnutí nulové hypotézy.

Faktoriálový test nemá žádnou testovou statistiku – jednoduše poskytuje (při da-
ných marginálních četnostech) přesnou p-hodnotu. Faktoriálový test není svázán žádnou
podmínkou a pracuje s libovolnými četnostmi. Pravdou však je, že při větších rozsazích
souboru jeho výpočetní náročnost strmě roste, což však není problém, jelikož při vyšších

47pro pochopení uvedeného vzorce by byla užitečná znalost hypergeometrického rozdělení, které v těchto
skriptech neprobíráme. Jeho znění jsme si však nevědomky odvodili v příkladu 20 v příloze těchto skript,
kde si klademe analogickou otázku.
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rozsazích výběru nám spolehlivě poskytnou p-hodnotu testy dobré shody. Jedno slabé
místo přece jen kombinatorické testy mají – všimněte si, že při designu, který jsme po-
užili, nikdy neprovádíme test na hladině α = 5 %. Při všech marginálních četnostech
rovných 4 nemůžeme získat jiné oboustranné p-hodnoty než 0.029, 0.457 a 1.00. Zákonitě
nás tedy test povede k větší přísnosti, než požadujeme.48

Faktoriálový test je možné zobecnit i na větší tabulky než jen 2 × 2. Tato zobecnění
opět fungují na principu procházení nejméně pravděpodobných tabulek a stanovování
jejich pravděpodobností, případně používají Monte Carlo simulace.

Na závěr dodejme, že dle záznamů toho odpoledne Muriel Bristol správně určila postup
přípravy u všech osmi šálků čaje.

5.6.4 McNemarův test a test symetrie podle Bowkera

Naše povídání o testech, které pracují s nominálními proměnnými, uzavřeme párovými
testy. S designem, kde provádíme dvě závislá měření (například pretest a posttest, pravá a
levá ruka, manžel manželka) jsme se setkali již u párového t-testu. Co když však výsledkem
těchto dvou měření nebude kvantitativní proměnná, ale jen dichotomie?

Tuto situaci řeší McNemarův test. Svá data opět uspořádáme do kontingenční ta-
bulky – v případě McNemarova to bude čtyřpolní tabulka. Tentokrát si však nebudeme
pokládat otázku, jestli je první a druhé měření nezávislé (to by ověřoval test nezávislosti
a Fisherův faktoriálový test), ale to, jestli je v souboru víc pozorování, která měla při
prvním měření hodnotu 0 a při druhém 1, než těch, co měla při prvním měření 1 a při
druhém 0.

Představme si třeba, že zkoumáme, jestli imaginační cvičení pomáhá sportovcům, kteří
dělají parkour, v lepším výkonu. Jako výzkumný soubor použijeme účastníky soutěže
v této disciplíně. Vybereme n dvojic sportovců tak, aby si závodníci ve dvojici přibližně
odpovídali předchozími úspěchy, zkušenostmi, stářím a dalšími charakteristikami. Z každé
dvojice pak vylosujeme jednoho závodníka, který bude kromě obvyklého tréninku podstu-
povat imaginační cvičení. Druhý závodník bude beze změny trénovat obvyklým způsobem.
Nakonec budeme sledovat výsledky soutěže a zaznamenáme, jestli se v rámci každé dvojice
kvalifikoval pro postup na vyšší stupeň soutěže ten závodník, co podstupoval imaginační
cvičení, nebo naopak ten, co je nepodstupoval, nebo oba závodníci nebo ani jeden z nich.
Tabulka 11 zobrazuje výsledky 18 párů závodníků.

48Všímavý čtenář možná zpozoroval ještě jednu vadu na kráse této metody. Ve většině designů nejsou
marginální četnosti předem dány, ale mohou mezi experimenty náhodně kolísat, s čímž Fisherův fak-
toriálový test nepočítá, a připravuje se tak o část své síly. Tento nedostatek je obvykle ignorován a
nepředstavuje nijak závažný problém. Zmiňme však, že existuje Barnardův test, který s touto vlastností
marginálních četností počítá, a je díky tomu nepatrně silnější.
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Tabulka 11: Tabulka k McNemarovu testu

Imaginace
Uspěl Neuspěl

Kontrola Uspěl 2 4
Neuspěl 7 5

Zamysleme se nad tím, jaký pro nás mají jednotlivá políčka tabulky význam. Hodnoty
n11 a n22 nám neposkytují žádný zajímavý údaj. Říkají, že oba závodníci uspěli/neuspěli
bez ohledu na to, jestli zde bylo provedeno imaginační cvičení nebo ne. Šlo by tedy na-
příklad o páry nezkušených závodníků, kteří bez ohledu na jakoukoli intervenci nemohli
uspět nebo naopak páry jasných favoritů, které nemohly selhat, ať už zde byla přítomna
určitá intervence nebo ne. To, co nás zajímá, jsou ty páry, kde jeden závodník uspěl a
druhý ne. Pokud tedy platí nulová hypotéza a imaginační cvičení nemá žádný vliv, pak
by v rámci této skupiny počet párů, kde uspěl ten závodník, který imaginoval, měl být
přibližně stejný jako počet párů, kde ten závodník, co imaginaci prováděl, neuspěl.

Ze čtyřpolní tabulky tedy použijeme jen dvě políčka: n12 a n21. Ostatní do výpočtu
nezahrneme. Čtenář zřejmě již rozeznal známý problém. Nulová hypotéza předpokládá,
že pravděpodobnost toho, že daný pár padne do buňky n12 je stejná, jako že padne do
n21, tedy 1

2 . Mohli bychom spočítat přesnou p-hodnotu pomocí pravděpodobnostní funkce
binomického rozdělení. Nebo bychom mohli toto rozdělení aproximovat normálním rozdě-
lením. U McNemarova testu se však tradičně volí aproximace pomocí rozdělení χ2 s jedním
stupněm volnosti (což je totéž jako aproximace normálním rozdělením počítaná v druhé
mocnině). Důvodem této volby je zřejmě mimořádná jednoduchost testové statistiky, kte-
rou tak odvodíme49:

Z = (n12 − n21)2

n12 + n21
.

Pochopitelně jde o asymptotický test, takže hodnoty získané při malých četnostech nejsou
přesné. Asmyptotika však lze urychlit použitím korekce na kontinuitu, která mění testovou
statistiku do této podoby:

Z = (|n12 − n21| − 1)2

n12 + n21
.

Test pak můžeme považovat za spolehlivý již při hodnotách n12+n21 ≥ 8. V našem případě
je hodnota testové statistiky bez korekce rovna 0.82, čemuž odpovídá p-hodnota 0.366.
Přesná p-hodnota získaná z binomického rozdělení by však byla 0.549, je tedy zjevné, že

49V některých textech se políčka čtyřpolní tabulky pojmenovávají po řádcích a, b, c, d. Vzorec pak
získá elegantní formu Z = (b−c)2

b+c .
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Tabulka 12: Tabulka k testu symetrie podle Bowkera

Po \ Před Pozitivní
vztah Nevyhranění Negativní

vztah
Pozitivní vztah 18 20 5
Nevyhranění 7 4 8

Negativní vztah 6 10 8

bez korekce na spojitost se asymptotika ještě dostatečně neprojevila. Pokud použijeme
korekci na spojitost, změní se hodnota testové statistiky na 0.36 a p-hodnota se překvapivě
zpřesní: 0.547.

Svůj párový test mají i nominální proměnné. Jedná se o zobecnění McNemarova testu
známé pod názvem Bowkerův test symetrie (nebo Bowkerův-McNemarův test). Vy-
užijeme jej skutečně vzácně, je však užitečné mít jej v arzenálu statistických postupů.
Tentokrát nebudeme pracovat s čtyřpolní tabulkou, ale obecně čtvercovou kontingenční
tabulkou k × k, kde k je počet úrovní sledované náhodné veličiny (a ten je pochopitelně
při obou párových měřeních stejný).

Mohli bychom třeba zkoumat postoj studentů psychologie ke statistice před tím, než
absolvovali kurz, kde se s tímto oborem blíže seznámili, a po tom, co jej absolvovali. Postoje
bychom hodnotili pomocí tří kategorií „pozitivní postoj“, „nevyhraněný/neví“ a „negativní
postoj“. Bowkerův test symetrie ověřuje nulovou hypotézu, která říká, že pro každou
dvojici úrovní sledované proměnné (označme je Ii a Ij), platí, že počet pozorování, které
se mezi prvním a druhým měřením přesunula z Ii do Ij je stejný jako počet pozorování,
která se přesunula z Ij do Ii. Alternativa pak říká, že existuje alespoň jedna dvojice
úrovní, kde toto neplatí. V našem příkladu by tedy nulová hypotéza předpokládala, že
počet studentů, kteří měli ke statistice negativní postoj, ale během kurzu jej přehodnotili
a změnili na pozitivní, je stejný jako počet studentů, kteří chápali statistiku pozitivně, ale
v průběhu studia se jim zprotivila. Stejně vyvážený posun by předpokládala mezi všemi
dalšími dvojicemi úrovní. Výsledky našeho pozorování u 86 studentů shrnuje tabulka 12.

Pokud by nulová hypotéza platila, matice (tabulka) by byla symetrická podle diagonály
zleva shora doprava dolů. Testová statistika podobně jako McNemarův test nepracuje
s diagonálními prvky, ale srovnává jen protilehlé dvojice buněk. Testová statistika má
rozdělení χ2 s počtem stupňů volnosti odpovídajícím počtu srovnání, tedy k(k−1)

2 :

Z =
k−1∑
i=1

k∑
j=i+1

(nij − nji)2

nij + nji

∼ χ2
k(k−1)/2.
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Test je opět asymptotický a žádný ze součtů nij + nji by neměl obsahovat méně než 8
pozorování; s rostoucím počtem srovnávaných kategorií tato podmínka slábne, podobně
jako u testů dobré shody.

V našem případě bychom došli k závěru, že kurz statistiky významně nezměnil postoj
studentů k tomuto oboru, ač zde určitý trend patrný je: testová statistika Z = 6.57, což
odpovídá p-hodnotě 0.087. Tu jsme zjistili z distribuční funkce náhodné veličiny s rozděle-
ním χ2 se třemi stupni volnosti. V případě zamítnutí nulové hypotézy by nám interpretaci
usnadnilo vypsat si či nakreslit, kam se studenti z jednotlivých skupin přesouvali.

Pokud chceme použít Bowkerův test, je dobré si uvědomit, které změny je schopen
detekovat a které ne. Citlivě by zaznamenal například tyto události:

• Svůj postoj změnili jen studenti, kteří statistiku neměli rádi. Po absolvování kurzu
ji rádi mají.

• Svůj postoj změnili jen nevyhranění studenti – polovina z nich si statistiku oblíbila
a polovina zprotivila.

• Studenti si vyměnili kategorie tímto způsobem: ti, co měli negativní vztah, se stali
nevyhraněnými, nevyhranění si ji oblíbili a ti, co ji měli rádi, si ji zprotivili.

Naopak test by neodhalil tuto událost:

• Studenti, kteří statistiku měli rádi, si ji zprotivili, a ti, kteří ji neměli rádi, si ji
oblíbili.

5.7 Neparametrické testy

Doposud jsme předpokládali, že náhodné veličiny, se kterými pracujeme, mají distribuční
funkci, která pochází z nějaké známé rodiny. Nejčastěji z rodiny normálních rozdělení.
Tento předpoklad značně zjednodušuje všechny výpočty – pokud máme nějakou známou
rodinu distribučních funkcí, schází nám již jen znalost jednoho či několika parametrů,
abychom věděli o chování zkoumané náhodné veličiny vše. Se znalostí statistických odhadů
se tak celá problematika testování nulových hypotéz nápadně zjednodušila.

Psychologický výzkum nás často přivádí do situací, kde jsme nuceni pracovat s ná-
hodnými veličinami, které se ani zdaleka žádnému známému rozdělení nepřibližují. Pokud
bychom jejich rozdělení chtěli popsat, nevystačili bychom si s jedním nebo dvěma para-
metry, jak jsme zvyklí, ale jejich počet by byl neurčitý a nejspíš i nekonečný. V takovém
případě máme dvě možnosti. Můžeme se spoléhat na to, že rozdělení náhodné veličiny
alespoň připomíná nám známé rozdělení a že vhledem k působení centrálního limitního
teorému poskytují metody parametrické statistiky dostatečně spolehlivé výsledky. Tato
cesta se dá někdy obhájit, jindy však o její smysluplnosti můžeme mít oprávněné pochyby.
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Tehdy volíme druhou cestu a stanovenou hypotézu budeme testovat některou z metod,
která se neváže na popis rozdělení pomocí jeho parametrů, ale zcela se těchto předpokladů
vzdává. Hovoříme pak o neparametrických metodách.

Neparametrické metody jsou široká a rozmanitá skupina postupů, které často zahrnují
výpočetně náročné procedury, které nelze provádět bez počítače a pochopit bez hlubokých
znalostí statistiky. V tomto textu se seznámíme jen s úzkým okruhem nejjednodušších ne-
parametrických metod. Všechny z nich budou mít společné to, že k vyřešení problému
používají jednoduchý trik: nepracují s původními daty, ale naměřené hodnoty transfor-
mují na proměnnou nižšího typu (nejčastěji ordinální nebo alternativní) a na ni uplatní
úvahy, které se neliší od těch, co známe z minulých kapitol. Vyjma znaménkového testu
půjde vždy o převod metrických hodnot na pořadí. Budeme tedy hovořit o pořadových
statistikách.

5.7.1 Znaménkový test

Znaménkový test je zřejmě nejjednodušší metoda neparametrické statistiky a pozorný
čtenář nejspíš zjistí, že jeho princip jsme si v minulých kapitolách už několikrát popsali, ač
jsme jej doposud nepojmenovali. Znaménkový test tradičně používáme ve dvou situacích
– buď jako jednovýběrový znaménkový test nebo jako párový znaménkový test
(vzpomeňme si na to, že jednovýběrové a párové testy jsou de facto totéž). Přibližme si
jeho logiku na případu jednovýběrového testu.

Vraťme se ještě jednou k problému, se kterým jsme otevřeli kapitolu o testování sta-
tistických hypotéz: k ověření účinnosti metody výuky matematiky na střední škole. Ptali
jsme se, jestli studenti, na které naši metodu uplatníme, získají u písemné maturity z ma-
tematiky víc než 20 bodů, což je průměrný výsledek ostatních studentů. Skupina devíti
studentů, které jsme našemu postupu podrobili, získala tyto počty bodů: 15, 25, 22, 19,
22, 29, 35, 22, 27. V kapitole 5.2.1 jsme předpokládali, že náhodná veličina počet bodů,
které u maturity získá student vzdělávaný naší metodou (značili jsme X) má normální
rozdělení, což nás dovedlo k oboustranné p-hodnotě 0.0445 (Z test), případně 0.0745 (jed-
novýběrový t-test). Co když se nás však zmocní pochyby nad naším předpokladem a my
připustíme, že sledovaná veličina může mít bezmála jakékoli rozdělení pravděpodobnosti?
Tehdy nám může pomoci znaménkový test.

Dříve než provedeme znaménkový test, musíme však pozměnit testovanou hypotézu.
Původní nulová hypotéza zněla H0 : µ = 20. Hodnota µ je však parametr normálního
rozdělení, který zastupuje jeho střední hodnotu, a s parametry normálního rozdělení v této
kapitole pracovat nebudeme. Místo toho svou pozornost obrátíme k mediánu náhodné
veličiny Mdn(X), a budeme předpokládat, že studenti, na které aplikujeme naši výukovou
metou, mají jiný medián počtu bodů, než je běžné. Dejme tomu, že mediánová hodnota je
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u studentů vzdělávaných obvyklým způsobem shodná se střední hodnotou, tedy 20 bodů.
Nulová hypotéza, ověřovaná znaménkovým testem, pak bude znít:

H0 : Mdn(X) = 20.

Při výpočtu znaménkového testu srovnáme výsledek každého z našich pozorování (devíti
studentů) s hodnotou, kterou očekává nulová hypotéza. Mohli bychom si to představit tak,
že v datové tabulce vytvoříme nový sloupec s hodnotami Xi − 20. V našem případě by
obsahoval čísla −5, 5, 2,−1, 2, 9, 15, 2, 7. Pak spočítáme, kolik z těchto hodnot je kladných
(jejich počet značme S+) a kolik záporných (S−). V našem případě s+ = 7 a s− = 2.
Jelikož oba tyto součty obsahují stejnou informaci, vybereme si pro další úvahy jeden
z nich (tradičně ten menší). Obecně jej značme S. V našem případě to je součet záporných
znamének (s = 2). Všimněte si, že ty hodnoty, které by přesně odpovídaly mediánu, nejsou
zahrnuty v žádném součtu, S+ ani S−. Znaménkový test z nich nedokáže získat žádnou
informaci, proto je z výpočtu vyřazujeme a rozsah souboru snížíme na n = s+ + s−.

Abychom mohli naši úvahu dokončit, stačí si uvědomit, jaké má náhodná veličina S
za platnosti nulové hypotézy rozdělení pravděpodobnosti. Pokud má náhodná veličina X
medián roven 20, pak každá její realizace má pravděpodobnost 50 %, že padne nad tuto
hodnotu, a stejnou pravděpodobnost, že padne pod tuto hodnotu (nerozhodné případy
jsme vyřadili). Všech n případů je nezavislých, můžeme proto říct:

S ∼ Bi
(
n,

1
2

)
.

Tato informace již postačuje k tomu, abychom stanovili jednostrannou p-hodnotu. Jedno-
duše vyčíslíme pravděpodobnost P (S = 2)+P (S = 1)+P (S = 0) (nevíte-li jak, nalistujte
kapitolu 2.6.2), tedy pravděpodobnost, že ze sedmi znamének budou dvě a méně záporná.
Jelikož má náhodná veličina S symetrické rozdělení, oboustrannou p-hodnotu získáme jako
dvojnásobek jednostranné. V našem případě by to bylo (0.002+0.018+0.070) ·2 = 0.180.
Oboustranná p-hodnota je tedy přibližně 18 %.

Použití binomického rozdělení je při větších rozsazích souboru výpočetně náročnější,
používáme proto často trik, který známe z kapitoly o testech dobré shody. Binomické
rozdělení aproximujeme normálním rozdělením se střední hodnotou n

2 a rozptylem n
4

(vzpomeňme, že náhodná veličina s rozdělením Bi(n, p) má střední hodnotu np a roz-
ptyl np(1 − p)). Odečtením střední hodnoty a vydělením směrodatnou odchylkou získáme
testovou statistiku Z s asymptoticky normovaným normálním rozdělením:

Z =
S − n

2√
n
4

= 2S − n√
n

∼ N(0, 1),
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z níž snadno vypočteme p-hodnotu. V našem případě z = 2·2−9√
9 = −1.6̄, což odpo-

vídá dvoustranné p-hodnotě 0.0956. Je zjevné, že v našem souboru o devíti pozorováních
asymptotika ještě nefunguje příliš spolehlivě a bylo by proto vhodné zůstat u binomického
rozdělení. Obecně bychom jej měli opouštět, až při velkých rozsazích souboru (přibližně
n > 20).50

Použití znaménkového testu jako párového testu je analogické. Jak už jsme u páro-
vých testů zvyklí, pracovali bychom se sloupcem (proměnnou) rozdílů prvního a druhého
měření. Pokud se tato nová proměnná nepřibližuje normálnímu rozdělení, můžeme po-
užít znaménkový test. Jednoduše bychom na tuto proměnnou aplikovali jednovýběrový
znaménkový test a ověřili nulovou hypotézu:

H0 : Mdn(Xdruhé měření −Xprvní měření) = 0.

Opět tedy testujeme mediánovou hodnotu, což si lze představit například jako hypotézu
o tom, jestli je počet pacientů, jejichž stav se zhoršil, stejný jako počet pacientů, kteří
se zlepšili. Nesmíme zapomenout na to, že pozorování s hodnotami rovnými mediánu
z výpočtu vyřazujeme. V tomto případě ty jedince, kteří se ani nezlepšili, ani nezhoršili.

Rozhodneme-li se použít znaménkový test, měli bychom znát jeho silné a slabé stránky.
Silnou stránkou je zjevně to, že metoda není svázána žádnými předpoklady. Jediné co,
potřebujeme být schopni určit, je to, jestli dané pozorování leží nad nebo pod mediánem.
Znaménkový test proto můžeme použít i na pořadové proměnné, jelikož i u těch můžeme
stanovit medián a srovnávat s ním jednotlivá pozorování.

Za tuto obrovskou výhodu však znaménkový test platí svou silou – ve většině případů
se jedná o vůbec nejslabší test, který máme k dispozici. Použijeme-li jej na proměnnou
s normálním rozdělením, má ve srovnání s jednovýběrovém t-testem asymptotickou re-
lativní eficienci 2

π
= 0.64. Tedy tam, kde t-testu stačí 64 pozorování k zamítnutí nulové

hypotézy, jich znaménkový test potřebuje 100.51

50Asymptotiku opět můžeme urychlit korekcí na kontinuitu, kterou známe z kapitoly o McNemarově
testu. Jedná se ostatně o identické testy, jen s tím rozdílem, že jsme hodnoty s+ a s− nahradili hodnotami
n1,0 a n0,1 a výpočet prováděli v druhé mocnině, což změnilo normální rozdělení na rozdělení χ2

1.
51Dodejme, že nejen za předpokladu normálního rozdělení, ale i ve většině dalších případů bude t-test

silnější než znaménkový test. Existují nicméně i takové tvary rozdělení, kde jsou oba testy stejně silné, a
ba co víc, u některých rozdělení by znaménkový test dosáhl větší síly než t-test.
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5.7.2 Wilcoxonův jednovýběrový test a Wilcoxonův párový test

Ve srovnání se znaménkovým testem řeší stejný problém poněkud sofistikovaněji Wilco-
xonův test pro jeden výběr, respektive Wilcoxonův párový test (Wilcoxon signed-rank
test). Opět platí to, že párový test je identický s jednovýběrovým testem aplikovaným na
sloupeček rozdílů párových měření. Wilcoxonův test, podobně jako znaménkový test, se
vyrovnává s problémem neznámého tvaru distribuční funkce tím, že nepracuje s původ-
ními naměřenými hodnotami, ale opět nějak redukuje informaci obsaženou ve zkoumané
proměnné. Tentokrát nejde o redukci tak drastickou, jako v předešlém případě. Při výpo-
čtu totiž naměřené hodnoty zkoumané proměnné převádíme na pořadí. Wilcoxonův test
proto patří mezi takzvané pořadové testy.

Na rozdíl od znaménkového testu postup navržený Wilcoxonem obecně neověřuje hy-
potézu o mediánu, ale poněkud méně srozumitelné tvrzení, že sledovaná náhodná veličina
je symetricky rozdělená kolem zadané hodnoty. Tato hypotéza je vlastně složená ze dvou
tvrzení: a) medián náhodně veličiny je roven zadané hodnotě a b) náhodná veličina má
symetrickou hustotu pravděpodobnosti. Pokud libovolné z těchto dvou tvrzení neplatí,
pak má test tendenci zamítat nulovou hypotézu. Toto je důvod, proč většina statistických
programů jednovýběrový Wilcoxonův test vůbec nenabízí – smysluplné využití by test měl
jen tehdy, pokud bychom s jistotou věděli, že náhodná veličina je symetricky uspořádaná,
abychom test mohli považovat za test mediánu.

Příznivější je situace v případě Wilcoxonova párového testu. Pokud obě srovnávané
náhodné veličiny mají stejná rozdělení pravděpodobnosti, jejich rozdíl má vždy symetrické
rozdělení s mediánem v nule. S pomocí Wilcoxonova párového testu tedy můžeme ověřovat
platnost nulové hypotézy o tom, že dvě náhodné veličiny mají stejné distribuční funkce.
Pokud je nulová hypotéza zamítnuta, nevíme, jestli tomu je kvůli rozdílu v mediánech
nebo třeba v šikmosti náhodné veličiny.

Při výpočtu Wilcoxonova testu budeme postupovat v následujících krocích. Od jed-
notlivých hodnot náhodné veličiny X odečteme očekávanou hodnotu mediánu (tedy tu
hodnotu, kterou předpokládá nulová hypotéza). Pokud jde o párový test, náhodná ve-
ličina X je rozdíl obou měření a očekávanou hodnotou obvykle nula. Pokud se některé
pozorování neliší od očekávané hodnoty, z výpočtu jej vyřadíme. Vypočítáme absolutní
hodnoty těchto rozdílů a převedeme je na pořadí (značme Ri) tak, aby největší rozdíl do-
stal nejvyšší pořadové číslo. Pokud má více rozdílů stejné absolutní hodnoty, spočítejme
pro ně průměrná pořadí. Sečtěme ty pořadové hodnoty, které patřily k rozdílům s kladným
znaménkem (součet značme S+) a ty, které patřily k rozdílům se záporným znaménkem
(S−). Menší z obou hodnot je statistika T . Výše popsané kroky jsou názorně zobrazeny
v tabulce 13.
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Tabulka 13: Tabulka pro výpočet Wilcoxonova jednovýběrového testu

xi xi − 20 |xi − 20| znaménko ri

15 -5 5 - 5,5
25 5 5 + 5,5
22 2 2 + 3
19 -1 1 - 1
22 2 2 + 3
29 9 9 + 8
35 15 15 + 9
22 2 2 + 3
27 7 7 + 7

Nalezené hodnoty statistk s− = 6.5 a s+ = 38.5.

Za platnosti nulové hypotézy má statistika T asymptoticky normální rozdělení s ná-
sledujícími parametry:

T ∼ N
(1

4n (n+ 1) , 1
24n (n+ 1) (2n+ 1)

)
.

Nezapomeňme, že do rozsahu souboru n nezahrnujeme vyřazená pozorování, která se
rovnala očekávané hodnotě. Podobně jako u dříve zmíněných testů, testovou statistiku T
převedeme na testovou statistiku Z, která má normované normální rozdělení, odečtením
střední hodnoty a vydělením směrodatnou odchylkou:

Z =
T − 1

4n(n+ 1)√
1
24n(n+ 1)(2n+ 1)

∼ N(0, 1).

V našem příkladu by testová statistika Z nabývala hodnoty 6.5−22.5
8.44 = −1.90 a z toho od-

vozená p-hodnota 0.058. Nulovou hypotézu bychom tedy nemohli na pětiprocentní hladině
významnosti zamítnout.

Pro úplnost uveďme, že existují nejméně dva postupy výpočtu tohoto testu. V druhém
bychom místo testové statistiky T pracovali se statistikou W , kterou bychom získali ze
vztahu W = S+ − S−. Ta má pak asymptoticky normální rozdělení s těmito parametry:

W = S+ − S− ∼ N
(

0, 1
6n (n+ 1) (2n+ 1)

)

a lze ji převést na náhodnou veličinu Z užitím vztahu

Z = W√
1
6n(n+ 1)(2n+ 1)

∼ N(0, 1).
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Z té snadno získáme příslušnou p-hodnotu. Oba postupy vedou k identickým výsledkům.

Výše popsané vztahy jsou asymptotické a pro malé rozsahy souboru tedy zatížené
značnou chybou. Obecně bychom popsaný potup neměli používat, pokud je rozsah našeho
souboru (respektive počet párů) menší než 15. Pokud se této situaci nemůžeme vyhnout,
je řešením kombinatorický výpočet. Při rozsahu souboru n víme, že statistika S− (a tedy
i S+) může nabývat pouze takových hodnot, které vzniknou jako součet některých (0 až
n) čísel z množiny 1, 2, . . . , n, jiný výsledek dostat nemůžeme. Pokud bychom všechny
možné výsledky vypsali a seřadili od té nejmenší hodnoty rozdílu po největší, můžeme
určit přesnou p-hodnotu. Stačilo by spočítat hodnoty, které jsou menší nebo rovny hodnotě
nalezené statistiky T a vydělit jejich počet celkovým počtem hodnot a vynásobit dvěma
(jelikož jde o dvoustrannou hypotézu.) Je zjevné, že krok „vypsat všechny možné výsledky“
se s rostoucím rozsahem souboru stává výpočetně velmi náročným. Postup můžeme použít
bez ohledu na přítomnost shodných měření v datech, musíme však tomu přizpůsobit
množinu výsledků, což situaci ještě více komplikuje a řada programů v případě shod
kombinatorický výpočet nenabízí.

Shody v hodnotách rozdílů představují obecně problém bez ohledu na to, jaký postup
výpočtu zvolíme. Asymptotický test se v případě výskytu shod stává konzervativnějším.
Toto oslabení můžeme korigovat. Postupujeme tak, že vypíšeme všechny jedinečné hod-
noty velikostí rozdílů |xi − 20| (těch je obecně r ≤ n) a ke každé napíšeme, kolikrát jsme
ji mezi měřeními pozorovali (počty opakování označme tj). V našem příkladu by r = 6
a tj = 3, 2, 1, 1, 1, 1, jelikož se zde třikrát opakovala dvojka a dvakrát pětka, ostatní hod-
noty jsme pozorovali jen jednou. Počty shod použijeme ke zpřesnění odhadu směrodatné
odchylky statistiky T , kterou převádíme na statistiku Z pomocí tohoto vzorce:

Z =
T − 1

4n(n+ 1)√
1
24n(n+ 1)(2n+ 1) − 1

2
∑r

j=1 tj(tj − 1)(tj + 1)
∼ N(0, 1).

Ač se jedná o užitečný postup, řada statistických programů korekci na shody neposkytuje.
Kdybychom použili tuto korekci v našem příkladu, změní se hodnota testované statistiky
na −2.13 a p-hodnota na 0.033.

Zejména při malých rozsazích výběru provádíme ještě jednu korekci, kterou známe
z předešlých asymptotických testů, a to korekci na spojitost. Ta by v případě Wilcoxonova
testu vypadala tak, že výraz z čitatele zlomku T − 1

4n(n + 1) nahradíme výrazem |T −
1
4n(n+ 1)| − 1

2 , a test se tak stane přesnějším a konzervativnějším.

Doplňme ještě krátké zamyšlení nad Wilcoxonovým párovým testem, pro který platí
vše výše uvedené. Někdy se můžeme setkat s názorem, že jde o párový test pro dvě ordi-
nální proměnné. To ovšem není pravda. První i druhé měření musí být metrické povahy,
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ordinální povahy může být až jejich rozdíl. Představme si například, že trénujeme tři spor-
tovce. Místo jejich času si zaznamenáme pouze jejich pořadí: 2., 1., 3. Po našem tréninku
se jejich výkony změnily a my opět zaznamenáme pouze pořadí: 3., 2., 1. Je zjevné, že
z těchto záznamů nejsme schopni ani při nejlepší vůli vyčíst, jestli se sportovci zlepšili
nebo ne.

Wilcoxonův test podobně jako některé další neparametrické testy postrádá intui-
tivně interpretovatelný ukazatel míry účinku. Obvykle proto žádný neprezentujeme, měli
bychom však doplnit mediánovou hodnotu našich měření, ať si čtenář může udělat alespoň
mlhavý obrázek.

Wilcoxonův test má úctyhodnou statistickou sílu. Ve srovnání s jednovýběrovým t-
testem je jeho relativní asymptotická eficience pro normálně rozdělené proměnné 3

π
=

0.955. Tedy tam, kde tato metoda potřebuje 100 pozorování k zamítnutí nulové hypotézy,
tam t-testu stačí přibližně 96. V případě, že sledovaná veličina normální rozdělení nemá,
Wilcoxonův test snadno překoná metody parametrické statistiky.

5.7.3 Mannův-Whitneyův U test

Vůbec nejčastěji používanou neparametrickou metodou v psychologickém výzkumu je
Mannův-Whitneyův U test. Jedná se o variantu Wilcoxonova testu pro dva nezávislé
výběry a v literatuře na něj narážíme pod názvy Mannův-Whitneyův-Wilcoxonův test,
dvouvýběrový Wilcoxonův test či U test. Vždy však jde o stejnou metodu – rozdíly se
mohou vyskytovat jen v dílčích krocích výpočtu.

Mannův-Whitneyův U test řeší stejnou situaci, ve které obvykle používáme t-test pro
dva nezávislé výběry. Máme tedy dvě skupiny nezávislých měření, kde první skupina je
tvořena n realizacemi náhodné veličiny X a druhá m realizacemi náhodné veličiny Y .
Otázka, kterou si klademe, zní, jestli některá z náhodných veličin X nebo Y má tendenci
nabývat vyšších hodnot než ta druhá.

Oproti t-testu má U test výhodu, že neklade žádné podmínky na tvar rozdělení ná-
hodné veličiny. Ba co víc, U test dokáže pracovat i s ordinálními daty, takže tvar rozdělení
vůbec znát nemusíme, ale stačí nám informace o pořadí jednotlivých měření podle jejich
velikosti.

Nulová hypotéza, jejíž platnost U test ověřuje, zní

H0 : P (X < Y ) = P (Y < X).

Předpokládá tedy, že pravděpodobnost, že se náhodná veličina X realizuje s vyšší hodno-
tou než náhodná veličina Y , je stejná jako pravděpodobnost, že tomu bude naopak (že se
náhodná veličina Y realizuje s vyšší hodnotou než náhodná veličina X).
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Obrázek 38: Podmínka pro test mediánů pomocí U testu

Na obrázku jsou grafy hustot pravděpodobnosti dvou náhodných veličin, které srovnáváme po-
mocí U testu. V prvním případě mají obě veličiny až na posunutí stejnou distribuční funkci,
takže U test můžeme považovat za test hypotézy o shodě mediánů. V druhém případě toto
ovšem neplatí.

V některých textech narazíme na tvrzení, že U test je testem shody mediánů a že
ověřuje platnost nulové hypotézy

H0 : Mdn(X) = Mdn(Y ).

Toto však není pravda vždy. Abychom mohli U test považovat za test shody mediánů,
museli bychom splnit podmínku, že distribuční funkce náhodných veličin X i Y mají
stejný tvar a mohou se lišit jen posunutím. Názorně tuto podmínku vyjadřuje obrázek
38. Dodejme, že jen zřídkakdy máme k dispozici dostatečně pádné argumenty o tom, že
obě distribuční funkce mají stejný tvar, obvykle je proto vhodnější držet se první varianty
nulové hypotézy.

Přibližme čtenáři nejprve původní postup výpočtu, který popsal Frank Wilcoxon
v článku z roku 1945. Prvním krokem výpočtu je převedení naměřených hodnot na po-
řadí bez ohledu na skupinu. Pokud mají některá měření stejnou hodnotu, přiřadíme jim
průměrná pořadí. Je-li tedy rozsah první skupiny n a druhé skupiny m, pak jednotlivým
měřením rozdáme čísla od jedničky až po n+m. Tyto pořadové hodnoty v každé skupině
zvlášť sečteme, a získáme tak součty pořadí SX a SY . Součet SX + SY se pochopitelně
musí rovnat součtu všech čísel od 1 po n+m, tedy 1

2(n+m)(n+m+ 1), a to i v případě
shod.

Wilcoxon dokázal, že za platnosti nulové hypotézy mají náhodné veličiny SX a SY

asymptoticky normální rozdělení:

SX ∼ N
(1

2n(n+m+ 1), 1
12nm(n+m+ 1)

)
,

SY ∼ N
(1

2m(n+m+ 1), 1
12nm(n+m+ 1)

)
.

Asymptotiku můžeme považovat za uspokojivou, pokud obsahuje každá ze skupin nejméně
10 pozorování. Obě nalezené hodnoty jsou spolu svázány, prezentujeme proto obvykle
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jedinou z nich, častěji tu menší, a označíme ji W (pro menší přehlednost ji někteří autoři
značí T ).

Při dostatečném rozsahu výběru převedeme součtovou statistiku na veličinu Z s nor-
movaným normálním rozdělením dle jednoho ze vztahů:

Z =
SX − 1

2n(n+m+ 1)√
1
12nm(n+m+ 1)

, Z =
SY − 1

2m(n+m+ 1)√
1
12nm(n+m+ 1)

.

Z této statistiky pak snadno odvodíme p-hodnotu. V případě, že se mezi pozorováními
vyskytovaly shody (bez ohledu na to, jestli to bylo v rámci téže skupiny, nebo různých sku-
pin), bude náš odhad příliš konzervativní. Mohli bychom jej korigovat úpravou rozptylu.
Korekce by opět vypadala tak, že identifikujeme r jedinečných hodnot, poznamenáme si,
kolikrát se každá z nich vyskytovala (označme tyto četnosti t1, t2, . . . , tr), a rozptyl pak

zmenšíme o hodnotu 1
12nm

∑r
j

t3
j −tj

(n+m)(n+m−1) .

Častěji než výše uvedený postup najdeme v literatuře jeho úpravu známou pod názvem
Mannův-Whitneyův U test. Postup by byl přesně stejný až do bodu, kdy máme dvě
součtové statistiky SX a SY. S těmi provedeme následující úpravu, a získáme tak statistiky
UX a UY:

UX = SX − n(n+ 1)
2 , UY = SY − m(m+ 1)

2 .

Tato zdánlivě zbytečná transformace má několik výhod. Obě získané náhodné veličiny
mají stejné rozdělení (střední hodnota je rovna nm

2 a rozptyl odpovídá rozptylu statistik
S, ať už se shodami či beze shod v pořadí). Při dalších úvahách si proto můžeme zvolit
libovolnou ze statistik UX a UY, označit ji U a použít na ni následující vzorce bez ohledu
na naši volbu. Statistické programy tradičně volí menší z obou nalezených. Pro U platí
asymptotický vztah

U ∼ N
(
nm

2 ,
nm(n+m+ 1)

12

)
.

Při dostatečném rozsahu ho proto opět můžeme převést na statistiku Z odečtením prů-
měru a vydělením směrodatnou odchylkou.

Z =
U − nm

2√
nm(n+m+1)

12

∼ N(0, 1).

Ze statistiky Z lze odvodit asymptotickou p-hodnotu. Asymptotiku můžeme i v tomto
případě urychlit korekcí na spojitost. Ta by v případě Mannova-Whitneyova U testu měla
tuto podobu:
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Z =
|U − nm

2 | − 1
2√

nm(n+m+1)
12

.

Pokud v naměřených hodnotách existují shody, můžeme upravit odhad rozptylu postupem
popsaným výše. Korekce se vzájemně nevylučují – test nás proto může dovést ke čtyřem
různým p-hodnotám. Použijeme-li obě navržené korekce, vzorec pro výpočet statistiky Z
naroste do následujícího tvaru:

Z =
|U − nm

2 | − 1
2√

nm
12

(
(n+m+ 1) −∑r

j

t3
j −tj

(n+m)(n+m−1)

) .

Hlavní výhoda statistiky U spočívá v tom, že ji lze poměrně přímočaře interpretovat.
Hodnota statistiky UX označuje počet dvojic měření (vždy první ze skupiny X a
druhé ze skupiny Y ), kde má první měření větší hodnotu než měření druhé
(v případě shody obou měření se počítá půl bodu). Kdybychom měli velmi malý soubor
pozorování, mohli bychom díky tomu spočítat UX jednoduše tak, že bychom srovnali každé
pozorování ze skupiny X s každým pozorováním ze skupiny Y a spočítali bychom, kolikrát
mělo první z nich vyšší hodnotu než druhé (respektive kolikrát mělo nižší hodnotu, pak
bychom získali hodnotu statistiky UY).

P-hodnota získaná libovolnou z výše uvedených cest odpovídá skutečné p-hodnotě
pouze při vysokých rozsazích výběru. Pokud bychom test chtěli uplatnit na malé rozsahy,
mohli bychom použít podobně jako v případě jednovýběrového Wilcoxonova testu kom-
binatorický přístup. Jeho logika by byla taková, že n + m pořadových hodnot můžeme
rozdělit mezi dvě skupiny o rozsazích n a m jen konečným množstvím způsobů – těch je(

n+m
n

)
. Mohli bychom si všechny tyto způsoby vypsat a stanovit pro každý z nich hodnotu

statistiky U . Potom relativní četnost těch uspořádání, která vedou k hodnotě U rovné nebo
menší, než je ta, kterou jsme naměřili na našich datech, odpovídá přesné p-hodnotě (tedy
už pátému možnému výsledku tohoto testu). Je pochopitelné, že při velkých rozsazích se
tento postup stává výpočetně nesmírně náročným.

Vzhledem k oblibě Mannova-Whitneyova U testu existuje hned několik ukazatelů míry
účinku, které můžeme spolu s výsledky tohoto testu prezentovat. Pravdou však je, že vět-
šina čtenářů s nimi pravděpodobně nebude seznámena, na rozdíl od běžných ukazatelů
jako je Cohenovo d. První z ukazatelů vychází z interpretace statistiky U – tedy počtu
dvojic hodnot z různých skupin, kde první hodnota je větší než druhá. Jelikož víme, že
takovýchto dvojic můžeme vytvořit nm (každý prvek z první skupiny krát každý z druhé
skupiny), pak podíl UX

nm
vyjadřuje pravděpodobnost, že náhodně vylosovaný pr-
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vek ze skupiny X bude mít vyšší hodnotu než náhodně vylosovaný prvek ze
skupiny Y . Shodou okolností takto stanovená hodnota přesně odpovídá statistice AUC
(Area Under Curve) používané v ROC analýze (viz předmět Psychometrika 2)52. Pokud
bychom pro výpočet použili statistiku UY, vyjde nám pravděpodobnost, že náhodně vy-
braný prvek ze skupiny Y má vyšší hodnotu než prvek ze skupiny X. Pochopitelně tedy
platí vztah UX

nm
= 1 − UY

nm
.53 Kdyby hodnoty v obou skupinách byly stejně vysoké, bude se

AUC rovnat 0.5.
Druhá možnost, jak stanovit míru účinku, je spočítat takzvanou pořadově-biseriální

korelaci. Jedná se korelační koeficient pro alternativní a pořadovou proměnnou a můžeme
jej vypočítat ze vztahu

r = 1 − 2U
nm

= 1 − 2AUC.

Tento ukazatel můžeme interpretovat podobně jako Pearsonův korelační koeficient.
Pokud budeme chtít prezentovat rozdíl mezi skupinami v jednotkách, ve kterých jsme

prováděli měření, narazíme na určité komplikace. Můžeme prezentovat mediány a jejich
rozdíl, někdy se tak ale dostaneme do kuriózní situace, kdy oba mediány vyjdou stejně, a
test přesto zaznamená statisticky významný rozdíl. Kdybychom hledali statistiku, která
přesněji odráží rozdíl mezi skupinami, našli bychom méně známý ukazatel s názvem
Hodgesův-Lehmannův estimátor. Jeho velikost zjistíme tak, že spočítáme rozdíly mezi
všemi dvojicemi měření (každý prvek z dvojice patří do jiné skupiny, celkem tedy vznikne
nm dvojic) a z těchto rozdílů spočítáme medián.

Mannův-Whitneyův U test je pozoruhodně silný. Jeho relativní asymptotická eficience
ve srovnání s t-testem pro dva nezávislé výběry je 3

π
= 0.955. Tam, kde U test potřebuje

k zamítnutí nulové hypotézy 100 pozorování, si t-test vystačí s přibližně 96 pozorováními.
Tato hodnota ovšem platí pouze pro práci s normálně rozdělenou náhodou veličinou, tedy
situaci, pro kterou byl t-test vytvořen. Budeme-li pracovat s jinými rozděleními, ztratí
t-test část své síly a U test jej snadno překoná.

Z výše uvedených srovnání vychází Mannův-Whitneyův U test velmi dobře, snad i lépe
než samotný t-test, který za svou sílu platí značnými restrikcemi užití. Můžeme se proto
ptát, proč U test není považován za metodu první volby a není používán častěji. V učeb-

52Někdy je totmto ukazateli výhodnější referovat jako o dominanci, respektive stochastické dominanci.
Zbavíme se tím odkazu na metodu ROC, který může být pro řadu čtenářů matoucí.

53Statistické programy nám obvykle ukážou pouze hodnotu statistiky U bez upozornění, jestli jde o UX,
nebo UY. Tradičně to bývá ta menší z obou nabízených hodnot, méně zkušení uživatelé nicméně někdy
nedokážou vypátrat, která skupina skórovala níže (a tedy které skupině zvolené U patří). Pomoci nám
může obyčejné srovnání mediánů skupin (ač při shodách v měřeních někdy žádný rozdíl v mediánech
vidět není), nebo spolehlivější srovnání průměrných pořadí. Vrátíme-li se k součtům pořadí SX a SY a
vydělíme-li je rozsahy příslušných skupin, získáme průměrná pořadí SX/n a SY /m. Ta skupina, které má
nižší průměrné pořadí, dosahovala nižších hodnot.
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nicích se často dočteme, že tím důvodem je nedostatečná statistická síla; jak jsme ovšem
viděli, tento argument opravdu není přesvědčivý. Důvod je ten, že když použijeme ne-
parametrickou statistiku, připravíme se o možnost elegantní prezentace našich výsledků.
Většina čtenářů s elementárními znalostmi statistiky dobře rozumí ukazatelům jako je
průměr či směrodatná odchylka. Pokud však používáme U test, předpokládáme, že naše
data pomocí průměrů a směrodatných odchylek efektivně popsat nelze. Odsuzujeme se
tak k použití ukazatelů jako je medián, MAD, AUC, Hodgesův-Lehmannův estimátor
atd., kterým však většina čtenářů neporozumí. Hlavní důvod, proč je t-test první volbou,
jen zkrátka ten, že jeho výsledky dokážeme snáze komunikovat.

Sdělení výsledků U testu by mohlo znít například takto: Pozorovaná doba přežití byla
u 7 pacientů s kvalitní sociální oporou signifikantně delší než u skupiny 10 pacientů, kteří
sociální oporu postrádali, U = 13.5, Z = −2.10, p < 0.05, AUC = 0.81. Medián doby
přežití od hospitalizace byl u skupiny se sociální oporou 12 měsíců, zatímco bez sociální
opory 6 měsíců.

5.7.4 Test Spearmanova korelačního koeficientu

V případě, že chceme kvantifikovat sílu závislosti mezi dvěma kvantitativními (metric-
kými) proměnnými, které nesplňují podmínku normálního rozdělení, nebo mezi dvěma
ordinálními proměnnými, obvykle používáme Spearmanův korelační koeficient. Připomeň-
me, že Spearmanův korelační koeficient odpovídá Pearsonovu korelačnímu koeficientu,
který jsme ovšem aplikovali na hodnoty převedené na pořadí dle své velikosti.

Podobnost mezi Spearmanovým a Pearsonovým korelačním koeficientem se odráží
i v postupu, kterým ověřujeme hypotézy vztahující se k těmto ukazatelům. Obecně platí,
že testy statistických hypotéz, které jsme se naučili v kapitole o Pearsonovu korelačním
koeficientu, můžeme beze změny aplikovat i na Spearmanův korelační koeficient. Platnost
nulové hypotézy ρ = 0 bychom tedy ověřovali pomocí nám již známé statistiky

T = Rs√
1 −R2

s

√
n− 2 ∼ tn−2.

Dodejme jen, že v tomto případě by šlo o asymptotický, nikoli přesný test. V případě, že
bychom chtěli testovat obecně hypotézu ρ = ρ0 nebo pokud bychom chtěli srovnat velikost
Spearmanova korelačního koeficientu ve dvou skupinách, bychom opět použili Fisherovu
transformaci. Podrobnosti postupu by byly stejné, jako jsme uvedli v kapitole 5.4.4.

Jelikož Spearmanův korelační koeficient pracuje s pořadím, může při daném rozsahu
souboru (n) nabývat jen konečného množství hodnot (kterých je n!). Toto nám umožňuje
vypočítat přesnou p-hodnotu pomocí kombinatorického testu. Kombinatorický test se
využívá zřídkakdy, jelikož však jde o obecný postup, který můžeme aplikovat na všechny
pořadové testy, přiblížíme si zde logiku tohoto postupu.
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Představme si, že pracujeme se souborem 4 párových měření. Naše datová tabulka
tedy bude mít dva sloupce (x a y) a čtyři řádky. Pro přehlednost si naše čtyři pozoro-
vání seřadíme podle velikosti znaku x od nejmenšího po největší. Když pak pro výpočet
Spearmanova korelačního koeficientu převedeme hodnoty na pořadí, bude sloupeček x

obsahovat pořadové hodnoty 1, 2, 3, 4.
Kdyby platila nulová hypotéza H0 : ρ = 0, pak by sloupeček y sice taky obsahoval

hodnoty od jedničky do čtyřky, ale ty by byly zamíchané v náhodném uspořádání. Jelikož
však spolu dle nulové hypotézy x a y nesouvisejí, je uspořádání hodnot y zcela nahodilé –
libovolné z 24 uspořádání (4! = 24) může nastat se stejnou pravděpodobností. P-hodnotu
můžeme pak vypočítat tak, že si pro každé z možných uspořádání vypočítáme hodnotu
Spearmanova korelačního koeficientu a srovnáme ji s hodnotou Spearmanova korelačního
koeficientu, který jsme vypočítali na našich skutečných datech. Počet těch koeficientů,
které porušují nulovou hypotézu stejně nebo více, než ten náš, vydělený celkovým počtem
uspořádání (tzn. 24) odpovídá přesně kombinatorické p-hodnotě.

Postup názorně ilustruje tabulka 14. Kdybychom nalezli uspořádání znaku y například
1, 2, 4, 3, čemuž odpovídá rs = 0.8, pak do stejné nebo ještě větší míry porušuje nulovou
hypotézu (při oboustranné alternativě) například uspořádání 4, 2, 3, 1 (rs = −0.8), 1, 2, 3, 4
(rs = 1.0) a několik dalších. Dohromady 8 z 24. Nalezená p-hodnota by tedy byla 8

24 =
0.33, což není signifikantní výsledek.

Jak je patrné, s rostoucím rozsahem výběru se stává kombinatorický postup výpočetně
velmi náročným a své uplatnění má jen u malých souborů.

V textu bychom prezentovali test Spearmanova korelačního koeficientu například takto:
Výsledky naznačují, že symetričtější ženské tváře jsou muži hodnoceny jako atraktivnější,
rs(16) = 0.48, p < 0.05.

5.7.5 Kruskalův-Wallisův test

Podobně jako povídání o parametrických testech bylo uzavřeno AVOVou, uzavřeme kapi-
tolu o neparametrické statistice jejím protějškem, Kruskalovým-Wallisovým testem (též
známý jako Kruskalův-Wallisův H test, Kruskalova-Wallisova ANOVA atp.).

Jedná se o postup, pomocí kterého hledáme odpověď na otázku, zdali se pozorování ze
tří a více souborů liší svou výší. Nejnázornější by bylo si představit Kruskalův-Wallisův
testu jako sérii Mannových-Whitneyových testů mezi všemi dvojicemi skupin s tím, že
uplatníme mimořádně přesnou korekci na opakované testování. Nulovou hypotézu bychom
zamítli, pokud bychom pozorovali rozdíl v libovolné z testovaných dvojic. Toto přirovnání
platí včetně omezení a dalších vlastností, které jsme popisovali v kapitole o Mannově-Whi-
tneyově testu. Zkoumané proměnné mohou být metrické či ordinální povahy bez podmínky
na specifický tvar rozdělení. Pokud bychom přidali předpoklad stejného tvaru rozdělení ve

162



Tabulka 14: Kombinatorický test Spearmanova korelačního koeficientu

x y1 y2 y3 y4 y5 y6 y7 y8 y9 y10 y11 y12

1 1 1 1 2 2 1 1 3 2 1 3 3
2 2 2 3 1 1 4 3 1 3 4 2 1
3 3 4 2 3 4 2 4 2 1 3 1 4
4 4 3 4 4 3 3 2 4 4 2 4 2
rs 1.0 0.8 0.8 0.8 0.6 0.4 0.4 0.4 0.4 0.2 0.2 0.0
p 0.08 0.33 0.33 0.33 0.42 0.75 0.75 0.75 0.75 0.92 0.92 1.00

x y13 y14 y15 y16 y17 y18 y19 y20 y21 y22 y23 y24

1 2 4 2 4 3 2 4 3 4 3 4 4
2 4 1 3 1 2 4 2 4 3 4 2 3
3 1 2 4 3 4 3 1 1 1 2 3 2
4 3 3 1 2 1 1 3 2 2 1 1 1
rs 0.0 -0.2 -0.2 -0.4 -0.4 -0.4 -0.4 -0.6 -0.8 -0.8 -0.8 -1.0
p 1.00 0.92 0.92 0.75 0.75 0.75 0.75 0.42 0.33 0.33 0.33 0.08

Sloupce y1 až y24 obsahují všechna možná uspořádání pořadových hodnot pro znak y. V řádku rs

jsou odpovídající hodnoty korelačního koeficientu a v řádku p příslušná p-hodnota. Jak je patrné,
při rozsahu souboru n = 4, nemůže být při oboustranné alternativě nikdy nulová hypotéza
zamítnuta.
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všech skupinách, mohli bychom tvrdit, že test ověřuje platnost hypotézy o shodě mediánů.
Bez této podmínky jde však o jiný druh rozdílu (viz kapitola 5.7.3).

Kruskalův-Wallisův test počítáme ve dvou krocích. V prvním převedeme veškerá po-
zorování bez ohledu na skupinu, do níž náleží, na pořadí od nejmenší hodnoty po největší.
Má-li více měření stejnou hodnotu, dáme jim průměrná pořadí. V druhém kroku vypo-
čítáme hodnotu testové statistiky H, která má asymptoticky rozdělení χ2 s k − 1 stupni
volnosti, kde k označuje počet srovnávaných skupin:

H = (n− 1)
∑k

j=1 nj(r̄j − r̄)2∑k
j=1

∑nj

i=1(rji − r̄)2 ∼ χ2
k−1.

Písmenem nj je označen rozsah j-té skupiny, písmenem n celkový rozsah souboru, rji je
pořadí i-tého pozorování z j-té skupiny, r̄j průměr pořadových hodnot v j-té skupině a r̄
je průměr všech pořadových hodnot, což vždy odpovídá podílu n+1

2 .54

Podobně jako předešlé pořadové testy se jedná o asymptotický vztah, který je pod-
míněný dostatečnými rozsahy skupin. V případě, že by některá skupina obsahovala méně
než 5 pozorování, jsou výsledky zatíženy značnou chybou. Ač by bylo možné vytvořit
i kombinatorickou obdobu této metody, ve statistických programech obvykle zabudována
nebývá.

Podobně jako analýza rozptylu, výsledek Kruskalova-Wallisova testu neposkytuje in-
formaci o tom, ve kterých dvojicích skupin byl pozorován významný rozdíl. Přestože
v literatuře můžeme najít rozmanité post hoc testy podobně jako u ANOVy, nejsou jejich
vlastnosti příliš uspokojivé. Obvykle je součástí jejich výpočtu úprava p-hodnoty vychá-
zející z logiky Bonferroniho korekce, což je činí značně konzervativními, především když
pracujeme s větším množstvím skupin. Zřejmě nejlepším řešením, kterým lze doplnit či na-
hradit post hoc testy, je srovnat skupiny graficky pomocí krabicového grafu (viz kapitola
3.4.5).

54V některých textech narazíme na jednodušší vzorec H = 12
n(n+1)

∑k
j=1

S2
j

nj
− 3(n + 1), kde Sj je součet

pořadí v j-té skupině. V případě výskytu shod v naměřených hodnotách bychom jeho výsledek však museli
korigovat vydělením statistiky H výrazem 1 −

∑r

i=1
(t3

i −ti)
n3−n , kde ti jsou četnosti jednotlivých unikátních

hodnot a r je celkový počet unikátních hodnot (viz kapitola 5.7.2).
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5.8 Výběr statistického testu

Statistických testů je mnoho. Ač jsme se na předchozích stránkách seznámili jen s je-
jich nejznámějšími zástupci, i tak jich byly dobré dvě desítky. Na místě je otázka, jak
se v tomto množství neztratit a umět pohotově vybrat nejvhodnější metodu k ověření
zamýšlené hypotézy. S rostoucí zkušeností a znalostmi statistiky se tento úkol postupně
stane triviálním. Pro čtenáře, kteří tyto zkušenosti nemají, teď představíme pomůcku,
která jim s výběrem testu spolehlivě pomůže.

Hned zkraje uveďme, že jakékoli pomůcky tohoto druhu jsou opravdu jen pomůckami,
nikoli neomylnými a univerzálními zákony. U statistiky obecně platí, že jakákoli snaha pře-
vést postupy do mechanické sekvence kroků, které uplatníme bez přemýšlení, je škodlivá,
a často se díky ní pravda skryje ještě hlouběji místo toho, aby byla odhalena. Ze zkuše-
nosti autora těchto skript lze však téměř veškeré hypotézy, které studenti v diplomových
pracích z oboru psychologie navrhují, testovat pomocí metod, při jejichž výběru můžeme
spolehlivě uplatnit níže uvedený postup.

Různé rozhodovací stromy navrhované autory rozmanitých učebních textů obvykle za-
čínají otázkou, jestli naše hypotéza popisuje souvislost nějakých veličin, nebo rozdíl mezi
skupinami. Tedy na jedné straně by byly hypotézy jako „počet přátel, které člověk má na
sociální síti, souvisí s jeho životní spokojeností“ a na straně druhé „ženy mají v průměru
větší slovní zásobu než muži“. Ač je toto dělení poměrně intuitivní, my jej nepotřebu-
jeme. Z pohledu statistického testu je pravdou, že rozdíl je totéž co souvislost. Smysl
tohoto výroku bude zřejmější, když druhou uvedenou hypotézu o rozdílu převyprávíme
jako hypotézu o souvislosti: „Existuje souvislost mezi pohlavím jedince a rozsahem jeho
slovní zásoby.“ Její smysl se tím nijak nezměnil. Stejnou úvahu bychom mohli provést
i u hypotézy, která se vyjadřuje ke srovnání více než dvou skupin. Výrok „studenti růz-
ných vysokoškolských oborů vykazují různou míru neklinického narcismu“ je totéž co výrok
„míra neklinického narcismu u studentů VŠ souvisí se studijním oborem“. Jen jsme rozdíl
opět převyprávěli jako souvislost.

Budeme-li se probírat otázkami, které si nejčastěji v rámci malých výzkumných pro-
jektů klademe, a všechny se pokusíme převést do podoby hypotézy o souvislosti, zjistíme,
že velká většina testů, které známe, má jediný úkol: ověřit existenci souvislosti mezi dvěma
proměnnými; tedy mezi dvěma sloupečky naší datové tabulky. Ověřme toto tvrzení na
příkladu několika otázek, které si v psychologickém výzkumu můžeme pokládat. U každé
otázky pojmenujme, jakých dvou proměnných se týká:

(a) Dožívají se inteligentnější lidé vyššího věku?
(b) Existují rozdíly v míře empatie mezi muži a ženami?
(c) Jsou blondýny hodnoceny muži jako atraktivnější než ženy s jinou barvou vlasů?
(d) Mají pravidelní kuřáci marihuany horší krátkodobou paměť než nekuřáci?

165



(e) Liší se čtenářské dovednosti žáků čtvrtých tříd napříč základními školami Olomouckého kraje?

(f) Odpovídá zastoupení mužů a žen mezi VŠ studenty zastoupení mužů a žen mezi akademiky?
(g) Je některá ze tří vybraných psychoterapeutických technik ke zmírnění příznaků PTSD účinnější

než jiné?
(h) Vede senzorická deprivace k nárůstu agresivity?

(i) Je průměrná výška dospělého muže 180 cm?55

Záměrně se v seznamu objevilo i několik řekli bychom „chytáků“, ale ani ty nám
nezabránily identifikovat dvojici proměnných, se kterými hypotéza pracuje. Výjimkou je
poslední otázka: „Je průměrná výška dospělého muže 180 cm?“ Zde zjevně pracujeme
s proměnnou výška. Místo druhé proměnné je zde však konstanta 180. (Co přesně znamená
konstanta, podrobně popisujeme v kapitole 5.1.) Hodnotu 180 jsme nezískali měřením
našich pokusných osob, ale je dána. Pokud bychom ji chtěli vložit do datové tabulky,
vznikl by nový sloupeček (s názvem třeba očekávaná výška) a každý respondent by v něm
měl uvedenou hodnotu 180. Takhle rozšiřovat naši tabulku by ale bylo vcelku neužitečné –
konstanty obvykle ponecháme mimo tabulku a nový sloupeček si jen představujeme. Zde
jde skutečně o jakousi výjimku – nehovoříme tu (navzdory tomu, co bylo řečeno dříve)
o vztahu proměnné a konstanty, ač stále zůstáváme věrni tomu, že pracujeme s dvěma
sloupečky tabulky: proměnnou a proměnnou nebo proměnnou a konstantou.

Pokud prvním krokem byla identifikace proměnných, kterých se naše hypotéza týká,
druhým krokem je určení toho, o jaké typy proměnných se jedná. U každé z nich musíme
být schopni rozlišit, jestli jde o alternativní, nominální, ordinální nebo metrickou (kvan-
titativní) proměnnou, respektive jestli nejde o konstantu (jak na to, viz v kapitole 5.1).
Když se vrátíme k výše uvedeným otázkám, tak například u bodu a) (věk dožití a inteli-
gence) je metrická a metrická proměnná, bod d) zřejmě alternativní (kuřák) a metrická
(výsledek testu paměti), bod c) by mohla být nominální (barva vlasů) a nejspíš ordinální
(atraktivita). Na základě výše uvedených otázek nemůžeme ve většině případů rozhod-
nout jednoznačně – k tomu bychom potřebovali znát design výzkumu a postup, jakým
způsobem byly sledované kvality operacionalizovány (a tedy měřeny). Kdyby například
v bodě c) výzkumník měřil kvantitativně světlost vlasů a atraktivitu by hodnotil na zá-
kladě počtu mužů, kteří figurantku v modelové situaci osloví, mohlo by jít o dvě metrické
proměnné. Nakonec bychom mohli najít i takové proměnné, kde nám ani znalost metody
měření nedá jednoznačnou odpověď – třeba počet bodů získaný v psychologickém testu
jako součet odpovědí na položky většina výzkumníků považuje za metrickou proměnnou,
existuje však řada psychometriků, kteří argumentují, že jde nanejvýš o ordinální úroveň.

55Řešení: (a) IQ a věk dožití, (b) míra empatie a pohlaví, (c) barva vlasů a atraktivita, (d) kuřák a
výsledek testu paměti, (e) čtenářské dovednosti a škola, (f) pohlaví a akademik/student, (g) technika
léčby a závažnost příznaků po jejím skončení, (h) míra/přítomnost deprivace a míra agresivity, (i) tělesná
výška a konstanta 180.
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V takovém případě by naše rozhodnutí odráželo teoretické východisko, z nějž k problému
přistupujeme.

Dříve než přejdeme ke třetímu kroku, seznamme se ještě s jednou vlastností pro-
měnných, kterou lze formulovat tímto pravidlem: jakákoli proměnná vyšší úrovně
je zároveň proměnnou všech nižších úrovní nebo na ni může být převedena.
Jakoukoli proměnnou můžeme redukovat v těchto krocích:

METRICKÁ -> ORDINÁLNÍ -> NOMINÁLNÍ -> ALTERNATIVNÍ.

Jak by to vypadalo v praxi? Představme si třeba metrickou proměnnou výše platu. U čtyř
lidí jsme naměřili hodnoty 7 000 Kč, 6 900 Kč, 38 000 Kč a 0 Kč. Pokud bychom chtěli vy-
tvořit ordinální proměnnou, jedním řešením by bylo rozdat účastníkům výzkumu pořadí.
Získali bychom tedy proměnnou s hodnotami 3, 2, 4, 1. Jinou cestou by bylo vytvořit
ordinální kategorie, například „5 000 − 15 000“, „5 000 − 15 000“, „30 000 − 50 000“,
„0 − 5 000“. Ordinální proměnnou bychom mohli dokonce vytvořit i tak, že bychom pone-
chali původní hodnoty 7000, 6900, 38000, 0, ale prohlásili bychom, že se jedná o ordinální
ukazatel (tedy, že jsme se vzdali srovnání rozdílů mezi hodnotami). Kdybychom vytvářeli
z původní proměnné proměnnou nominální úrovně, mohli bychom zase rozdělit měření
do nějakých kategorií (třeba do stejných, jako jsme uvedli výše), ale vzdali bychom se
informace o tom, že tyto kategorie mají nějaké pořadí. Alternativní proměnnou bychom
mohli taky vytvořit několika způsoby: například „má příjem“, „má příjem“, „má příjem“,
„nemá příjem“ nebo třeba „podprůměrný příjem“, „podprůměrný příjem“, „nadprůměrný
příjem“, „podprůměrný příjem“.

Způsobů, jak převádět proměnnou na jiné úrovně, bychom našli nespočet, vždycky ale
platí dvě věci: převod funguje pouze směrem dolů, nikoli nahoru. A především: převodem
proměnné na nižší úroveň ztrácíme část informace v ní obsažené. Je tedy zjevné,
že pokud se převodu na nižší úroveň můžeme vyhnout, vyhneme se mu a taky to, že pokud
máme na výběr, dáme přednost měření na co nejvyšší úrovni.

Třetím krokem ve výběru statistického testu je užití tabulky 15. Najdeme v ní řádek
a sloupec odpovídající typu první a druhé proměnné, s nimiž pracujeme, a vybereme test,
který leží v buňce na jejich průsečíku. Tedy dvě nominální proměnné by nás dovedly
k testu nezávislosti chí kvadrát, ordinální a alternativní k Mannovu-Whitneyovu testu,
dvě metrické k testu Pearsonova korelačního koeficientu a tak dál.

Čtvrtým krokem je to, že se zamyslíme nad tím, jestli jsou splněny všechny podmínky
k provedení daného testu. Nejčastěji jde o podmínku normálního rozdělení metrické pro-
měnné (testy, které jsou touto podmínkou svázány, jsou v tabulce označeny písmenem N).
Pokud zjistíme, že této podmínce vyhovět nedokážeme, využijeme naši znalost transfor-
mace proměnných, a co nejšetrnějším způsobem snížíme úroveň problematické proměnné
o jeden stupeň. Tedy nejčastěji z metrické proměnné uděláme ordinální proměnnou (nej-
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Alternativní Nominální Ordinální Metrická

Konstanta
(zadané četnosti)

chí kvadrát
test dobré shody(F)

(užití binomického
rozdělení)

chí kvadrát
test dobré shody(F)

Wilcoxonův
jednovýběrový test
(znaménkový test)

t-test
pro jeden výběr(N)

Alternativní

chí kvadrát test
nezávislosti(F) /
homogenity(F)

(faktoriálový test)

chí kvadrát test
nezávislosti(F)

/ homogenity(F)

Mannův-Whitneyův
U test

= Wilcoxonův
dvouvýběrový test

t-test pro dva
nezávislé výběry(N,S)

/ Welchův test(N)

Nominální
chí kvadrát test
nezávislosti(F)

/ homogenity(F)

Kruskalův-Wallisův
test

ANOVA(N,S) /
Welchova ANOVA(N)

Ordinální
test Spearmanova

korelačního
koeficientu

test Spearmanova
korelačního
koeficientu

Metrická
test Pearsonova

korelačního
koeficientu(N)

Tabulka 15: Výběr testu dle druhu proměnných



spíš zvolíme tu cestu, že jednoduše naměřené hodnoty prohlásíme za ordinální a nijak je-
jich velikost měnit nebudeme). T-test pro dva nezávislé výběry a jednofaktorová ANOVA
jsou zatíženy dále podmínkou shody rozptylů (viz kapitoly 5.4.2 a 5.4.5, v tabulce ozna-
čeno písmenem S). S touto podmínkou se můžeme vypořádat pomocí Welchových testů;
když ale ani ty nemáme k dispozici, uděláme totéž, co v předchozím případě – snížíme
úroveň problematické proměnné o jeden stupeň. Poslední podmínka, označená písmenem
F, je podmínka minimální očekávané četnosti. Ta se týká testů „chí kvadrát“ a obvykle
zní „žádná očekávaná četnost nesmí být menší než pět“ (přesné znění této podmínky je ro-
zepsáno v kapitole 5.6 u jednotlivých testů). Pokud zde narazíme na problém, elegantním
řešením je spojení některých úrovní jedné či obou proměnných (pokud zbudou jen dvě
úrovně, získáme alternativní proměnnou). Kdyby se například naše proměnná jmenovala
sourozenecká pozice, mohla by mít úrovně jedináček, nejstarší sourozenec, prostřední sou-
rozenec, a nejmladší sourozenec. Pokud by problém způsobovala kategorie prostředních,
mohli bychom ji sloučit s nejmladšími do nové kategorie mladší sourozenec.

Když provedeme potřebnou úpravu, opět se vrátíme ke třetímu bodu: podíváme se do
tabulky 15 a vybereme test, který jsme našli na průsečíku.

Okomentujme ještě to, proč je první řádek tabulky nadepsán Konstanta nebo zadané
četnosti, nikoli jen Konstanta. Zadanými četnostmi se myslí třeba situace, kdy bychom se
tázali, jestli zastoupení leváků a praváků v populaci je 10 % a 90 % nebo jestli zastoupení
různých úrovní dosaženého vzdělání odpovídá poměru, který je v populaci. Podobně jako
v případě konstanty jde o hodnoty, které nejsou získané z našich dat, ale z nějakého
vnějšího zdroje. (Přiznejme, že v tomto případě metafora s přidáním jednoho sloupečku
do tabulky poněkud kulhá, což však nijak nesnižuje účinnost vysvětlovaného postupu.)

Poslední, na co je potřeba upozornit, když budeme používat tento postup k výběru
testu, jsou párové testy. Představme si třeba situaci, kdy bychom měřili skóre v něja-
kém psychologickém testu před provedením a po provedení určité intervence. Dle tabulky
15 bychom došli k testu Pearsonova korelačního koeficientu, jelikož pracujeme s dvěma
metrickými proměnnými. To by však byla hrubá chyba. Jak bylo v předešlých kapitolách
mockrát zdůrazněno, párové testy jsou jen zvláštním případem testů jednovýběrových a ve
skutečnosti nepracují s dvěma proměnnými (pretest a posttest), ale s jedinou proměnnou
rozdíl mezi měřeními (případně jí můžeme říkat zlepšení ) kterou srovnáváme s konstantou
(obvykle 0). Tuto úvahu ilustruje tabulka 16. Když si toto uvědomíme, snadno vybereme
párový test – pokud je proměnná rozdíl metrická, naše metoda nás dovede k jednovýběro-
vému t-testu, v případě nutnosti k jednovýběrovému Wilcoxonovu testu. Pokud bychom
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Tabulka 16: Párový test a jednovýběrový test

Jméno První
meření

Druhé
měření

Honza 52 32
Anna 37 39
Lucka 24 12
Petr 26 20

Jméno Pozorovaná
změna

Očekávaná
změna

Honza -20 0
Anna 2 0
Lucka -12 0
Petr -6 0

měřili na nominální úrovni, párovým testem by byl NcNemarův test, což je opět přesně
totéž jako znaménkový test.56

Celý proces výběru testu lze tedy shrnout to těchto kroků:

1. Identifikujeme dvojici proměnných (respektive proměnnou a konstantu / zadané
četnosti), kterých se hypotéza týká. Dáme si pozor na případný párový test.

2. Určíme typ obou těchto proměnných.
3. V tabulce 15 vyhledáme příslušný řádek a sloupec.
4. Ověříme, zda je test svázán nějakými podmínkami, které jsou v rozporu s našimi

daty:
ANO -> transformujeme problematickou proměnnou na nižší stupeň a vrátíme se
k bodu 3.
NE -> provedeme test a interpretujeme výsledky.

Mnoho lidí považuje schopnost vybrat vhodný statistický test za pomyslný vrchol infe-
renční statistiky, který je vyhrazen jen úzkému okruhu specialistů. Jak jsme mohli vidět
v této kapitole, opak je pravdou. K tomu, abychom se uměli rychle a efektivně zorientovat
mezi rozmanitými metodami, nám stačí si zapamatovat jedinou tabulku a sekvenci čtyř
kroků.

Ještě jednou zopakujme, že tento postup nepokrývá veškeré druhy hypotéz, které mů-
žeme vymyslet. Třeba hypotézu o tom, že ve dvou skupinách nabývá korelační koeficient
stejných hodnot, nebo to, jestli směrodatná odchylka nějaké veličiny se rovná nějaké kon-
stantě, tímto způsobem neověříme. Navržený postup funguje výhradně u hypotéz, které
předpokládají, že množství / míra / kvalita / typ něčeho souvisí s množstvím / mírou /
kvalitou / typem něčeho jiného. Dobrá zpráva však je, že co se týče diplomových prací
z oblasti psychologie, drtivá většina z nich pracuje pouze s tímto druhem hypotéz. Drtivou
většinou rozumějme číslo, které je vyšší než, řekněme, nějakých 95 %.

56Schéma opět narušují nominální proměnné. Pokud by měření před i po bylo na nominální úrovni,
použijeme Bowkerův test symetrie. Tím jsme však již opustili běžně používané statistické postupy a
problémy, se kterými se obvykle ve výzkumu setkáváme.
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5.8.1 Ukázka použití statistických testů

Ukažme si na konkrétním příkladu, jak můžeme uvažovat při výběru statistického testu
a jak budeme prezentovat jeho výsledek. Použijeme k tomu (simulovaná) data získaná
v rámci výzkumu zaměřeného na schopnost číst a psát u dětí určitého věku v souvislosti
s tím, jestli jim rodiče čítají knihy. Prohlédněte si data o 28 dětech v tabulce 17. Začneme
tím, že si projdeme jednotlivé proměnné a u každé rozhodneme, o jakou úroveň měření se
jedná.

• Pohlaví dítěte je zjevně alternativní proměnnou. Textové nálepky můžeme na-
hradit čísly, ideálně nulami a jedničkami.

• Vzdělání rodiče značí nejvyšší dosažené vzdělání rodiče, který trávil s dítětem
nejvíc času (ve většině případů matka). Tato proměnná má tři úrovně, které jsou
logicky seřazené od nejnižšího po nejvyšší vzdělání. Mohli bychom ji tedy považovat
za ordinální proměnnou. Jistou vadu na kráse představuje to, že tato proměnná má
velmi málo úrovní, takže při využití pořadových testů narazíme na velké množství
shod v pořadí, což obecně vede ke snížení statistické síly testů. V tomto textu se
přikloníme k variantě tuto proměnnou považovat za nominální kategorie. Toto
rozhodnutí pramení spíše z didaktických důvodů, v praxi bychom snadno obhájili i
použití proměnné jako ordinální.

• Rodiče čtou dítěti je opět alternativně rozdělená proměnná, která říká, jestli
alespoň jednou týdně rodič dítěti čte z knihy. Pokud bychom textové nálepky na-
hradili čísly, pak se tradičně ano kóduje jedničkou a ne nulou.

• Skór čtení a Skór psaní jsou výsledky dvou psychometrických testových metod,
které ve formě standardních skórů kvantifikují, jak dobře dítě umí číst (rychlost a
schopnost porozumění textu) a jak dobře umí psát text, který mu někdo diktuje. Čím
více bodů, tím je dovednost rozvinutější. Skóry psychologických testů se tradičně
považují za metrické proměnné, takže při použití parametrických testů se budeme
tázat, jestli rozdělení náhodné veličiny připomíná normální rozdělení. Užitečné by
proto bylo si zobrazit histogram případně použít některý z testů normality (např.
Shapirův-Wilkův test, který porušení normality nedetekuje u proměnné skór čtení,
W=0.944, p=0.139, ale u skóru psaní ano, W=0.891, p=0.007). Do našich úvah
bychom měli zahrnout taky to, že parametrické testy s rostoucím rozsahem sou-
boru snesou jistou míru porušení normality, ač toto je při 28 pozorováních jen slabý
argument, ale zejména to, že podmínkou použití parametrických testů je norma-
lita reziduí, nikoli normalita původní proměnné. S konceptem reziduí se seznámíme
v pokročilých kurzech statistiky, teď však vezměme v úvahu jen to, že rezidua ob-
vykle mají k normálnímu rozdělení blíž než hodnoty původní proměnné. Ze všeho
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Tabulka 17: Data k příkladu využití statistických testů

Pohlaví
dítěte

Vzdělání
rodiče

Rodiče
čtou dítěti

Skór
čtení

Skór
psaní

Známka
z ČJ

dívka bez maturity ne 52 49 4
chlapec s maturitou ano 54 50 2
chlapec vysokoškolské ano 51 56 1
chlapec s maturitou ano 41 43 2
chlapec vysokoškolské ano 52 50 2
chlapec bez maturity ne 54 36 2
chlapec vysokoškolské ano 59 62 1
dívka s maturitou ne 53 48 1
dívka bez maturity ne 33 47 4
dívka bez maturity ne 58 58 2

chlapec vysokoškolské ne 38 43 3
dívka bez maturity ano 51 42 1
dívka s maturitou ano 61 66 1

chlapec vysokoškolské ano 59 50 1
chlapec bez maturity ne 33 44 4
chlapec bez maturity ano 58 50 1
dívka bez maturity ne 54 62 2

chlapec s maturitou ano 49 63 3
chlapec s maturitou ne 45 39 3
chlapec s maturitou ano 41 51 1
dívka vysokoškolské ne 58 47 1
dívka bez maturity ne 33 39 5

chlapec s maturitou ano 43 46 1
chlapec s maturitou ano 54 46 3
chlapec vysokoškolské ano 55 49 1
chlapec s maturitou ne 39 40 4
dívka vysokoškolské ano 76 82 2

chlapec s maturitou ne 44 42 3

Ke stažení na dostal.vyzkum-psychologie.cz/soubory/cteni.sta.
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nejlepší by bylo se s použitou diagnostickou metodou seznámit a zjistit, jakého tvaru
má hrubý skór tendenci nabývat. Dejme tomu, že jsme v manuálu metody nalezli
informaci o tom, standardní skór obou proměnných je vytvořen tak, aby normální
rozdělení měl.

• Známka z českého jazyka, kterou dítě dostalo na vysvědčení, má pět stupňů,
které jsou přirozeně seřazené. Pokud bychom chtěli proměnnou považovat za met-
rickou, museli bychom předpokládat, že mezi každými dvěma stupni je stejný rozdíl
– tedy, že mezi jedničkou a dvojkou je stejný rozdíl jako mezi dvojkou a trojkou
atd. Ač v některých výzkumných designech bychom tento předpoklad tolerovali,
poctivější je považovat známky za ordinální proměnné.

Vyřkněme několik hypotéz a ověřme jejich platnost:

H1: Děti, kterým rodiče čtou knihy, dosahují vyššího skóre v testu čtenářských
dovedností, než děti, kterým rodiče nečtou.

Proměnnými, kterých se daná hypotéza týká, je skóre testu čtenářských dovedností a
to, jestli rodiče čtou dítěti. Tato kombinace naznačuje použití t-testu pro dva nezá-
vislé výběry případně Welchova testu. Kterému z nich dát přednost, závisí na dalších
okolnostech: pokud například z manuálu metody víme, že skóre chlapců i dívek má ten-
denci mít stejný rozptyl, mohli bychom bez obav zvolit klasický t-test. Obecně je však
bezpečnější využití Welchova testu, který je jen nepatrně slabší. Pozorovaný rozdíl mezi
skupinami je signifikantní, t(24.645)=2.240, oboustranná p-hodnota = 0.034. Pokud bu-
deme chtít být důslední, převedeme p-hodnotu na jednostrannou, což v tomto případě
(jelikož pozorovaný efekt vychází v očekávaném směru) bude 0.034/2 = 0.017. Výsledek
doplníme vhodným ukazatelem míry účinku, Cohenovým d. Do své práce bychom pak
uvedli, že jsme nalezli statisticky významný rozdíl ve čtenářských dovednostech
dětí, kterým rodiče čítávají (průměr = 53.600) a těch, kterým nečítávají (prů-
měr = 45.692), t(24.645)=2.240, pjedn. = 0.017. Rozdíl je překvapivě velký – činí
0.855 směrodatné odchylky. Při interpretaci si pak musíme dát pozor, abychom netvr-
dili, že jsme potvrdili existenci příčinného vztahu – zvolený design neumožňuje stanovit,
co je příčina a co následek, ač se zde směr kauzality sám nabízí.

H2: Děti, kterým rodiče čtou knihy, dostávají na vysvědčení lepší známky
z českého jazyka, než děti, kterým rodiče nečtou.

Jedná se o obdobu předchozí hypotézy s rozdílem, že místo metrické proměnné zde
vystupují ordinální školní známky. Jde tedy situaci, kde využijeme Mannův-Whitneyův
U test. Opět by bylo vhodné čtenáři sdělit hodnoty nějakých ukazatelů míry polohy
obou skupin a informaci o míře účinku. Testovou statistiku U, která zde vychází rovna
hodnotě 36, podělíme rozsahy obou výběrů a dostaneme ukazatel AUC = 36

13·15 = 0.185,
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nebo po prohození skupin 1 − 0.185 = 0.815. Kterou ze dvou statistik AUC použit,
zjistíme jednoduše tak, že se třeba s pomocí výběrových mediánů nebo průměrných pořadí
přesvědčíme o tom, která skupina skórovala výše. Jedna skupina má tendenci předbíhat
druhou v 18.5 % případů, druhá první v 81.5 %. Jelikož výběrový medián dětí, kterým
rodiče čtou, je 1, zatímco u těch zbývajících to je 3, je zjevné, že ti, co mají tendenci
mít tak často lepší známku, jsou děti z první jmenované skupiny. Jelikož se v našich
datech vyskytují shody v pořadí, je vhodné pro výpočet p-hodnoty použít příslušnou
korekci, a opět nezapomeneme převést dvoustrannou p-hodnotu na jednostrannou. Dle
našich výsledků, u dětí, kterým rodiče čtou knihy, je medián známky z češtiny
1, zatímco u dětí, kterým rodiče nečtou, to je 3, ba co víc, můžeme říct,
že náhodně zvolené dítě, kterému rodiče čtou, má 82% pravděpodobnost, že
dostane z českého jazyka lepší známku, než dítě, kterému rodiče nečtou. Rozdíl
mezi skupinami je statisticky významný, U = 36, Z = −2.936, pjedn. = 0.002.

H3: Výsledek testu čtenářských dovedností pozitivně koreluje s výsledkem
testu psaní.

Tuto hypotézu bychom zřejmě v naší práci neuváděli, jelikož, pokud oba testy fungují,
není pochyb o tom, že jsou korelované, ač nevíme, do jaké míry. Z didaktických důvodů ji
zde však ponechejme. K prozkoumání závislosti dvou metrických proměnných využijeme
Pearsonův korelační koeficient a příslušný statistický test. Dle našich výsledků
spolu skóry obou metod vysoce korelují, r = 0.681, pjedn. < 0.001. Všimněte si,
že nepíšeme p = 0, ale p < 0.001, jelikož p-hodnota není nikdy nulová. Volitelně můžeme
připojit hodnotu testové statistiky, t(26) = 4.736.

H4: Výsledek testu čtenářských dovedností negativně koreluje se známkou
z českého jazyka.

V tomto případě je jedna z proměnných ordinální a jedna metrická, využijeme proto
Spearmanův korelační koeficient. Nalezli jsme silnou negativní závislost, rS =
−0.581, t(26) = −3.644, p < 0.001, tedy vysoké skóre v testu čtenářských do-
vedností je asociováno s nízkými (tzn. dobrými) známkami.

H5: Výsledek testu čtenářských dovedností souvisí s nejvyšším dosaženým
vzděláním rodiče dítěte.

Zde pracujeme s metrickou proměnnou čtenářské dovednosti a s nominální proměnnou
vzdělání rodiče, což nás dovede k analýze rozptylu. O analýze rozptylu víme, že je ve-
dle podmínky normální rozdělení svázaná podmínkou stejného rozptylu mezi skupinami.
Pokud nemáme pádný důvod se domnívat, že všechny tři rozptyly jsou stejné, je bezpeč-
nější použít Welchovu adaptaci analýzy rozptylu, která touto podmínkou není svázána.
Určitou informaci může přinést Leveneův test, který v tomto případě signifikantní rozdíl
nenachází, F(2,25) = 1.273, p = 0.298, což nicméně neprokazuje, že jsou rozptyly stejné.
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Obrázek 39: Výsledky testu čtení a známky z českého jazyka dětí dle vzdělání rodičů
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Chybové úsečky značí 95% konfidenční intervaly. Modré body reprezentují jednotlivá pozorování.

Průměrné hodnoty čtenářských dovedností sice odpovídají našemu očekávání,
že děti vzdělanějších rodičů budou lépe číst (Mbez maturity = 47.333, Mmaturita

= 47.636, MVŠ = 56.000), ale pozorované rozdíly nejsou statisticky významné.
V případě statisticky významného rozdílu bychom provedli některý post-hoc test (v tomto
případě zřejmě Tukeyho HSD) a uvedli p-hodnoty rozdílů jednotlivých dvojic. V našem
případě tento krok ale postrádá smysl. Co však čtenář jistě ocení, je graf průměrných
hodnot jednotlivých skupin včetně konfidenčních intervalů, jako je na obrázku 39 vlevo.

H6: Známka z českého jazyka souvisí s nejvyšším dosaženým vzděláním rodiče
dítěte.

Kombinace nominální a ordinální proměnné nás dovede ke Kruskallovu-Wallisovu
testu. Signifikantní rozdíly ve školních známkách mezi skupinami dle vzdělání
rodiče jsme nenalezli, H(2) = 4.215, p = 0.122, ač je mediánová známka ve
skupině s vysokoškolským vzděláním 1, zatímco ve dvou zbývajících skupinách
2. Opět obrázek vydá za tisíc slov, proto přiložíme krabicový graf známek v jednotlivých
skupinách, jako je na obrázku 39 vpravo. Podobně jako v případě analýzy rozptylu, po-
kud by efekt byl signifikantní, bylo by na místě provést test mnohonásobného porovnání
a uvést, mezi kterými dvojicemi skupin je rozdíl signifikantní, zde tento krok však smysl
nemá.

H7: To, zda rodiče dítěti čtou knihy, souvisí s jejich nejvyšším dosaženým
vzděláním.

Tato hypotéza hledá souvislost mezi nominální a alternativní proměnnou, což nás do-
vede k použití kontingenční tabulky a testu nezávislosti χ2. Testy χ2 jsou obecně svázané
podmínkou minimálních očekávaných četností. Vytvořme proto vedle tabulky pozorova-
ných četností, která bude zajímat čtenáře, taky tabulku četností očekávaných, která pro
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Tabulka 18: Pozorované a očekávané četnosti pro test nezávislosti

Čtou Nečtou Σ
Bez maturity 2 (22%) 7 (78%) 9
S maturitou 7 (64%) 4 (36%) 11
Vysokoškolské 6 (75%) 2 (25%) 8

Σ 15 13 28

Čtou Nečtou Σ
Bez maturity 4.82 4.18 9
S maturitou 5.89 5.11 11
Vysokoškolské 4.29 3.71 8

Σ 15 13 28

čtenáře zajímavá není, ale nám poslouží k ověření podmínky testu (viz tabulka 18). V ta-
bulce očekávaných četností můžeme vidět hned čtyři četnosti menší než 5. Sice se všechny
pohybují kolem čísla 4, ale i tak můžeme očekávat, že test dobré shody bude mít sní-
ženou statistickou sílu. Zkusíme-li jej přesto vypočítat, zjistíme, že test dobré shody
nenalezl statisticky významnou souvislost mezi vzděláním rodiče a tím, zda
svému dítěti čte knihy, χ2(2) = 5.481, p = 0.065, ϕ = 0.442. Tradiční poučka říká,
že v případě nedostatečných očekávaných četností můžeme sdružit některé kategorie. Po-
kud vzdělání dichotomizujeme na skupinu bez maturity a skupinu od maturity výše, dvě
očekávané četnosti ze čtyř stále nebudou dostatečné, ale ve čtyřpolní tabulce můžeme hy-
potézu testovat Fisherovým faktoriálovým testem, který nalezne signifikantní vztah,
p = 0.042, a navíc by umožňoval hypotézu formulovat jako jednostrannou. Dodejme však,
že tento postup není zcela korektní – těžko bychom obhájili, proč jsme sloučili zrovna tyto
dvě kategorie a ne třeba rodiče bez maturity a s maturitou (to by výsledek signifikantní
nebyl, p = 0.221). Hypotéza by měla být jasně formulována a otestována, nikoli měněna
v závislosti na výsledcích testů. Nejsprávnější řešení by bylo provést test χ2 s pomocí
Monte Carlo simulací, který není svázán podmínkou minimálních četností, a smířit se
s tím, že jsme tentokrát důkazy pro svou hypotézu nenašli, jelikož se p-hodnota změní jen
nepatrně na hodnotu 0.062. Nanejvýš můžeme vyjádřit naději, že kdybychom pracovali
s větším souborem, tak by výsledek signifikantní byl.

H8: Zastoupení jednotlivých úrovní vzdělání rodičů odpovídá jejich zastoupení
v daném segmentu populace.

Vedle pozorovaných četností všech tří kategorií vzdělání rodičů pro ověření této hypo-
tézy potřebujeme znát jejich procentuální zastoupení v populaci. To zjistíme třeba ze strá-
nek Českého statistického úřadu. Dejme tomu, že četnosti, které bychom očekávali, jsou
od nejnižšího po nejvyšší vzdělání 39 %, 41 % a 20 %. Na místě je použití testu dobré
shody. Dodejme, že ověření této hypotézy by pravděpodobně v cílech práce uvedeno
nebylo, ale příslušný test bychom možná provést chtěli, abychom nepřehlédli případné
nereprezentativní zastoupení stupňů vzdělání. Očekávané četnosti získáme vynásobením
očekávaných relativních četností číslem 28. Nejmenší z nich vyjde 5.6, tedy dostatečně vy-
soká pro asymptotický test. Četnosti jednotlivých kategorií vzdělání rodičů v na-
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šem souboru (od nejnižšího vzdělání 32.1 %, 39.3 %, 28.6 %) se statisticky
významně neliší od četností v populaci (39 %, 41 %, 20 %), χ2(2) = 1.386, p =
0.500.

H9: Rodiče čtou knihy méně než jedné třetině dětí.

Tato hypotéza pracuje s alternativní proměnnou a zadanými proporcemi (fčtou = 1
3 a

fnečtou = 2
3). Toto nás může dovést ke dvěma postupům, jak spočítat p-hodnotu. Víme,

že pokud by platila nulová hypotéza, tak náhodná veličina Rodiče čtou dítěti bude mít
rozdělení Bi(1

3 , 28). P-hodnotu bychom tedy mohli stanovit přímo z binomického
rozdělení. Spočítali bychom všechny hodnoty, kterých nabývá pravděpodobnostní funkce
této veličiny od p(0), p(1) až po p(28). Pak bychom zjistili, kolika dětem v našem souboru
rodiče čtou, a našli tak číslo 15. Oboustranná p-hodnota by odpovídala součtu všech hod-
not pravděpodobnostní funkce, které jsou menší nebo rovny p(15), tedy hodnotě 1.341 %.
To jsou v našem případě hodnoty p(15) až p(30) a také hodnoty p(0) až p(3). V součtu
0.028. Pokud by šlo o pravostrannou hypotézu, sčítali bychom hodnoty pravděpodob-
nostní funkce od p(15) doprava, tedy p(15) až p(30) a nalezli p-hodnotu rovnou 0.022.
Naše hypotéza je nicméně levostranná, takže sčítáme hodnoty p(0) až p(15) a získáme
p-hodnotu 0.992. Mohli bychom proto konstatovat, že pro tvrzení o tom, že ro-
diče čítají méně něž třetině dětí, jsme nenašli důkazy, pjedn. = 0.992 (s užitím
binomického rozdělení). V našem souboru rodiče čtou více než polovině dětí
(54 %). Vzhledem k malému rozsahu souboru je užití přesného testu s pomocí binomic-
kého rozdělení nejlepší řešení, méně pracné by však mohlo být použití asymptotického
testu. Z kapitoly 5.6 víme, že binomické rozdělení lze aproximovat rozdělením normálním
s pomocí vztahu Z = Y −np√

np(1−p)
∼ N(0, 1) kde Y je počet dětí, kterým rodiče čtou. Zá-

věr by pochopitelně opět zněl, že hypotézu nepřijímáme, Z = 2.272, pjedn. = 0.988.
Poslední možností by bylo použít test dobré shody χ2. Srovnávali bychom pozorované čet-
nosti 15 a 13 s očekávanými četnostmi 28 · 1

3 a 28 · 2
3 . Postup by byl stejný jako u předešlé

hypotézy, jen dodejme, že bychom se mohli setkat s námitkou, že test χ2 nelze použít
k testování jednostranné hypotézy. Toto je pravda jen částečně, jelikož oboustrannou p-
hodnotu získanou testem χ2 v našem případě snadno převedeme na jednostrannou, která
je identická s p-hodnotou získanou s pomocí statistiky Z, tedy správná. Abychom však
předešli pochybnostem čtenáře, dejme přednost některému z dvou předchozích přístupů.

H10: V testu čtenářských dovedností získávají děti vyšší skóre než v testu psaní.
Tato hypotéza, kromě toho, že nám pomůže demonstrovat použití párových testů, je

opět dobrou ukázkou zbytečné otázky. Pokud bychom hypotézu přijali, neznamená to, že
děti lépe čtou než píšou, ale jen to, že v jednom testu získali vyšší bodové ohodnocení
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než v druhém. Tento problém přesahuje do psychometriky a týká se takzvaného ipsativ-
ního měření – tedy srovnávání dvou různých rysů v rámci jedince. Ipsativní měření je
(téměř) vždy srovnávání jablek s hruškami a těžko můžeme garantovat, že 50 bodů z jed-
noho testu znamená přesně totéž jako 50 bodů z jiného testu. Pokud i přesto z nějakého
důvodu chceme platnost této hypotézy ověřit, musíme si uvědomit, že nejde o hledání
souvislosti mezi dvěma metrickými proměnnými, ale o porovnání jejich rozdílu s konstan-
tou 0. Rozdíl dvou metrických proměnných je opět metrická proměnná, která v tomto
případě má rozdělení připomínající normální rozdělení (Shapirovo-Wilkovo W = 0.980,
p = 0.840). Vhodným nástrojem je proto párový t-test. Naše měření nesvědčí ve
prospěch stanovené hypotézy – průměrná hodnota v testu čtení (49.929) se
téměř rovná průměrné hodnotě testu psaní (50.000), rozdíl není statisticky
významný, t(27) = -0.047, pjedn. = 0.519, d = -0.009. Původní oboustrannou p-
hodnotu 0.962 jsme vydělili dvěma a výsledek odečetli od jedničky, jelikož pozorovaný
rozdíl vychází v opačném směru, než jsme očekávali. T-test je jistě nejvhodnější volbou,
pokud bychom však přese všechno měli pochybnosti o tvaru rozdělení rozdílových skórů,
můžeme použít některý z neparametrických testů. Willcoxonův párový test nás dovede
nepřekvapivě ke stejnému závěru, T = 187, Z = 0.048, pjedn. = 0.519, stejně jako zna-
ménkový test, ať už použijeme jeho asymptotickou formu, Z = 0.000, pjedn. = 0.500, nebo
výpočet p-hodnoty přímo z binomického rozdělení, pjedn. = 0.649. U znaménkového testu
by bylo užitečné uvést, že u 14 dětí byl vyšší skór psaní a u 13 skór čtení (v jednom
případě došlo k rovnosti) a hodnotu mediánu skóre testu čtení (52) a testu psaní (48.5).
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6 Cvičení

6.1 Počítání se sumou

Ze základní a střední školy si pamatujeme řadu matematických operátorů, například +, ·
nebo

√
. V matematických vzorcích však často narážíme také na takzvané velké operátory,

ve statistice zejména na operátor Σ. Symbol Σ (sigma) čteme v textu či vzorci suma
a značíme jím součet nějaké skupiny hodnot. Suma se nevyskytuje osaměle, ale bývá
doprovázena hned čtyřmi údaji, které říkají, co a jak vlastně chceme sčítat. Těmito údaji
jsou jméno indexu, počáteční hodnota indexu, poslední hodnota indexu a samotný výraz,
na který sumu uplatňujeme. Výraz obsahující sumu by mohl vypadat například takto:

\subsection{Počítání se sumou} 
\label{cv1} 
 
Ze základní a střední školy si pamatujeme řadu matematických operátorů, například $+$, 
$\cdot$ nebo $\sqrt{}$. Ve matematických vzorcích však často narazíme na takzvané velké 
operátory, ve statistice zejména na operátor $\Sigma$. Symbol $\Sigma$ (sigma) čteme v 
textu či vzorci jako \textbf{suma} a značí se jím součet nějaké skupiny hodnot. Suma se 
nevyskytuje osaměle, ale bývá doprovázena hned čtyřmi údaji, které říkají, co a jak vlastně 
chceme sčítat. Ty to údaje jsou \textit{jméno indexu}, \textit{počáteční hodnota indexu}, 
\textit{poslední hodnota indexu} a samotný \textit{výraz, na který sumu uplatňujeme}. Výraz 
obsahující sumu, by mohl vypadat například takto: 
 
 
 
 

∑2(𝑖 + 1)

5

𝑖=2

 

 
 
Index naší sumy se jmenuje $i$, stejně tak jsme jej ale mohli pojmenovat $j$ nebo třeba $X$. 
Hodnota indexu je proměnlivá. V prvním kroku má svou počáteční hodnotu (v našem případě 
$2$), ta se ale v každém kroku o jedničku zvyšuje, dokud nedosáhne své poslední hodnoty. 
Výpočet naší sumy tedy bude probíhat ve čtyřech krocích a náš index $i$ bude postupně 
nabývat hodnot $2,3,4,5$. V každém z těchto čtyřech kroků se podíváme na výraz napsaný za 
sumou, a kdekoli uvidíme symbol indexu ($i$), tam si představíme jeho aktuální hodnotu. 
Výraz za sumou $2(i+1)$ tedy bude postupně nabývat hodnot $2(2+1)$, $2(3+1)$, $2(4+1)$ 
a $2(5+1)$, tedy čísel $6,8,10,12$. Jelikož suma je operátor součtu, všechny hodnoty výrazu 
sečteme a získáme výsledek $36$. Tedy platí: 
$$ 
xxx 
$$ 
 
To však není vše. Index často nepoužíváme jen jako číselnou hodnotu, ale jako identifikátor 
určitého prvku ze skupiny. Většina výpočtů, s nimiž se budeme ve statistice setkávat, totiž 
obnáší práci s nějakými opakovanými výsledky měření. Typický příklad může být, když $n$ 
jedincům předložíme nějaký test a od každého z nich získáme výsledek. Pokud třeba změříme 
IQ u pěti lidí ($n=5$), můžeme dostat hodnoty $121$, $103$, $97$, $116$, $109$. Abychom 
s nimi mohli pracovat, potřebujeme je však pojmenovat. Psát do matematických vzorců 
\textit{první naměřená hodnota inteligence}, \textit{druhá naměřená hodnota inteligence} a 
tak dál by nebylo příliš praktické. Každou z naměřených hodnot proto označíme pí\-sme\-nem 
(zvolme třeba $x$) a opatříme ji pořadovým číslem, které ji jednoznačně identifikuje. Takže 
místo \textit{čtvrtá naměřená hodnota inteligence} napíšeme jen $x_4$, což by v našem 
příkladu odpovídalo číslu $116$. 
 
Když tento nápad zkombinujeme s naší znalostí sumy a snadno porozumíme výrazům jako je 
$\sum_{i=1}^{n} x_{i}$. Opět použijeme to pravidlo, že kdekoli ve výrazu za sumou vidíme 
jméno indexu ($i$), tam si představíme je aktuální hodnotu: 

poslední 
hodnota 

indexu 

jméno 
indexu počáteční hodnota indexu 

výraz, na který sumu 
uplatňujeme 

Index naší sumy se jmenuje i, stejně tak bychom jej ale mohli pojmenovat j nebo třeba
♡. Hodnota indexu je proměnlivá. V prvním kroku má svou počáteční hodnotu (v našem
případě 2), ta se ale v každém dalším kroku o jedničku zvýší, dokud nedosáhne své po-
slední hodnoty. Výpočet naší sumy tedy bude probíhat ve čtyřech krocích a index i bude
postupně nabývat hodnot 2, 3, 4, 5. V každém z těchto čtyř kroků se podíváme na výraz
napsaný za sumou a kdekoli uvidíme symbol indexu (i), tam si představíme jeho aktuální
hodnotu. Výraz za sumou 2(i+ 1) tak bude postupně nabývat hodnot 2(2 + 1), 2(3 + 1),
2(4+1) a 2(5+1), tedy čísel 6, 8, 10, 12. Jelikož suma je operátor součtu, všechny hodnoty
výrazu sečteme a získáme výsledek 36. Platí tedy:

5∑
i=2

2(i+ 1) = 2(2 + 1) + 2(3 + 1) + 2(4 + 1) + 2(5 + 1) = 6 + 8 + 10 + 12 = 36.

To však není vše. Index nepoužíváme jen jako číselnou hodnotu, ale často i jako identifi-
kátor určitého prvku ze skupiny. Většina výpočtů, s nimiž se budeme ve statistice setká-
vat, totiž obnáší práci s nějakými opakovanými výsledky měření. Typický příklad může
být, když n jedincům předložíme nějaký test a od každého z nich získáme výsledek. Po-
kud třeba změříme IQ u pěti lidí (n = 5), můžeme dostat hodnoty 121, 103, 97, 116, 109.
Abychom s nimi mohli pracovat, potřebujeme je pojmenovat. Psát do matematických
vzorců první naměřená hodnota IQ, druhá naměřená hodnota IQ a tak dál by nebylo
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Tabulka 19: Diplomové práce

student počet napsaných
stran

rychlost psaní
(stran za den)

plánovaný rozsah
práce

x y z
Zuzka 10 5 80
Petr 30 1 60
Jana 70 6 70
Tom 0 10 80
Lenka 60 4 120

příliš praktické. Každou z naměřených hodnot proto označíme písmenem (zvolme třeba
x) a opatříme ji pořadovým číslem, které ji jednoznačně identifikuje. Takže místo čtvrtá
naměřená hodnota IQ napíšeme jen x4, což by v našem příkladu odpovídalo číslu 116.

Když tento nápad zkombinujeme s naší znalostí sumy, snadno porozumíme výrazům
jako je ∑n

i=1 xi. Opět použijeme pravidlo, že kdekoli ve výrazu za sumou uvidíme jméno
indexu, tam si představíme jeho aktuální hodnotu:

n∑
i=1

xi = x1 + x2 + x3 + x4 + x5 = 121 + 103 + 97 + 116 + 109 = 546.

Zápis tedy říká sečti první x, druhé x, třetí x až po n-té x neboli sečti hodnoty všech x do-
hromady. V podobném duchu můžeme vytvořit další vzorce, které pracují hned s několika
skupinami hodnot. V tabulce 19 jsou záznamy o pěti studentech, kteří píší své diplomové
práce.

Už známe vzorec, který vyjadřuje celkový počet stran napsaný všemi studenty do-
hromady: ∑n

i=1 xi = 170. Můžeme se však zeptat, kolik stran musí ještě všichni studenti
dohromady napsat, aby dosáhli plánovaných rozsahů svých prací. Pro každého zvlášť to
spočítáme tak, že od počtu plánovaných stran (z) odečteme počet již napsaných stran
(x). Suma těchto rozdílů pro všechny studenty pak vypadá takto:

n∑
i=1

(zi − xi) = (z1 − x1) + (z2 − x2) + (z3 − x3) + (z4 − x4) + (z5 − x5).

Po dosazení hodnot z tabulky pak

(80 − 10) + (60 − 30) + (70 − 70) + (80 − 0) + (120 − 60) = 240.

Postup si můžeme představit také tak, že k tabulce 19 přidáme nový sloupec, do nějž
napíšeme výsledky rozdílu z − x, a všechny jeho hodnoty sečteme.

Vzorce se sumou můžeme často upravovat, a výpočet tak zjednodušit. Jde to například
tehdy, když se výraz za sumou násobí nějakou konstantou, tedy libovolným číslem, jehož
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hodnota se nemění, jelikož neobsahuje index. Zkusme spočítat, kolik slov již studenti
dohromady napsali, když víme, že jedna normovaná stránka textu obsahuje c slov:

n∑
i=1

cxi = cx1 + cx2 + cx3 + cx4 + cx5.

Tentýž vztah bychom mohli zapsat i takto:

c
n∑

i=1
xi = c(x1 + x2 + x3 + x4 + x5).

Výsledek je pochopitelně stejný, jelikož nehraje roli, jestli nejdřív spočítáme, kolik stran
napsali studenti dohromady, a pak číslo vynásobíme počtem slov na stránku, nebo jestli
u každého studenta spočítáme nejdřív počet napsaných slov a výsledky sečteme až pak.
Obecně můžeme říct, že

n∑
i=1

cxi = c
n∑

i=1
xi.

Pro názornost uveďme ještě několik vztahů, které čtenář snadno pochopí i bez bližšího
komentáře.

n∑
i=1

xi

c
=
∑n

i=1 xi

c

n∑
i=1

(xi + yi) =
n∑

i=1
xi +

n∑
i=1

yi

n∑
i=1

(xi + c) = nc+
n∑

i=1
xi

n∑
i=1

x2
i = x2

1 + x2
2 + x2

3 + x2
4 + x2

5

( n∑
i=1

xi

)2
= (x1 + x2 + x3 + x4 + x5)2

Aby se celá věc ještě trochu zkomplikovala, suma může být použita i v rámci jiné sumy.
V praxi se s takovou situací setkáme třeba tehdy, když potřebujeme sčítat přes řádky
i sloupce nějaké tabulky. Můžeme pak použít třeba index i pro označení řádků a index j
pro sloupce a jednotlivé hodnoty x identifikovat jejich dvojicí.

Tabulka 20 zobrazuje četnosti odpovědí na otázku „S kým jste trávili posledního Sil-
vestra?“, když jsme se zeptali našich přátel a příbuzných, rozdělených do skupin podle
studijního zařazení.

Každý sloupec zvlášť můžeme sečíst podle nám známého vzorce∑r
i=1 xi. Za x dosadíme

hodnoty z daného sloupce. (Počet řádků jsme označili písmenem r místo původního n.) My
však potřebujeme sečíst součty všech sloupců. Musíme tedy spočítat sumu sum. Vzorec
bude vypadat takto:

s∑
j=1

r∑
i=1

xij.

V první sumě jsme místo písmene n použili s označující počet sloupců. Index nadřazené
sumy se jmenuje j, jelikož index i je již obsazen pro sčítání uvnitř jednotlivých sloupců.
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Tabulka 20: Odpovědi na otázku „S kým jste trávili Silvestra?“ dle druhu studia/práce

S partou přátel Jen s partnerem S rodiči O samotě
ZŠ 6 0 12 1
SŠ 15 1 3 0
VŠ 17 6 2 3

Nestudenti 7 9 0 5

Každá proměnná x je pak identifikována dvěma čísly: první z nich tradičně vyjadřuje,
o který se jedná řádek, a druhé určuje sloupec. Tedy například x21 (dva jedna, nikoli
dvacet jedna) je hodnota x z druhého řádku prvního sloupce (tedy 15). Výše uvedený
vzorec můžeme rozepsat jako

s∑
j=1

r∑
i=1

xij =
r∑

i=1
xi1 +

r∑
i=1

xi2 +
r∑

i=1
xi3 +

r∑
i=1

xi4,

což odpovídá součtu sum ze všech sloupců.

Příklad 1:

Vyčíslete níže uvedené výrazy.

a)
4∑

i=1

4(i− 3)2

i
b)

4∑
j=2

j + 9
j − 1 c)

5∑
k=0

(2k − 2k) d)

√√√√ 7∑
l=1

4 + l2

e)
3∑

i=1

i∑
j=1

ij

5 f)
3∑

j=1

3∑
k=1

j(j − 1)
(k + 1)k g)

4∑
k=0

(−1)k
5∑

l=k+1
l

[a) 19, b) 211
3 , c) 33, d)

√
168, e) 5, f) 6, g) 9]

Postup: Uveďme, jak by mohl vypadat postup řešení úlohy e).

3∑
i=1

i∑
j=1

ij

5 = 1
5

3∑
i=1

i∑
j=1

ij = 1
5

( 1∑
j=1

1j +
2∑

j=1
2j +

3∑
j=1

3j
)

=

= 1
5

( 1∑
j=1

j + 2
2∑

j=1
j + 3

3∑
j=1

j

)
= 1

5
(
1(1) + 2(1 + 2) + 3(1 + 2 + 3)

)
=

= 1
5(1 + 6 + 18) = 25

5 = 5
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Příklad 2:

Laboratorní krysa byla desetkrát po sobě vpuštěna do bludiště, aby hledala potravu.
Experimentátor měřil, kolik vteřin jí tento úkol zabral. Získal tyto časy:

20 33 20 23 16 21 16 13 10 8

Jaká byla průměrná doba hledání potravy, pokud je vzorec pro výpočet aritmetického
průměru 1

n

∑n
i=1 xi? Dále spočítejte, o kolik sekund se v průměru mezi každými dvěma

pokusy čas změnil bez ohledu na znaménko dle vzorce 1
n−1

∑n−1
i=1 |xi − xi+1|.

[18, 6]

Příklad 3:

Mějme pět uspořádaných dvojic hodnot (x, y):

x 4 5 10 2 8
y 3 3 5 0 4

Spočítejte hodnoty následujících výrazů.
n∑

i=1
(xi − yi)2

n∑
i=1

(x2
i − y2

i )
( n∑

i=1
xi − yi

)2

n∑
i=1

xi · yi

n∑
i=1

(xi − 1) · (yi + 1)

[50, 150, 196, 109, 118]

Příklad 4:

Pro datovou tabulku 19 napište vzorec, který udává

(a) celkový počet dnů, které již všichni studenti dohromady věnovali svým diplomovým
pracím, pokud sloupec rychlost psaní udává průměrný počet napsaných stran za
den;

(b) počet dnů, které každý student v průměru ještě musí věnovat své diplomové práci,
aby dosáhl plánované délky.

Vypočítejte hodnoty obou vzorců.
[ ∑n

i=1
xi

yi
, 1

n

∑n
i=1

zi−xi

yi
, 58.67, 13.4]
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Příklad 5:

Pro hodnoty (x1, x2, ..., xn) = (6, 4, 2, 5, 1, 3) vyčíslete tento výraz:

1 − 6
n∑

i=1

(xi − i)2

n(n2 − 1) . [−0.6]

Příklad 6:

Pro hodnoty 98, 95, 103, 107, 102, 94, 103, 95, 99, 105, 98, 101 označené písmenem x spočí-
tejte výběrový rozptyl podle vzorce

1
n− 1

n∑
i=1

(
xi − 1

n

n∑
j=1

xj

)2
.

[17.45]

Postup: Na uvedeném příkladu můžeme demonstrovat několik triků, jak si ulehčit práci.
Ve vzorci se vyskytuje operátor suma dvakrát. Můžeme si ale všimnout, že výraz 1

n

∑n
j=1 xj

se nijak nemění při různých hodnotách indexu i. Jeho hodnotu tedy můžeme vyčíslit a
dále s ním pracovat jako s konstantou, kterou označíme třeba x̄. Pro naše konkrétní data
bude mít hodnotu 100.

Dalším užitečným krokem je výpočet pomocí tabulky. Budeme postupovat tak, že
každý krok výpočtu zapíšeme do jednoho sloupce tabulky. Tedy v prvním sloupečku budou
hodnoty xi, v druhém xi − x̄ a v dalším (xi − x̄)2.

i xi xi − x̄ (xi − x̄)2

1 98 -2 4
2 95 -5 25
3 103 3 9
4 107 7 49
5 102 2 4
6 94 -6 36
7 103 3 9
8 95 -5 25
9 99 -1 1
10 105 5 25
11 98 -2 4
12 101 1 1∑ 1200 192

Když sečteme hodnoty posledního sloupečku, získáme hodnotu výrazu ∑n
i=1(xi − x̄)2,

kterou stačí vydělit hodnotou n− 1. Dojdeme ke zlomku 192
11 , což je rovno výsledku 17.45.
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Příklad 7:

Podle uvedeného vzorce vypočítejte hodnotu odhadu korelačního koeficientu mezi počtem
výskytů agresivního chování mezi tříletými dětmi (značíme x) a počtem fyzických trestů,
které děti dostaly za poslední měsíc (y). Pozorovali jsme tyto hodnoty:

x 0 1 1 1 2 5 6 4 4
y 1 2 0 3 1 3 4 4 3

Hodnota korelačního koeficientu se rovná hodnotě výrazu

n
∑n

i=1 xiyi −∑n
i=1 xi

∑n
i=1 yi√

n
∑n

i=1 x
2
i −

(∑n
i=1 xi

)2
√
n
∑n

i=1 y
2
i −

(∑n
i=1 yi

)2
.

[0.75]

Příklad 8:

Celkem 180 dobrovolníků bylo dotazováno, jakou značku ze čtyř možností (A,B,C,D)
nealkoholických nápojů preferují. Poté jim byl promítnut film obsahující skryté reklamní
prvky. Po zhlédnutí filmu dostal každý dobrovolník poukázku na libovolný nealkoholický
nápoj a bylo sledováno, pro který se rozhodl. Následující tabulka obsahuje počty jedinců
(nij) rozdělených dle jejich uváděné preference (řádky) a skutečného rozhodnutí (sloupce).

A B C D
A 22 21 10 21
B 29 17 3 6
C 5 7 9 1
D 9 9 4 7

Vypočítejte testovou statistiku Bowkerova testu symetrie dle vzorce

k−1∑
i=1

k∑
j=i+1

(nij − nji)2

nij + nji

,

kde k označuje počet kategorií (v našem případě 4) a nij jsou hodnoty v jednotlivých
buňkách.

[11.75]
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Příklad 9:

Pro n > 1 zjednodušte následující výrazy tak, aby neobsahovaly operátor suma.

n∑
i=1

i

∑n
i=1(n− i)∑n−1

i=0 i
3 + 2

n

n∑
i=1

(n+ i+ ni)

[1
2n(n+ 1), 1, (n+ 2)2]

Příklad 10:

Mějme čtvercovou matici (tabulku čísel) o k řádcích a k sloupcích, kde k > 2. Napište
předpis, jehož výsledkem je součet hodnot všech buněk na obvodu tabulky.

[například ∑k
i=1(ni1 + nik + n1i + nki) − (n11 + nk1 + n1k + nkk)

nebo ∑k
i=1(ni1 + nik) +∑k−1

i=2 (n1i + nki) ]
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6.2 Práce s pravděpodobností, využití kombinatorických

pravidel

Při nejrůznějších statistických operacích často potřebujeme vyčíslit, kolik různých dílčích
skupin prvků můžeme vybrat z jiné velké skupiny, kolik různých pořadí mohou prvky mít
nebo třeba kolika různými způsoby můžeme dojít k určitému výsledku. Obor matematiky,
který dokáže zodpovědět tyto otázky, se nazývá kombinatorika. V tomto cvičení osvětlíme
několik základních kombinatorických postupů a využijeme je při výpočtu pravděpodob-
nosti náhodných jevů. Ve většině případů budeme vycházet z klasické definice pravděpo-
dobnosti (viz kapitola 2.2.1) a využijeme i znalost vlastností nezávislých náhodných jevů
(kapitola 2.2).

6.2.1 Kombinatorické pravidlo součinu a součtu

Kombinatorické pravidlo součinu popisuje, kolik různých uspořádaných k-tic (dvojic,
trojic, pětic. . .) lze vytvořit z k množin prvků. Tato věta se může zdát poněkud nesrozu-
mitelná; její smysl nám osvětlí stručný příklad. Jdete na oběd do menzy a chcete si dát
minutku. Na výběr máte tyto možnosti: drůbeží játra, vepřové ražniči, rybí filé, zeleninové
medailonky a kuřecí směs Paradis, celkově pět jídel. K tomu si můžete vybrat z těchto čtyř
příloh: rýže, brambory, hranolky nebo bramborová kaše. I bez znalosti kombinatorického
pravidla součinu snadno zjistíme, že celkový počet možností, co poobědvat, je 20 různých
jídel (5 minutek krát 4 přílohy), protože si každé jídlo můžeme dát s každou přílohou.

Zpět k původní definici. Chceme tedy vytvořit uspořádané k-tice (v našem případě
dvojice hlavní jídlo + příloha). První člen lze vybrat n1 (u nás pěti) způsoby, druhý člen
n2 (čtyřmi) způsoby až obecně k-tý člen bychom mohli vybrat nk způsoby. Celkový počet
těchto k-tic je proto roven

n1 · n2 · . . . · nk.

Kombinatorické pravidlo součtu popisuje vztah, který je ve srovnání s předchozím
pravidlem triviální. Máme-li k disjunktních množin a chceme z nich vybrat jediný prvek,
pak počet možností, které máme, je roven součtu počtů prvků v jednotlivých množinách,
tedy

n1 + n2 + . . .+ nk.

Pokud jsme se zklamali v minutkách a vybíráme mezi hlavními jídly, kterých je 6, a z na-
bídky teplého bufetu, která čítá 3 pokrmy, co by se daly považovat za oběd, pak si můžeme
vybrat z 9 způsobů, jak uspokojit žaludek.
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6.2.2 Permutace

Známe-li kombinatorické pravidlo součinu, dokážeme odvodit odpověď na otázku, kolik
různých uspořádání může zaujímat k prvků. V matematické literatuře se těmto různým
pořadím říká permutace. Nejsnáze je čtenáři přiblížíme pomocí příkladu.

Představme si, že do vlakového kupé, které má 8 míst, nastupuje 8 lidí. V kolika
různých uspořádáních mohou v kupé sedět? První, kdo do kupé vstoupí, má zjevně 8
možností, kam se posadit. Druhý již jen 7, jelikož jedno místo je obsazené. Když přijde třetí
pasažér, má už jen 6 míst a tak dál až po osmého cestujícího, který má k dispozici jediné
místo, a vybírat si tak nemůže. Jde o případ vytváření uspořádané k-tice, o kterém jsme již
hovořili v odstavci o kombinatorickém pravidlu součinu. Mezi jednotlivé počty možností
tedy dáme znaménko krát a dojdeme k výsledku, že počet různých uspořádání našich
pasažérů je úctyhodných 8·7·6·5·4·3·2·1 = 40320. Abychom zápis zjednodušili, budeme pro
výpočet počtu permutací používat operátor s názvem faktoriál, který zapisujeme pomocí
vykřičníku (v našem případě 8!). Platí tedy

k! = k · (k − 1) · (k − 2) · . . . · 3 · 2 · 1.

Jak je z příkladu patrné, faktoriál poměrně nízkého čísla, jako je 8, vychází v řádu de-
setitisíců. U vyšších čísel tento operátor vede často k hodnotám, které neumí zobrazit
kalkulačka ani stolní počítač. Může být proto užitečné znát jeden trik při počítání s fak-
toriály. Ve většině úloh, na které narazíme, se faktoriál vyskytuje nad i pod zlomkovou
čárou. Výsledek nějakého příkladu by například mohl znít 62!

60! . Ani při nejlepší vůli však
nedokážeme spočítat hodnotu čitatele či jmenovatele. Důmyslným rozepsáním faktoriálu
v čitateli ale můžeme převést zlomek do jiného tvaru a obě hodnoty zkrátit:

62!
60! = 62 · 61 · 60!

60! = 62 · 61 = 3782.

Dodejme ještě, že výraz 0! je roven číslu 1.

6.2.3 Kombinace

Permutace jsou základním kamenem, s jehož pomocí můžeme vytvářet složitější operace.
Představme si například úlohy, kdy máme z n prvků vybrat k prvků a ptáme se, kolik
různých k-tic můžeme vytvořit, když nezáleží na uspořádání prvků uvnitř této k-tice.
V matematických textech by se tyto k-tice označovaly názvem kombinace. Jednalo by se
třeba o situaci, kdy hrajeme poker. V balíčku je 52 karet (n = 52) a každý hráč dostane 5
z nich (k = 5). Kolik různých pětic karet můžeme obdržet? Uvědomme si, že zde nezáleží
na pořadí – pokud máme všechna čtyři esa a pikovou sedmičku, je to přesně totéž, jako
když máme pikovou sedmičku a všechna esa. Je to tedy jedna a tatáž kombinace.
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Odvodit výsledek chce již jistou dávku fantazie. Představme si, že všech 52 karet
náhodně seřadíme a rozdělíme je na dvě hromádky – prvních 5 na jednu a zbývajících 47
na druhou. Celkový počet různých pořadí těchto 52 karet je 52! (použijeme naši znalost
permutací). Některá z těchto uspořádání jsou ale z našeho pohledu stejná. Ty permutace,
které se liší jen pořadím uvnitř první hromádky, představují stejný výsledek (jelikož je
jedno, v jakém pořadí karty do ruky dostaneme – ve hře to nic nezmění). Jedná se vždy
o 5! stejných kombinací v rámci celkového počtu 52! různých uspořádání. Celkový počet
permutací 52! proto musíme číslem 5! vydělit. Uvažujme ale dál: pořadí druhé hromádky
taky nijak neovlivňuje kombinaci karet, které máme v ruce. Našich 52! různých pořadí
tedy můžeme rozdělit i na skupiny po 47! různých uspořádáních, která však nemají žádný
vliv na to, jakých pět karet máme v ruce. Celkový počet pořadí proto vydělíme nejen
hodnotou 5!, ale i číslem 47!. Celkově tedy můžeme v pokeru dostat 52!

5!47! různých pětic
karet, což je rovno výrazu 52·51·50·49·48

5! = 2 598 960.

Obecně bychom řekli, že můžeme vybrat n!
k!(n−k)! různých neuspořádaných k-tic z mno-

žiny n různých prvků. Jelikož se v matematice s tímto problémem setkáváme velmi často,
zapisujeme tento vztah jako kombinační číslo:

(
n

k

)
= n!
k!(n− k)! .

Výraz
(

n
k

)
čteme „n nad k“.

Kromě permutací a kombinací v kombinatorice rozlišujeme ještě variace a ve všech
třech případech mluvíme o možnostech s opakováním a bez opakování. V tomto kurzu
tyto pojmy definovat nebudeme. Pokud student pochopil způsob, jakým jsme odvodili
kombinaci pomocí permutací, snadno přijde na způsob, jakým lze spočítat libovolnou
další úlohu.57

Příklad 11:

Hnědooký muž si vezme modrookou dívku. Předpokládejme, že je 50% pravděpodobnost,
že jejich dítě bude mít modré oči, a 50% pravděpodobnost, že dítě bude holčička. Jaká je
pravděpodobnost, že jejich dítě bude modrooká dívka, pokud jsou oba jevy nezávislé?

[1
4 ]

57Výjimkou je snad jen kombinace s opakováním, která vyžaduje ne zcela intuitivní myšlenkový trik.
Zájemce o tento poznatek nicméně můžeme odkázat na internetové zdroje. Existuje mnoho kvalitních,
zdarma přístupných internetových portálů, které jsou v češtině a vysvětlují kompletně kombinatorická
pravidla.
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Příklad 12:

Víme, že 40 % mailů, které nám chodí, jsou od šéfa a obsahují nějaký úkol. Dále že 20 %
mailů, které nám přicházejí do schránky, pochází od druhého šéfa a opět vždy znamenají
nějakou práci navíc. A nakonec v 30 % mailů, které chodí do naší schránky, po nás chce
někdo jiný, obvykle spolupracovníci, pomoc se svými úkoly. Kromě toho nám do schránky
chodí už jen spam.

Přišel mail. Jaká je pravděpodobnost, že v něm po nás chce někdo nějakou práci?
[90 %]

Příklad 13:

Vezmete-li svůj mobil a zcela nahodile napíšete 9 libovolných číslic mezi 0 a 9 (s tím, že
se číslice mohou opakovat a pravděpodobnost vybrání libovolné z nich je vždy 1

10), jaká
je pravděpodobnost, že vytočíte telefonní číslo autora těchto skript,

(a) má-li jediné telefonní číslo?
(b) má-li tři různá telefonní čísla?

[ 1
1000000000 = 10−9; 3

1000000000 = 3 · 10−9]

Příklad 14:

Průzkum zjistil, že v určitém regionu ČR má 15 % žáků devátých tříd zkušenost s tvrdými
drogami. Jaká je pravděpodobnost, že z dvaceti náhodně vybraných deváťáků z tohoto
regionu tuto zkušenost alespoň jeden má?

[1 − (1 − 0.15)20 ≈ 96 %]

Nápověda: Úkol se stane mnohem snazším, když spočítáme pravděpodobnost opačného
jevu a odečteme ji od jedničky.

Příklad 15:

Víme, že na každém termínu zkoušky z Těžkého předmětu uspěje 50 % zapsaných studentů.
Zbývající si zapisují druhý a poté třetí termín. Ze studentů, kteří nebyli úspěšní ani na
třetím termínu, jich 30 % studium vzdá a zbývající si předmět zapíšou znovu. Ze studentů,
kteří předmět opakují, na každém termínu zkoušky uspěje 60 %. Pokud studenti neuspějí
ani napotřetí, je jejich studium ukončeno.

Kolik procent studentů ukončí studium kvůli Těžkému předmětu?
[4.31 %]
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Postup: K řešení tohoto příkladu stačí správně rozlišit, kde použijeme kombinatorické
pravidlo součtu a kde součinu. Kdekoli v našich úvahách narazíme na logické a, tam mlu-
víme o součinu, a kdekoli narazíme na nebo, tam použijeme součet. Aby student neuspěl,
musí neuspět na první zkoušce (0.5) a neuspět na druhé zkoušce (0.5) a neuspět na třetí
zkoušce (0.5) a pak zvolit jednu z těchto možností: ukončit studium (0.3), nebo pokračovat
(0.7) a neuspět na čtvrté zkoušce (0.4) a neuspět na páté zkoušce (0.4) a neuspět na šesté
zkoušce (0.4). Přepsáno jako matematický výraz:

0.5 · 0.5 · 0.5 · (0.3 + 0.7 · 0.4 · 0.4 · 0.4).

Příklad 16:

Pět kamarádů, Lucka, Zuzka, Petr, Honza a Michal, jde do kina. Zuzka, která měla na
starosti nákup vstupenek, koupila pět lístků vedle sebe do jedné řady a každému z přátel
jeden dala, aniž by se dívala, komu dala který. Zasedací pořádek tedy určila náhoda.

(a) Jaká je pravděpodobnost, že přátelé budou sedět v pořadí, v jakém jsme je vyjme-
novali, tedy Lucka, Zuzka, Petr, Honza, Michal?

(b) Jaká je pravděpodobnost, že chlapci a dívky se budou v zasedacím pořádku přesně
střídat, tedy chlapec, dívka, chlapec, dívka, chlapec?

(c) Jaká je pravděpodobnost, že Lucka bude sedět vedle Petra?
(d) Ukázalo se, že dvě z koupených míst jsou dvousedačka. Jaká je pravděpodobnost,

že na této dvousedačce budou spolu sedět Lucka a Petr?
(e) Jaká je pravděpodobnost, že Petr bude sedět vedle některé z dívek?

[ 1
120 ; 1

10 ;2
5 ; 1

10 ; 7
10 ]

Postup: V úloze a) můžeme rozeznat základní problém stanovení počtu všech možných
pořadí. Pokud víme, že různých pořadí, jak uspořádat n různých prvků, je n!, pak jednomu
konkrétnímu pořadí můžeme přisoudit pravděpodobnost 1/n!. Využili jsme k tomu definici
klasické pravděpodobnosti.

Příklad b) lze řešit následující úvahou. Víme, že existuje n! různých uspořádání. Jeli-
kož však nerozlišujeme, který chlapec je který (respektive která dívka, je která) musíme
tento počet vydělit počtem uspořádání, která mohou Petr, Honza a Michal zaujímat na
svých třech sedačkách, a taky počtem uspořádání, která mohou zaujímat Lucka a Zuzka
na svých dvou. Hodnotu 5! bychom tedy vydělili hodnotami 3! (za chlapce) a 2! (za dívky).

Vypočítáme 5!
2!3! = 10, tedy kombinační číslo

(
5
2

)
, což je počet všech možných neuspořáda-

ných dvojic, které mohou sedět na místech 2 a 4, respektive počet neuspořádaných trojic,
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které mohou sedět na místech 1, 3, 5. Pouze jediná dvojice však odpovídá zadání – ta,
co je tvořena dívkami, respektive jediná trojice tvořená pouze chlapci. Výsledkem je tedy
pravděpodobnost 1/ 5!

2!3! = 2!3!
5! = 0.1.

Počet uspořádání, která vyhovují naší podmínce střídání chlapců a dívek, můžeme
stanovit i jiným způsobem. Přestavme si, že na první sedadlo si může sednout jeden ze 3
chlapců, na druhé jedna ze 2 dívek, na třetí jeden ze 2 zbývajících chlapců (jeden už totiž
sedí na prvním sedadle), na čtvrté 1 (zbývající) dívka a na páté 1 chlapec. Dohromady
3 · 2 · 2 · 1 · 1 = 12, tedy 12 uspořádání splňuje zadání. Všech uspořádání je 5! = 120
a všechna jsou stejně pravděpodobná. Z definice klasické pravděpodobnosti tedy opět
dojdeme k hodnotě 12

120 = 0.1.

V situaci c) pátráme po počtu uspořádání, která splňují podmínku, že Petr a Lucka
sedí vedle sebe. Problém si citelně usnadníme, když si představíme Petra a Lucku jako
jediný prvek čtyřprvkové množiny. Čtyři prvky mají 4! různých uspořádání, nesmíme však
zapomenout, že náš „dvouprvek“ Petr a Lucka má sám o sobě dvě uspořádání (Petr a
Lucka, Lucka a Petr). Tedy různých uspořádání je 4!2!. Abychom získali pravděpodob-
nost, vydělíme tento počet celkovým počtem uspořádání, kterých je 5!. Výsledkem je tedy
4!2!
5! = 2

5 = 0.4.

Tentýž úkol bychom mohli řešit i jinou cestou. Rozdělíme situaci na dvě možnosti:
Petr vylosoval lístek na kraji (to se stane s pravděpodobností 2

5) a Petr vylosoval lístek

mimo okraj (pravděpodobnost 3
5). V prvním případě má Lucka pravděpodobnost 1

4 , že
získá místo vedle Petra (jelikož už zbývají jen 4 místa, z nichž losuje). V druhém případě
má pravděpodobnost 1

2 , že bude sedět vedle něj (jelikož ze zbývajících 4 míst jsou dvě
vedle Petra). Pomocí kombinatorických pravidel součtu a součinu pak získáme výsledek
2
5 · 1

4 + 3
5 · 1

2 = 2
5 .

Úkol d) si opět můžeme představit dvěma způsoby. Jednak můžeme říct, že pravděpo-
dobnost, že první z dvojice Petr a Lucie (a je nám jedno který) si vylosuje dvousedačku,
jsou 2

5 . Ten druhý má pak pravděpodobnost téhož 1
4 , jelikož zbývají již jen 4 místa a pouze

jedno z nich je na dvousedačce. Výsledek je tedy 2
5 · 1

4 = 1
10 .

Druhá cesta je představit si, že jde opět o kombinace. Hledáme počet neuspořádaných

dvojic z pěti prvků (k = 2, n = 5). Na dvousedačce tedy může sedět
(

n
k

)
= n!

k!(n−k)! = 5!
2!3! =

10 různých dvojic, z čehož jediná je naše dvojice Petr a Lucka (v libovolném pořadí). Její
pravděpodobnost by tedy byla 1

10 . Taky si můžeme všimnout toho, že úlohy d) a b) jsou
totožné, ač to není vidět na první pohled.
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Poslední úlohu e) vyřešíme zřejmě nejefektivněji opět úvahou. Znovu situaci rozdělíme
na dvě možnosti: Petr vylosoval lístek na kraji (pravděpodobnost 2

5) a Petr vylosoval

lístek mimo okraj (pravděpodobnost 3
5). Pokud Petr sedí na kraji, má jednoho souseda

a je zde 50% pravděpodobnost, že jím bude nějaká dívka (protože ve hře jsou již jen
dvě dívky a dva chlapci). Nakonec potřebujeme dopočítat, jaká je pravděpodobnost, že
za předpokladu, že Petr vylosoval místo mimo okraj, vedle něj sedí alespoň jedna dívka.
Zřejmě nejsnadnější způsob výpočtu je přes opačný jev; tedy že od jedničky odečteme
pravděpodobnost, že vedle Petra nesedí ani jedna dívka (tedy tam sedí Honza a Michal).

S využitím kombinačního čísla
(

4
2

)
je hodnota rovna 1 − 1/ 4!

2!2! . Odpověď na naši otázku

je tedy 2
5 · 1

2 + 3
5 · (1 − 1

6) = 0.7.

Příklad 17:

Ze sedmi pacientů jsme náhodně vybrali tři, kteří dostali lék, a čtyři, kteří dostali placebo.
Po nějaké době jsme pacienty seřadili podle toho, k jak výraznému zlepšení u nich došlo.
Jaká je pravděpodobnost, že nejvyšší zlepšení nastalo u těch pacientů, kteří dostali lék, za
předpokladu, že ve skutečnosti tento přípravek nefunguje a jeho účinek je nulový, stejně
jako účinek placeba?

[3!4!
7! = 1

35 ]

Příklad 18:

Mějme hrací kostku, na které mohou padnout hodnoty , , , , , . Určete pravdě-
podobnosti následujících jevů:

(a) hodíme pětkrát kostkou, z čehož při prvních třech pokusech padne a při dalších
dvou nějaká jiná hodnota, pokud víme, že padá s pravděpodobností 1

6 .
(b) hodíme pětkrát kostkou, z čehož celkově třikrát padne a celkově dvakrát nějaká

jiná hodnota, pokud víme, že padá s pravděpodobností 1
6 .

(c) hodíme n-krát kostkou, z čehož celkově k-krát padne a (n − k)-krát nějaká jiná
hodnota, pokud víme, že padá s pravděpodobností p.

[ 25
7776 ≈ 0.32 %;

(
5
2

)
25

7776 ≈ 3.22 %;
(

n
k

)
pk(1 − p)n−k]

Poznámka: Bod c) není ničím jiným než odvozením pravděpodobnostní funkce bino-
mického rozdělení, kterému se blíže věnujeme v kapitole 2.6.2.
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Příklad 19:

U závěrečných zkoušek si student losuje po dvou otázkách z každého ze 4 seznamů otázek.
Tyto seznamy jsou nestejně dlouhé – skládají se z 32, 36, 34 a 30 otázek. Jelikož studentovi
dochází při přípravách čas, u každého seznamu vynechá poslední dvě otázky. Jaká je
pravděpodobnost, že se mu tato strategie nevymstí a žádnou z přeskočených otázek si
nevylosuje?

[3
5 = 60 %]

Postup: Začněme s jediným seznamem otázek, ostatní prozatím ponechejme stranou.
Řekněme, že tento seznam obecně čítá n otázek, a my vyčíslujeme pravděpodobnost, že
student si nevytáhne ani jednu ze 2 konkrétních otázek. Vybírá-li první, může zvolit n
různých otázek, z čehož je pro něj n − 2 příznivých. Pokud uspěl, tahá druhou otázku
z n−1 zbývajících a z toho (n−1)−2 (tedy n−3) je pro něj příznivých. Pravděpodobnost
úspěchu je proto n−2

n
· n−3

n−1 . Stejný postup použijeme u všech 4 seznamů s tím, že n bude
postupně nabývat hodnot 32, 36, 34, 30. Jednotlivé výsledky spolu dle kombinatorického
pravidla součinu vynásobíme. Když všech osm vzniklých zlomků přepíšeme jako jediný
zlomek, můžeme čitatel zapsat jako součin čísel 27 ·28 · . . . ·34 a jmenovatel 29 ·30 · . . . ·36.
Většina hodnot se zkrátí a my dojdeme k výsledku 27·28

35·36 = 3
5 .

Příklad 20:

Ve třídě o 16 dětech jsou dvě šikanované děti a tři šikanující děti. Kvůli aktivitě v rámci
preventivního programu proti šikaně jste si s kolegou rozdělili třídu na dvě skupiny po
osmi dětech. Dělení proběhlo náhodně. Vyčíslete pravděpodobnosti těchto jevů:

(a) ve vaší skupině nebude žádné šikanující dítě.
(b) ve vaší skupině budou obě šikanované děti.
(c) všechny šikanující i šikanované děti budou v jedné skupině.

[ 1
10 ; 7

30 ; 1
39 ]

6.3 Práce s číselnými charakteristikami náhodných

veličin

V tomto cvičení se nebudeme zabývat tím, jak vypočítat určitou číselnou charakteristiku
(rozptyl, střední hodnotu) z předpisu distribuční funkce náhodné veličiny. S tímto pro-
blémem se ostatně ani v naší praxi zřejmě nebudeme příliš často setkávat. Dovednost,
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kterou však využijeme, a proto jí věnujeme toto cvičení, je výpočet číselných charakte-
ristik náhodných veličin, které vznikly jako součty, rozdíly či nějaké transformace jiných
nám známých náhodných veličin.

Význam číselných charakteristik náhodných veličin vysvětlujeme v kapitole 2.5, kde
uvádíme i vztahy, které využijeme v tomto cvičení. Pro přehlednost zopakujme některé
vzorce, které budeme používat.

E(a+ bX) = a+ bE(X) E(aX + bY ) = aE(X) + bE(Y ) E(a) = a

VAR(a+ bX) = b2 VAR(X) VAR(a) = 0

COV(a+ cX, b+ dY ) = cdCOV(X, Y ) COV(X,X) = VAR(X)

VAR(X + Y ) = VAR(X) + VAR(Y ) + 2 COV(X, Y )

VAR(aX + bY ) = a2 VAR(X) + b2 VAR(Y ) + 2abCOV(X, Y )

COR(X, Y ) = COV(X, Y )√
VAR(X)

√
VAR(Y )

COV(aX + bY, cU + dV ) = COV(aX, cU) + COV(aX, dV )

+ COV(bY, cU) + COV(bY, dV ).

Pokud jsou náhodné veličiny X a Y nezávislé, platí i níže uvedené.

E(X + Y ) = E(X) + E(Y ) E(XY ) = E(X) E(Y )

VAR(X + Y ) = VAR(X) + VAR(Y )

V některých případech nemusí být čtenáři zcela zřejmé, jak s výše uvedenými vztahy
dále pracovat. Vezměme situaci, kdy máme vypočítat hodnotu výrazu VAR(2X − 3Y ).
Výpočet provedeme podle výše uvedených pravidel následovně:

VAR(2X − 3Y ) = VAR(2X) + VAR(−3Y ) + 2 COV(2X,−3Y ) =

= 22 · VAR(X) + (−3)2 · VAR(Y ) + 2 · 2 · (−3) · COV(X, Y ) =

= 4 VAR(X) + 9 VAR(Y ) − 12 COV(X, Y )

V případě více členů následovně:

VAR(2X − 3Y − 4Z) = 4 VAR(X) + 9 VAR(Y ) + 16 VAR(Z)

− 12 COV(X, Y ) − 16 COV(X,Z) + 24 COV(Y, Z).
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Příklad 21:

Náhodná veličina X má střední hodnotu 15 a rozptyl 8. Vypočítejte střední hodnotu a
rozptyl náhodných veličin Y , Z, U , V , pokud víme, že platí:

Y = X − 15, Z = X

2 , U = 10X + 85, V = X − 15√
8

· 10 + 50.

[E(Y ) = 0, VAR(Y ) = 8, E(Z) = 7.5, VAR(Z) = 2, E(U) = 235, VAR(U) = 800,
E(V ) = 50, VAR(V ) = 100]

Příklad 22:

Náhodné veličiny X a Y jsou nezávislé. Jaká je střední hodnota, rozptyl a směrodatná
odchylka náhodné veličiny Z, když víme, že

E(X) = 5, VAR(X) = 6, E(Y ) = 25, VAR(Y ) = 11.5,

Z = 3X + 2Y
5 + 7.

[E(Z) = 20, VAR(Z) = 4]

Postup:

E
(

3X + 2Y
5 + 7

)
= 3 E(X) + 2 E(Y )

5 + 7 = 3 · 5 + 2 · 25
5 + 7 = 20

VAR
(

3X + 2Y
5 + 7

)
= VAR

(
3
5X

)
+ VAR

(
2
5Y

)
=

= 9
25 VAR(X) + 4

25 VAR(Y ) = 9
25 · 6 + 4

25 · 11.5 = 9 · 6 + 4 · 11.5
25 = 4

Příklad 23:

Náhodné veličiny X a Y jsou nezávislé. Jaká je střední hodnota, rozptyl a směrodatná
odchylka náhodné veličiny Z, když víme, že

Z = (X + Y ) − (E(X) + E(Y ))√
VAR(X) + VAR(Y )

· 15 + 100.

[E(Z) = 100, VAR(Z) = 225,
√

VAR(Z) = 15]
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Příklad 24:

Kovariance náhodných veličin X a Y je rovna 12. Vypočítejte, čemu se rovnají následující
výrazy:

COV(2X, 3Y ), COV(1
2X, 2Y ),

COV(10X + 15, Y − 300), COV(2X + 3, 2Y + 3).

[72, 12, 120, 48]

Příklad 25:

Vypočítejte hodnoty níže uvedených výrazů, pokud známe varianční matici V náhodných
veličin X, Y , Z.

V =

16 −3 6
−3 25 1
6 1 4



VAR(X + Y ) VAR(X − Y ) VAR(4Y + 2Z − 14)

VAR(X + Y + Z) VAR(25X − 16Y + 100Z − 160)

Poznámka: Varianční (někdy též kovarianční) maticí se označuje čtvercová tabulka
hodnot, kde na úhlopříčce jsou rozptyly jednotlivých náhodných veličin (v našem případě
například VAR(X) = 16, VAR(Y ) = 25) a mimo diagonálu jsou kovariance jednotlivých
dvojic náhodných veličin (tedy například COV(X, Y ) = COV(Y,X) = −3).

[35, 47, 432, 53, 85 600]

Příklad 26:

Pro veličiny X, Y a Z z příkladu 25 vytvořte korelační matici.

Poznámka: Korelační matice je čtvercová tabulka hodnot, která obsahuje korelační
koeficienty náhodných veličin. Na úhlopříčce jsou vždy jedničky (jelikož vždy platí, že
COR(X,X) = 1) a mimodiagonální prvky jsou rovny korelačním koeficientům jednot-
livých dvojic náhodných veličin. Korelační matice je symetrická podle své diagonály a
obsahuje hodnoty z intervalu [−1, 1].


 1 −0.15 0.75

−0.15 1 0, 1
0.75 0.1 1



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Příklad 27:

Vypočítejte kovariance náhodných veličin odvozených z veličin X, Y a Z z příkladu 25.

COV(X + Y,X + Z) COV(2X + 3Y,X + 5Z)

COV(1
3X + 1

2Y + 2
3Z + 1

8 , 6X − 6Y + 12Z − 180)

[20, 98, 36]

Příklad 28:

Vypočítejte střední hodnotu a rozptyl náhodné veličiny aX + bY + cZ + d, když víme,
že střední hodnoty veličin X, Y, Z jsou rovny e, f, g, rozptyly h, i, j a COV(X, Y ) = k,
COV(X,Z) = l, COV(Y, Z) = m. Hodnoty jednotlivých konstant i číselných charakte-
ristik náhodných veličin jsou v následující tabulce. (Tabulka obsahuje celkem 7 různých
příkladů, na každém řádku jeden.)

a b c d e f g h i j k l m
a) 2 3 0 -5 3 2 0 1 4 0 2 0 0
b) 1

2
1
3 0 -3 10 12 0 6 3 0 1

2 0 0
c) 5 -10 20 -8 6 1 1 4 2 1 -2 -1 0
d) 3 -4 6 1

20
1
12

1
8

1
30

1
3

5
16

1
2 - 1

24
1
9

1
3

e) 1
5

1
10

1
2 -10 20 10 30 80 40 10 10 -20 5

f) -2 -4 -1 -5 -5 -2 -1 8 4 2 -4 -1 -2
g) 5 1

4 -2 13
15

2
3 8 1

10
1
10 16 1

8 1 1
20 1

[a) 7 a 64, b) 6 a 2, c) 32 a 700, d) 0 a 15, e) 10 a 3, f) 14 a 14, g) 6 a 4.5]

Příklad 29:

Mějme náhodné veličiny T , Ei a Ej. Náhodná veličina T má rozptyl roven hodnotě σ2
T a

náhodné veličiny Ei a Ej mají shodné rozptyly rovné hodnotě σ2
E. Všechny tři náhodné

veličiny jsou nezávislé. Vypočítejte hodnotu korelačního koeficientu COR(T +Ei, T +Ej)
a COR2(T + Ei, T ).

198



Postup:

COR(T + Ei, T + Ej) = COV(T + Ei, T + Ej)√
VAR(T + Ei) · VAR(T + Ej)

=

COV(T, T ) + COV(T,Ej) + COV(Ei, T ) + COV(Ei, Ej)√
(VAR(T ) + VAR(Ei) + 2 COV(T,Ei)) · (VAR(T ) + VAR(Ej) + 2 COV(T,Ej))

=

VAR(T ) + 0 + 0 + 0√
(VAR(T ) + VAR(Ei) + 2 · 0) · (VAR(T ) + VAR(Ej) + 2 · 0)

=

σ2
T√

(σ2
T + σ2

E) · (σ2
T + σ2

E)
= σ2

T√
(σ2

T + σ2
E)2

= σ2
T

σ2
T + σ2

E

Poznámka: Výraz COR2(T +Ei, T ) se řeší analogicky, jen s rozdílem umocnění celého
výrazu na druhou. Se skutečným významem příkladu se seznámíme v psychometrice, kde
zjistíme, že jde o důkaz faktu, že reliabilita měření lze vyjádřit jako podíl rozptylů.

[v obou případech je výsledek σ2
T

σ2
T +σ2

E
]

Příklad 30:

Mějme náhodné veličiny X1, X2, . . . , Xn. Tyto náhodné veličiny jsou nezávislé a mají
identické distribuční funkce. Označme jejich střední hodnoty písmenem µ a rozptyly σ2.
Spočítejte střední hodnoty a rozptyly následujících náhodných veličin:

A =
n∑

i=1
Xi, B = 1

n

n∑
i=1

Xi,

C = 1
n

n∑
i=1

(Xi − µ), D = 1√
n

n∑
i=1

Xi − µ

σ
.

[E(A) = nµ, VAR(A) = nσ2, E(B) = µ, VAR(B) = σ2

n
, E(C) = 0, VAR(C) = σ2

n
,

E(D) = 0, VAR(D) = 1]

Příklad 31:

Mějme nezávislé náhodné veličiny X, Y a Z. Všechny tři mají nulové střední hodnoty a
rozptyly rovny 1. Vytvořte dvě náhodné veličiny U = aX + bZ a V = aY + bZ, které
mají střední hodnotu 0 a rozptyl 1 a jejichž korelační koeficient se rovná libovolně zvolené
hodnotě ρ ∈ [0, 1].

[U =
√

1 − ρX + √
ρZ, V =

√
1 − ρY + √

ρZ]
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6.4 Distribuční funkce a pravděpodobnostní funkce

diskrétní náhodné veličiny

Pomocí diskrétních náhodných veličin můžeme popsat řadu jevů, se kterými se setkáváme
v denním životě i ve výzkumné praxi. V tomto cvičení se naučíme rozeznávat náhodné
veličiny, které se řídí binomickým a Poissonovým rozdělením. Pro úspěšné zvládnutí za-
daných příkladů si proto osvěžte znalosti o distribuční funkci z kapitoly 2.4 a diskrétních
náhodných veličinách, které popisujeme v kapitole 2.6. Pokud rozeznáme rozdělení prav-
děpodobnosti diskrétní náhodné veličiny a poznáme hodnoty jeho parametrů, můžeme
spočítat pravděpodobnost, s jakou se tato náhodná veličina může realizovat v libovolné
hodnotě. Využijeme k tomu pravděpodobnostní funkci:

P (X = k) = pX(k) =
(
n

k

)
pk(1 − p)n−k pro X ∼ Bi(n, p),

P (X = k) = pX(k) = λk

k! e
−λ pro X ∼ Po(λ),

kde e je Eulerovo číslo přibližně rovné hodnotě 2.72.
Když se například budeme tázat, jaká je pravděpodobnost, že z pěti hodů nestrannou

mincí nám padne přesně třikrát panna, rozeznáme binomické rozdělení Bi(5, 1
2) (jedná se

totiž o součet pěti identických náhodných veličin s alternativním rozdělením). Dosazením
do pravděpodobnostní funkce získáme hodnotu:

P (X = 3) = pX(3) =
(

5
3

)
· 0.53 · (1 − 0.5)2 = 5!

3!2! · 1
8 · 1

4 = 5
16 .

Pokud by otázka zněla, jaká je pravděpodobnost, že z pěti pokusů padne panna nejvýše
třikrát, pak bychom pravděpodobnost mohli vyčíslit jako pX(0) + pX(1) + pX(2) + pX(3).
Výpočetně snazší by však bylo využít opačného jevu a vypočítat pravděpodobnost ze vzta-
hu 1−(pX(4)+pX(5)). Tento princip budeme hojně využívat. Pokud by otázka zněla, jaká
je pravděpodobnost, že z pěti pokusů padne panna nejvýše třikrát, pak bychom pravdě-
podobnost mohli vyčíslit jako pX(0) + pX(1) + pX(2) + pX(3). Výpočetně snazší by však
bylo využít opačného jevu a vypočítat pravděpodobnost ze vztahu 1 − (pX(4) + pX(5)).
Tento princip budeme hojně využívat.

Při výpočtu můžeme využít kalkulačku (což je v případě Poissonova rozdělení a často
i binomického rozdělení nezbytné). Práci si můžeme usnadnit prostřednictvím programu
Excel. Využijeme funkci =BINOM.DIST(k;n; p; 0), která odpovídá hodnotě P (X = k),
nebo =BINOM.DIST(k;n; p; 1), která poskytuje hodnotu kumulativní distribuční funkce,
tedy P (X ≤ k). Analogicky fungují příkazy =POISSON.DIST(k;λ; 0) a =POISSON.DIST
(k;λ; 1).
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Příklad 32:

Jaké rozdělení pravděpodobnosti má náhodná veličina, která popisuje, kolik synů se narodí
rodičům, kteří budou mít 7 dětí?

[Bi(7, 1
2)]

Příklad 33:

Jaké rozdělení pravděpodobnosti má náhodná veličina, která popisuje, kolik hvězd za
minutu uvidíme „padat“ za jasné srpnové noci, pokud má být každou hodinu k vidění
v průměru 80 meteoritů?

[Po(4
3)]

Příklad 34:

Pro náhodné jevy z příkladů 32 a 33 spočítejte pravděpodobnosti následujících jevů:

(a) Rodičům se narodí přesně jeden syn.
(b) Rodičům se narodí více než jeden syn.
(c) V konkrétní minutě uvidíme přesně dva meteority.
(d) V konkrétní minutě uvidíme alespoň dva meteority.

[5.47 %; 93.75 %; 23.43 %; 38.49 %]

Příklad 35:

Zápočtový test obsahuje 10 otázek. V každé studenti vybírají jednu správnou možnost
ze čtyř. K udělení zápočtu je potřeba mít alespoň 7 odpovědí správně. Jaká je pravdě-
podobnost, že v testu uspěje student, který přijde zcela nepřipraven a své odpovědi bude
vybírat náhodně?

[0.35 %]

Příklad 36:

V druhé polovině devadesátých let dostávalo přibližně 5.5 % narozených dívek jméno
Tereza. Jaká je pravděpodobnost, že o 20 let později ze 46 dívek nastupujících do prvního
ročníku studia psychologie jich bude mít toto jméno nejméně 7, pokud předpokládáme,
že jméno nijak nesouvisí s výběrem studijního oboru ani s šancí na přijetí u přijímacích
zkoušek?

[1.23 %]
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Příklad 37:

Statistický test selhává v 5 % případů. Pokud jsme provedli 100 nezávislých testů, jaká
je pravděpodobnost, že alespoň ve třech případech dojde k selhání?

[přibližně 88 %]

Příklad 38:

Mějme náhodnou veličinu X ∼ Bi(6, 0.5).

(a) Najděte nejvyšší hodnotu x1 ∈ Z, pro kterou platí P (X ≤ x1) < 0.10.
(b) Najděte nejmenší hodnotu x2 ∈ Z, pro kterou platí P (X ≥ x2) < 0.15.
(c) Najděte nejužší interval [x1, x2], kde x1, x2 ∈ Z, pro který platí

P (X < x1 ∪X > x2) < 0.25.

[a) 0; b) 5; c) [2, 4]]

Nápověda: Začněte tím, že spočítáte hodnoty pravděpodobnostní funkce pro všechna k
od 0 do 6.

Příklad 39:

Řekněme, že při slabším dešti spadne na plochu o velikosti 1 m2 (10000 cm2) každou
sekundu v průměru 200 dešťových kapek. Předpokládejme, že jejich počet se řídí Poisso-
novým rozdělením. Jaká je pravděpodobnost následujících jevů?

(a) Na dlaň nám během 1 sekundy nespadne ani jedna kapka. Řekněme, že plocha dlaně
je 150 cm2.

(b) Na dlaň nám během 3 sekund nespadne ani jedna kapka.
(c) Na dlaň nám během 3 sekund spadne nejméně 5 kapek.
(d) Na ukazováček nám během 1 sekundy nespadne ani jedna kapka. Řekněme, že plocha

ukazováčku je 10 cm2.
(e) Na ukazováček nám během minuty spadne přesně 10 kapek.

[a) 4.979 %; b) 0.0123 %; c) 94.504 %; d) 81.873 %; e) 10.484 %]

Řešení: Tento příklad použijeme k demonstraci významu parametru λ v Poissonově
rozdělení. Vyjdeme z toho, že víme, že λ odpovídá střední hodnotě, tedy průměrnému
počtu sledovaných událostí za jednotku času/prostoru/něčeho jiného. Někdy není na první
pohled zjevné, co přesně je touto jednotkou. V bodě a) by to byla 1 sekunda při ploše
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150 cm2, jelikož pro tuto dobu a plochu máme spočítat pravděpodobnost. Tedy λ by
se rovnala průměrnému počtu dešťových kapek, které spadnou za sekundu na plochu
150 cm2. Když oprášíme znalosti trojčlenky (10 000 : 200 odpovídá 150 : x), zjistíme, že
λ = 3. Otázka zní, s jakou pravděpodobností se bude daná náhodná veličina realizovat
s hodnotou 0. K tomu použijeme pravděpodobnostní funkci p(0) = 0.05. Pravděpodobnost
je tedy 5 %.

Analogicky vyřešíme bod b). Již víme, že na plochu 150 cm2 dopadnou v průměru
každou sekundu 3 kapky, z čehož snadno vyvodíme, že každé 3 sekundy na ni dopadne
třikrát víc kapek, tedy λ = 9. Po dosazení do pravděpodobnostní funkce p(0) = 0.0123 %.

Pro bod c) se λ nemění. Ptáme se na pravděpodobnost, že kapek bude 5 nebo 6 nebo 7
nebo 8 atd. Odpověď na otázku se rovná p(5)+p(6)+p(7)+· · · až k nekonečnu. Výpočetně
snazší nicméně bude spočítat pravděpodobnost opačného jevu (kapek bude méně než 5)

a odečíst ji od jedničky: 1 −
(
p(0) + p(1) + p(2) + p(3) + p(4)

)
.

Stejně postupujeme v bodech d) a e), kde λ odpovídá hodnotám 0.2 a 12 a do prav-
děpodobnostní funkce dosazujeme hodnoty 0 a 10.

Příklad 40:

Chystáte vzdělávací internetový portál. Očekáváte, že při jeho provozu server bude muset
vyřídit v průměru 900 požadavků za minutu (požadavkem se myslí zejména zobrazení
webové stránky uživatelem). Zpracovat jeden požadavek zabere serveru v průměru 1 sekun-
du. Váš poskytovatel hostingu (tedy pronájmu webového serveru) v rámci vašeho tarifu
klade omezení na počet požadavků, které server může zpracovávat současně. Toto ome-
zení je maximálně 30 souběžných operací, a pokud je přesaženo, zobrazí se uživateli místo
webové stránky chybové hlášení „Error 503“.

Bude nám nabízený tarif stačit, aby ani ve špičce nedocházelo k této chybě ve více než
1 % načtení stránek? Jaká nejmenší hodnota tohoto omezení by nám ještě vyhovovala?

[podmínky poskytovatele hostingu nám vyhovují, nejmenší hodnota, která splňuje naši
podmínku, je 25 souběžných operací]

Postup: Příklad je moderní adaptací klasického problému telefonní ústředny. Řešení
najdeme v několika krocích. Prvním je si uvědomit, s jakou náhodou veličinou pracujeme.
Jelikož víme, že server zpracovává každý požadavek jednu sekundu, definujeme náhodou
veličinu X jako počet požadavků, které server obdrží za sekundu.

Druhým krokem je zjistit, z jaké rodiny pochází rozdělení této náhodné veličiny.
Snadno odhalíme Poissonovo rozdělení – existuje obrovské množství uživatelů internetu,
ale u každého z nich je nepatrná pravděpodobnost, že se v konkrétní sekundě pokusí
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zobrazit naše webové stránky. Hodnotu parametru λ snadno zjistíme: očekáváme 900 po-
žadavků za minutu, což je v průměru 15 požadavků každou sekundu (λ = 15).

Posledním krokem je najít největší hodnotu x, pro kterou platí FX(x) ≤ 1−0.01 (tedy
aby tato hodnota nebyla překročena nejméně v 99 % případů, respektive aby byla překro-
čena maximálně v 1 % případů). Vypíšeme-li si (například v programu MS Excel) hodnoty
distribuční funkce náhodné veličiny s rozdělením Po(15), zjistíme, že pro FX(24) = 0.989
a pro FX(25) = 0.994. Víme tedy, že kdyby limit byl roven 24 paralelním operacím, chyba
bude nastávat v 1.1 % případů, a pokud 25, sníží se výskyt chyby na 0.6 %, což je pro
nás již akceptovatelné. Pokud je limit 30 souběžných operací, s chybou se setkáme jen
v 0.02 % případů.

Příklad 41:

Ověřujeme hypotézu o tom, že manžel a manželka se sobě po letech soužití vzájemně
podobají. Účastník výzkumu dostane 10 fotografií manželů a 10 fotografií manželek a
jeho úkolem je rozdělit fotografie do dvojic tak, jak k sobě páry ve skutečnosti patří.
V případě, že hypotéza není pravdivá, a účastník výzkumu tak bude jen hádat, pro jaký
nejmenší počet správně vytvořených dvojic x platí P (X ≥ x) ≤ 0.05? X je náhodná
veličina kvantifikující počet správně vytvořených dvojic.

[platí to již pro 3 shody; pravděpodobnost P (X ≥ 3) ≈ 1.9 %]

Poznámka: Poněkud překvapivě se rozdělení takto vzniklé náhodné veličiny nápadně
podobá rozdělení Po(1). Čím vyšší je n (celkový počet párů), tím je tato podobnost
přesnější. Již pro n > 5 je rozdíl v řádu tisícin. Překvapivé je také to, že λ je vždy 1 bez
ohledu na n, tedy průměrný počet správných dvojic by byl vždy stejný bez ohledu na to,
jestli přiřazujeme fotky deseti, sta nebo třeba tisíce párů. Pro výpočet přesné pravděpo-

dobnosti by bylo možné využít vztah P (X = k) = 1
k!
∑n−k

j=0
(−1)j

j! .

6.5 Distribuční funkce a hustota pravděpodobnosti

spojité náhodné veličiny

Páté cvičení je vyvrcholením prvního tematického bloku těchto skript. Student si zde
osvojí základy práce se spojitými náhodnými veličinami – dovednost, která mu bude
vlastní při testování statistických hypotéz, konstrukci konfidenčních intervalů a dalších
úvahách.

Vyjma rovnoměrného rozdělení, s nímž lze pracovat intuitivně, pravděpodobnost nebo
hodnotu kvantilu dalších rozdělení spojitých náhodných veličin vypočítat nedokážeme.
Narážíme tím na poměrně zajímavý problém – důvodem, proč tento výpočet nedokážeme
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provést, není to, že bychom neměli potřebné znalosti, ale to, že tyto hodnoty analyticky vy-
počítat nelze. Pomocí výpočetních technologií však můžeme získat jejich libovolně přesné
aproximace. K jejich vyčíslení proto používáme počítač nebo statistické tabulky.

Použití tabulek dnes již není běžné a ve většině případů doporučujeme sáhnout po
vhodném počítačovém programu. Pro účely výpočtů v ruce (například na zkoušce) umí-
sťujeme na konec těchto skript tabulky hodnot distribuční funkce a kvantilu normovaného
normálního rozdělení. Tabulka 21 obsahuje hodnoty distribuční funkce pro hodnoty ar-
gumentu mezi −3.49 a 0. Na řádcích tabulky jsou hodnoty argumentu s přesností na
desetiny, ve sloupcích jsou pak jednotlivé setiny. Chceme-li tedy najít funkční hodnotu
FX(−1.23), budeme hledat v řádku −1.2_ a sloupci _._3, a najdeme tak hodnotu 0.1093.

Tradičně se tabelují pouze hodnoty jedné poloosy, v našem případě záporné. Toto
řešení se volí z důvodu symetrie normálního rozdělení, a jejich kladné protějšky lze tedy
snadno odvodit. Řekněme například, že by nás zajímala funkční hodnota v bodě 1.58,
tedy FX(1.58) = P (X ≤ 1.58). Díky symetrii víme, že platí rovnost P (X ≤ 1.58) =
1 − P (X ≤ −1.58) = 1 − 0.0571 = 0.9429.

Na podobném principu funguje i tabulka 22, která zobrazuje hodnoty kvantilu normo-
vaného normálního rozdělení. V jednom sloupci je vždy hodnota α a v druhém příslušný
α-kvantil. Opět z důvodu symetrie jsou tabelovány pouze hodnoty mezi 0 a 0.50. Kdy-
bychom se například tázali, pro jakou hodnotu x platí P (X ≤ x) = 0.9 (hledáme tedy
kvantil x0.90), vyhledali bychom v tabulce kvantil x0.10 (jelikož 1 − 0.9 = 0.1) a použili
bychom jeho opačnou hodnotu: 1.2816. Využíváme zde vztahu −Φα = Φ1−α.

V praxi se obvykle nesetkáme s normovaným normálním rozdělením, ale s některým
jiným členem rodiny normálních rozdělení. Abychom mohli použít tabulky a obecně naše
znalosti o normovaném normálním rozdělení, musíme být schopni tuto náhodnou veličinu
transformovat. Představme si například, že zkoumáme fyziologickou reakci jedince při ná-
ročných kognitivních úlohách. Můžeme se třeba tázat, s jakou pravděpodobností přesáhne
srdeční frekvence jedince hodnotu 140 úderů za minutu při administraci testu verbální flu-
ence. Ze zkušenosti víme, že srdeční frekvence v průběhu této zkoušky je náhodná veličina
s rozdělením N(100, 202).

V tabulkách tuto náhodnou veličinu nenajdeme, musíme proto provést její transfor-
maci na normované normální rozdělení pomocí vztahu Z = X−µ

σ
, kde X je naše původní

náhodná veličina s rozdělením N(µ, σ2) a Z je náhodná veličina s rozdělením N(0, 1). Při-
pomeňme vlastnost normálního rozdělení – lineární transformace mění pouze hodnoty jeho
parametrů, ale samotný tvar křivky ponechává beze změny. Naše otázka zní P (X > 140),
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výraz však můžeme upravovat následujícím způsobem:

P (X > 140) = P
(
X − µ

σ
>

140 − µ

σ

)
= P

(
X − 100

20 >
140 − 100

20

)
= P (Z > 2) = P (Z ≤ −2) = FZ(−2) = 0.0228.

V posledním kroku jsme opět využili symetrii rozdělení a znalost P (Z > 2) = P (Z ≤
−2). Zjistili jsme, že srdeční frekvence při administraci testu verbální fluence přesahuje
hodnotu 140 úderů za minutu v přibližně 2.28 % případů. Analogicky vyřešíme řadu
dalších příkladů.

Příklad 42:

Tramvaje od zastávky u mého domu odjíždějí k mému pracovišti každých 12 minut. Jaká
je pravděpodobnost, že budu na tramvaj čekat déle než 9 minut, pokud přijdu na zastávku
v náhodný čas? Jaké rozdělení pravděpodobnosti má náhodná veličina délka čekání v mi-
nutách?

[1
4 , Ro(0, 12)]

Příklad 43:

Náhodná veličina X má normované normální rozdělení. Jaká je pravděpodobnost násle-
dujících jevů?

(a) X ≤ −1.5
(b) X > 1.5
(c) X ≤ 2
(d) X se realizuje mimo interval [−1.96, 1, 96]
(e) X se realizuje v intervalu [−1, 2]
(f) X se realizuje mimo interval [−2.5,−2] a zároveň mimo interval [2, 2.5]

[a) 0.0668; b) 0.0668; c) 0.9777; d) 0.05 ; e) 0.8186; f) 0.9669]

Příklad 44:

Pro jaké hodnoty x platí následující výroky, pokud má náhodná veličina X normované
normální rozdělení?

(a) P (X ≤ x) = 0.5
(b) P (X ≤ x) = 0.025
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(c) P (X ≥ x) = 0.025
(d) P (X /∈ [−x, x]) = 0.10
(e) P (X ∈ [−x, x]) = 0.40

[a) 0; b) −1.9600; c) 1.9600; d) 1.6449 ; e) 0.5244]

Příklad 45:

Výsledky laboratorního krevního testu přítomnosti markeru určité choroby mají u zdravé-
ho člověka normální rozdělení se střední hodnotou 4.4 mmol/l a směrodatnou odchylkou
0.2 mmol/l. Od 5 mmol/l považujeme nález za pozitivní a doporučujeme testovanému je-
dinci další vyšetření. Jaká je pravděpodobnost, že u zdravého jedince bude nález pozitivní?

[0.135 %]

Příklad 46:

Hmotnost mužského mozku je v průměru 1 350 g se směrodatnou odchylkou 95 g. Za
předpokladu, že tato náhodná veličina má normální rozdělení, přibližně u kolika procent
mužů by měl mít mozek menší hmotnost než 1 100 g?

[0.425 %]

Příklad 47:

Pro náhodné veličiny z tabulky níže vyčíslete pravděpodobnosti příslušných jevů:

náhodná veličina jev
a) A ∼ N(10, 4) A < 6
b) B ∼ N(50, 100) B < 65
c) C ∼ N(−4, 1) C > −5
d) D ∼ N(500, 1002) D > 550
e) E ∼ N(100, 152) E /∈ (70, 130)
f) F ∼ N(90, 302) F /∈ (60, 100)
g) G ∼ N(9, 2.52) G ∈ (8, 8.5)
h) H ∼ N(−1, 16) H ∈ (0, 1)

[a) 2.28 %, b) 93.32 %, c) 84.13 %, d) 30.85 %, e) 4.55 %,
f) 52.81 %, g) 7.62 %, h) 9.28 %]

207



Příklad 48:

Evžen o sobě říká, že je chytřejší než 99 % jeho vrstevníků. Jaké by musel mít IQ, aby to
byla pravda, pokud IQ považujeme za náhodnou veličinu s rozdělením N(100, 152)?

[přibližně 135 bodů]

Postup: V tomto příkladu hledáme odpověď na opačnou otázku než v předchozích úlo-
hách, budeme tedy pracovat s kvantilem normálního rozdělení. Ptáme se, pro jaké x platí
P (X < x) = 0.99, tedy kterou hodnotu překračuje pouze 1 % realizací náhodné veli-
činy. Toto by nebyl problém odečíst ze statistických tabulek, pokud by náhodná veličina
IQ měla normované normální rozdělení: Φ0.99 = −Φ0.01 = 2.3263. Jelikož se však jedná
o obecně normální rozdělení, musíme tuto hodnotu transformovat.

P (Z < 2.3263) = 0.99

P (Z · σ + µ < 2.3263 · σ + µ) = 0.99

P (Z · 15 + 100 < 2.3263 · 15 + 100) = 0.99

P (X < 134.8952) = 0.99

Při transformaci jsme vlastně aplikovali pozpátku vztah Z = X−µ
σ

, tedy X = z · σ + µ.
Nalezený kvantil tedy jednoduše vynásobíme směrodatnou odchylkou a přičteme střední
hodnotu. Pokud Evžen říkal pravdu, je výše jeho IQ přibližně 135.

Příklad 49:

Pro každou náhodnou veličinu z tabulky najděte hodnotu konstanty a, b, c . . . tak, aby
pro ni platila uvedená rovnost.

náhodná veličina rovnost
a) A ∼ N(1, 4) P (A < a) = 15 %
b) B ∼ N(30, 102) P (B < b) = 75 %
c) C ∼ N(9, 2.52) P (C > c) = 2.5 %
d) D ∼ N(500, 1002) P (D > d) = 95 %
e) E ∼ N(−6, 9) P (E < e) = 1 %
f) F ∼ N(−1, 1) P (F < f) = 90 %
g) G ∼ N(−800, 2002) P (G > g) = 5 %
h) H ∼ N(−20, 16) P (H > h) = 55 %

[a) −1.07, b) 36.74, c) 13.90, d) 335.51, e) −12.98, f) 0.28, g) −471.03, h) −20.50]
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Příklad 50:

S pomocí vhodného počítačového programu vyčíslete:

(a) P (X ≥ 6.0), pokud X ∼ χ2
4,

(b) hodnotu kvantilu x tak, aby platilo P (X ≥ x) = 0.05, pokud X ∼ χ2
2,

(c) P (X /∈ [−1.2, 1.2]), pokud X ∼ t4,
(d) hodnotu kvantilu x tak, aby platilo P (X ≥ x) = 0.025, pokud X ∼ t10,
(e) P (X ≥ 13.0), pokud X ∼ F2,5,
(f) hodnotu kvantilu x tak, aby platilo P (X ≥ x) = 0.10, pokud X ∼ F9,1200.

[a) 0.1991; b) 5.9915; c) 0.2964; d) 2.2281; e) 0.0104; f) 1.6367]

Příklad 51:

Lidové pravidlo říká, že hmotnost člověka v kilogramech můžeme odhadnout jako jeho
výšku v centimetrech mínus 100. Pokud je hmotnost v kilogramech náhodná veličina s roz-
dělením N(62, 121) a výška v centimetrech náhodná veličina s rozdělením N(168, 49) a
jejich kovariance je rovna 35, u kolika procent lidí se toto pravidlo mýlí o víc než 10 kg?

[přibližně ve 40 % případů]

Nápověda: Uvědomme si, s jakou náhodnou veličinou pracujeme. Slušelo by jí třeba
jméno velikost chyby lidového pravidla, zkráceně třeba V . Parametry jeho rozdělení, které
zjevně patří do rodiny normálních distribucí, získáme aplikací našich znalostí ze cvičení
6.4. Pokud budeme počítat správně, najdeme přesný výsledek 0.3994.
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6.6 Míry polohy a variability

V tomto cvičení se zaměříme na charakteristiky polohy a variability statistického znaku
v souboru pozorování. Při řešení příkladů budeme čerpat ze znalostí z kapitol 3.4 a 3.5.

U některých postupů, které jsme se učili, existuje alternativní způsob výpočtu, který
vede k jiným (často přesnějším) výsledkům, ale mnohdy bývá pro výpočet na papíru
pracnější. Výsledky uvedené v řešení tohoto cvičení odpovídají těm postupům, které do-
poručujeme ve výše uvedených kapitolách, dejte jim proto při řešení příkladů přednost.

Příklad 52:

Skupina třinácti uchazečů o studium absolvovala oborový test. Zjistěte průměrný počet
bodů, výběrový rozptyl a výběrovou směrodatnou odchylku, pokud jednotliví uchazeči
získali tato bodová ohodnocení:

59 48 44 60 43 54 70 57 54 62 54 54 43.

[x̄ = 54, s2 = 64, s = 8]

Příklad 53:

Manuál psychodiagnostické metody uvádí průměrné počty bodů pro čtyři demografické
skupiny dle pohlaví a věku: muže 15–29, muže 30+, ženy 15–29, ženy 30+ (viz tabulka).
Předpokládejme, že hodnoty byly stanoveny tak, že autoři manuálu náhodně vybrali určité
počty jedinců z populace občanů ČR a otestovali je.

(a) Zjistěte, jaký byl průměrný počet bodů jedince z výzkumného souboru autorů ma-
nuálu bez ohledu na jeho příslušnost ke skupině.

(b) Zjistěte, jaký počet bodů získá v průměru člověk, kterého náhodně vybereme z po-
pulace občanů ČR starších patnácti let, pokud známe relativní četnosti jednotlivých
skupin v populaci občanů ČR.

(c) Zjistěte, jaký počet bodů získá v průměru muž, kterého náhodně vybereme z popu-
lace všech mužů v ČR starších patnácti let, pokud známe relativní četnosti jednot-
livých skupin v populaci občanů ČR.
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Průměrný počet
bodů

Velikost
souboru

Zastoupení skupiny
v populaci ČR

Muži 15–29 32.84 282 9.78 %
Muži 30+ 27.36 47 31.85 %
Ženy 15–29 31.99 543 9.22 %
Ženy 30+ 26.45 128 34.66 %

[a) 31.30, b) 28.12, c) 28.65]

Příklad 54:

Pro soubor hodnot 1, 2, 3, 4, 5, 6, 7, 8, 9 vypočítejte následující charakteristiky:

(a) variační rozpětí,
(b) mezikvartilové rozpětí,
(c) průměrnou absolutní odchylku,
(d) mediánovou absolutní odchylku,
(e) součet čtverců,
(f) výběrový rozptyl,
(g) výběrovou směrovanou odchylku.

[a) 8, b) 4, c) 2.2̄, d) 2, e) 60, f) 7.5, g)
√

7.5 ≈ 2.74]

Příklad 55:

Osm pacientů prodělalo experimentální léčbu onemocnění. Léčba zabírá okamžitě, její
účinek je však pouze dočasný. Příznaky choroby u jednotlivých pacientů ustoupily na
doby vyjádřené v počtech dnů:

38 35 41 47 18 136 46 39.

Pro tyto hodnoty vypočítejte:

(a) průměr a směrodatnou odchylku,
(b) dvacetiprocentní useknutý průměr a useknutou výběrovou směrodatnou odchylku,
(c) dvacetiprocentní winsorizovaný průměr a winsorizovanou výběrovou směrodatnou

odchylku.

[a) 50;
√

1288 ≈ 35.89, b) 41;
√

22 ≈ 4.69, c) 41;
√

26 ≈ 5.10]
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Příklad 56:

Skupina 20 studentů se zúčastnila tappingové zkoušky. Měřili jsme, kolikrát stihnou za 10
sekund zmáčknout jedním prstem tlačítko. Získali jsme tyto výsledky:

i 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
xi 46 57 59 62 66 67 72 73 73 73 73 74 75 76 76 77 77 79 80 85

Najděte tyto kvantily:

(a) horní a dolní kvartil,
(b) medián,
(c) třetí a čtvrtý decil,
(d) sedmý a třiatřicátý percentil,
(e) kvantil x0,625.

[a) 66.5; 76.5, b) 73, c) 69.5; 73, d) 57; 72, e) 75]

Příklad 57:

Pro každou z hodnot (x1, x2, . . . , xn) = (5, 1, 7, 5, 2, 1) vypočítejte:

(a) podíl hodnot menších než xi nebo rovných xi (tzn. relativní kumulativní četnost),
(b) podíl hodnot menších než xi,
(c) výběrové percentily, které daným hodnotám odpovídají (dle postupu z kapitoly

3.4.3).

[a) 0.83̄, 0.33̄, 1.0, 0.83̄, 0.5, 0.33̄, b) 0.5, 0.0, 0.83̄, 0.5, 0.33̄, 0.0,
c) 0.7, 0.1, 1.0, 0.7, 0.4, 0.1]

Příklad 58:

U pacientky byly každé tři dny po dobu jednoho měsíce měřeny hladiny folikuly stimu-
lačního hormonu (FSH, v UI/L) a estradiolu (v pmol/L). Pomocí variačního koeficientu
rozhodněte, který z těchto hormonů kolísá v průběhu cyklu více.

Estradiol 123 127 165 221 472 782 330 497 493 320
FSH 4.7 6.4 6.7 6.4 4.6 11.4 5.2 3.5 2.3 2.8

[estradiol kolísá více; variační koeficienty vycházejí 59.5 % a 48.1 %]
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Příklad 59:

Anička se líbí Petrovi, Lukášovi, Honzovi, Ludvíkovi, Michalovi, Zdeňkovi, Frantovi a
Ríšovi. Eliška se líbí Tomovi, Standovi, Jirkovi a Martinovi. Lucka se líbí Karlovi, Davi-
dovi a Romanovi. Dorotka se líbí Filipovi a Adamovi, zatímco Lenka Alešovi a Liborovi.
Verča se líbí Matějovi a Adélka Rudovi.

Tom se líbí Aničce, Dorotce, Marušce, Evě, Hance a Katce. Petr se líbí Lucce, Lence,
Verči, Helči a Terce. Honza se líbí Elišce, Jitce, Ivě a Zuzce, Adam Martě a Andrei,
Filip Monči a Irči. Matěj se líbí jen Dáši a Ruda se nelíbí nikomu.

Pomocí koeficientu mutability rozhodněte, jestli jsou preference rozmanitější v souboru
chlapců, nebo dívek.

[preference ve skupině dívek jsou rozmanitější, rozdíl je však malý: Mchlapci ≈ 0.81 a
Mdivky ≈ 0.83]

6.7 Korelační koeficienty

Výběr vhodného korelačního koeficientu a stanovení jeho velikosti je základní dovedností,
kterou při kvantitativním zpracování dat využijeme. V praxi za nás výpočet obvykle
obstará počítač. Specializované počítačové programy mají zabudované procedury pro vý-
počet Pearsonova korelačního koeficientu i dalších z něj odvozených koeficientů včetně
Spearmanova. V případě použití programu MS Excel využijeme funkci =PEARSON().
Funkci pro výpočet Spearmanova korelačního koeficientu program neobsahuje, můžeme
nicméně použít funkci =RANK.AVG(), pomocí které převedeme hodnoty na pořadí (má-
li stejné pořadí více než jedna hodnota, bude vráceno průměrné pořadí), a pak stanovit
výši Spearmanova koeficientu opět pomocí příkazu =PEARSON().

Pro didaktické účely ale doporučujeme výpočty v tomto cvičení provést vlastní rukou
na papíru, pokud není uvedeno jinak. Vzorce, které v tomto cvičení využijeme, najdeme
v kapitole 3.7.

Příklad 60:

Z naměřených hodnot na čtyřech pokusných osobách vypočítejte velikost výběrové kovari-
ance počtu bodů na škále extraverze dotazníku NEO-FFI a depresivity dotazníku BDI-II.
Pomocí Pearsonova korelačního koeficientu a Spearmanova korelačního koeficientu vyjá-
dřete velikost závislosti těchto dvou znaků.

Extraverze 24 18 27 39
Depresivita 11 6 7 4
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[sxy = −13, r = −0.5, rs = −0.4]

Poznámka: Nezapomínejte, že při výpočtu jakékoli míry závislosti je písmenem n ozna-
čován počet dvojic hodnot, nikoli počet jednotlivých čísel, se kterými pracujeme!

Příklad 61:

U pěti lidí jsme testovali jejich inteligenci (IQ), emoční inteligenci (EQ) a míru kreativity.
S pomocí Spearmanova korelačního koeficientu vyčíslete, jak úzce souvisí s IQ emoční
inteligence a jak kreativita.

IQ 121 101 99 125 115
EQ 90 105 114 120 115
Kreativita 124 110 116 124 124

Poznámka: Všimněte si, že pouze v prvním případě můžeme použít vzorec rs = 1 −
6
∑n

i=1 d2
i

n(n2−1) . V případě kreativity narazíme na shody v pořadí, takže musíme po převodu na

průměrná pořadí použít vzorec pro Pearsonův korelační koeficient.
[pro EQ rs = 0.3 a pro kreativitu rs ≈ 0.78]

Příklad 62:

Na statistickém souboru o rozsahu n prvků jsme pozorovali znaky x a y. Vypočítejte
Pearsonův korelační koeficient, pokud jsme naměřili tyto výběrové charakteristiky:

(a) s2
x = 225, s2

y = 400, sxy = 100,
(b) x̄ = 12, ȳ = 30, s2

x = 9, s2
y = 16, ∑xiyi = 7420, n = 20,

(c) ∑xi = 240, ∑ yi = 500, ∑x2
i = 1200, ∑ y2

i = 6000, ∑xiyi = 2500, n = 50.

[a)0.33, b)přibližně 0.96, c)přibližně 0.46]

Příklad 63:

Co se týče znalostí z biologie, Hanka toho zná nejvíc ze třídy, velmi dobrý rozhled má
Veronika, o něco horší Lucka a Eliška se může pochlubit jen velmi chatrnými znalostmi.
Katka o biologii neví nic. Když se naopak budeme bavit o psychologii, má největší rozhled
Veronika a v těsném závěsu za ní je Katka. Poměrně slušné, ač o trošku slabší znalosti
má Hanka, ještě slabší Lucka a nejslabší Eliška, kterou psychologie moc nezajímá.

Vyberte vhodný ukazatel těsnosti vztahu mezi znalostmi z biologie a psychologie a
vypočítejte jeho hodnotu na výše uvedeném souboru pěti středoškolaček.

[vhodnou volbou je Spearmanův korelační koeficient, rs = 0.2]
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Obrázek 40: Bodové grafy k příkladu 64

a) b) c)

d) e) f)

g) h) i)

Příklad 64:

Prohlédněte si bodové grafy na obrázku 40 a pro jednotlivé případy odhadněte velikost
Pearsonova a Spearmanova korelačního koeficientu.

[a) r = rs = 1, b) oba koeficienty blízko −1, c) oba koeficienty blízko nule, d) Pearson
nalezne silný vztah, ale menší než 1 (r = 0.77); rs = 1, jelikož jde o monotónní závislost,

e) Pearson nalezne středně silný kladný vztah (r ≈ 0.4), jelikož je ovlivněn outlierem;
Spearman silný záporný (rs ≈ −0.8), f) r = rs = 0, g) oba koeficienty odhalí středně

silný záporný vztah (r ≈ −0.6, rs ≈ −0.5), h) r = rs = 1; dva body vždy vytvářejí
dokonalou korelaci, i) korelace není pro konstantu definovaná (při výpočtu dochází

k dělení nulou)]

Příklad 65:

Dle jedné hypotézy, či spíše lidového pravidla, dívky používají červenou barvu na vlasy
zejména tehdy, když hledají partnera. Tuto hypotézu jsme se pokusili ověřit. Náhodně
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bylo osloveno větší množství dívek a žen a u každé se evidovalo, jestli má alespoň pra-
mínek vlasů obarvený na nějakou barvu blízkou červené a jestli má stálého partnera.
Z celkového počtu 124 respondentek jich na své vlasy použilo červenou barvu 32. Z těchto
32 respondentek 19 připustilo, že partnera hledá; ze skupiny dívek, které červenou barvu
nepoužívají, partnera hledalo 44.

Kvantifikujte těsnost vztahu mezi sledovanými znaky. Jedná se o silnou závislost?

[rϕ ≈ 0.10, korelace je na hranici mezi slabou a zanedbatelnou]

Příklad 66:

Alele 7R genu DRD4 se připisuje vliv na touhu po dobrodružství – vyskytuje se u dobro-
druhů, mořeplavců a obecně jedinců, kteří i za cenu rizika zažívají doposud nepoznané.
Skupině jedinců, u kterých se tato alela vyskytovala, a skupině jedinců, u kterých se nevy-
skytovala, byla administrována škála vyhledávání nového (Novelty seeking, NS). Vyjádřete
sílu vztahu mezi přítomností jmenované alely a výsledkem škály.

DRD4-7R 1 1 1 1 1 1 1 0 0 0 0 0
NS 13 16 23 16 22 15 14 14 10 10 13 14

[rpb ≈ 0.62]

Příklad 67:

Pomocí hodnot v tabulce vypočítejte Pearsonův korelační koeficient:

(a) pro znaky y a z u těch prvků, kde znak x má hodnotu 1,
(b) pro znaky y a z u těch prvků, kde znak x má hodnotu 0,
(c) pro znaky y a z na celém souboru.

i xi yi zi

1 1 23 49
2 1 25 46
3 1 28 40
4 1 29 37
5 0 60 74
6 0 61 72
7 0 61 70
8 0 63 68
9 0 65 66

[−0.98,−0.95,+0.92]
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Poznámka: Všimněte si výsledku bodu c), který se poněkud příčí zdravému rozumu –
u obou podsouborů pozorujeme silný negativní vztah, ale po jejich sloučení vzniká vztah
pozitivní. Pro lepší pochopení data zobrazte pomocí bodového grafu (viz příklad 75).

Příklad 68:

Na webových stránkách www3.nd.edu stáhněte datovou tabulku měření velikosti mozku
a inteligence. Pomocí tabulkového editoru vypočítejte Pearsonův a Spearmanův korelační
koeficient pro celkové IQ (FSIQ) a velikost mozku (MRI_Count).

[r ≈ 0.36, rs ≈ 0.47]

6.8 Grafická reprezentace dat

Grafická prezentace dat je jedním ze základních nástrojů výzkumníka. Neslouží pouze
ke komunikaci dat s laickým či odborným publikem, ale pomáhá nám i během procesu
analýzy; poskytuje ostřejší představu o sledovaných náhodných veličinách a pomáhá for-
mulovat hypotézy. Při práci s daty by mělo být jejich grafické vyjádření prvním krokem,
kterým začínáme naše úvahy. Zkoumáme-li jednu proměnnou, pak se s ní nejlépe se-
známíme pomocí histogramu (případně i krabicového grafu), a zajímá-li nás vztah dvou
proměnných, pak je nástrojem první volby bodový graf.

Poznatky, které použijeme v tomto cvičení, vycházejí z kapitol 3.2.1, 3.4.5 a 3.7.5.

Příklad 69:

Načrtněte histogram pro třicet naměřených hodnot 3.54, 3.66, 3.80, 4.47, 4.68, 4.78, 5.46,
5.89, 5.97, 6.00, 6.03, 6.64, 6.66, 6.78, 6.93, 7.00, 7.16, 7.19, 7.43, 7.84, 7.95, 8.22, 8.23, 8.32,
8.33, 8.38, 8.41, 8.60, 8.80, 9.33 dle následujících pravidel:

• počet kategorií získáme podle Sturgesova pravidla
(
k = 1 + 3.322 · log10(n)

)
,

• kategorie jsou stejně široké a jejich středy jsou celá čísla,
• na ypsilonovou osu vynášíme absolutní četnosti.

[vhodně zvolené intervaly jsou [3.5, 4.5), [4.5, 5.5), . . . , [8.5, 9.5), nalezené frekvence
budou popořadě 4, 3, 4, 8, 8, 3]

Příklad 70:

Níže uvedená tabulka shrnuje absolutní četnosti měření spadajících do devíti kategorií.
Nakreslete pro tyto hodnoty histogram, na ypsilonovou osu vynášejte relativní četnosti.
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kategorie fi

[470-490) 33
[450-470) 90
[430-450) 204
[410-430) 341
[390-410) 409
[370-390) 342
[350-370) 198
[330-350) 84
[310-330) 29

[relativní četnosti, které budeme vynášet do grafu, jsou zleva doprava
0.017, 0.049, 0.114, 0.198, 0.236, 0.197, 0.118, 0.052, 0.019]

Příklad 71:

Nakreslete krabicový graf pro hodnoty 2.0, 2.1, 2.1, 2.8, 2.8, 2.9, 3.4, 3.4, 3.4, 3.9, 5.5, 5.6.
Medián vyznačte čarou, průměr čtverečkem. Do obrázku vepište komentáře ke všem zob-
razovaným statistikám.

Příklad 72:

Nakreslete krabicový graf pro hodnoty 14, 34, 46, 50, 57, 59, 63, 64, 68, 72, 80, 81, 83, 87, 91.
Medián vyznačte čarou, průměr čtverečkem. Do obrázku vepište komentáře ke všem zob-
razovaným statistikám.
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Příklad 73:

Několik středoškoláků bylo dotazováno, kolik knih přečetli za poslední rok. Následující
obrázek znázorňuje histogram a krabicový graf nalezených hodnot. Vyčtěte či odhadněte
tyto výběrové charakteristiky souboru: průměr, medián, variační rozpětí, horní a dolní
kvartil, mezikvartilové rozpětí, přítomnost a směr zešikmení, přítomnost a hodnoty out-
lierů, přibližný počet pozorování.

[x̄ ≈ 5.3, x̃ = 2.5, R = 37, Q1 = 1, Q3 = 6, Q3 −Q1 = 5, data jsou silně zešikmena
v kladném směru (b ≈ 2.5), za outliery můžeme považovat 5 hodnot: 18, 24, 26, 26, 37,

n ≈ 50]

Příklad 74:

Načrtněte bodový graf pro níže uvedené dvojice měření. Odhadněte velikost Pearsonova
korelačního koeficientu.

i xi yi i xi yi

1 6.3 4.2 11 8.1 3.4
2 2.9 3.5 12 2.9 5.0
3 3.0 3.9 13 3.2 5.8
4 5.6 5.4 14 7.5 3.2
5 9.6 2.7 15 7.0 1.9
6 7.6 2.3 16 2.1 7.2
7 3.9 4.8 17 6.7 3.3
8 1.5 4.7 18 5.1 3.7
9 9.1 1.6 19 6.2 2.5
10 5.3 2.5 20 5.1 5.4

[r ≈ −0.7]
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Příklad 75:

Načrtněte bodový graf pro znaky y a z z příkladu 67. Pokud je hodnota znaku x rovna
1, zakreslete pozorování jako kolečko, má-li znak x hodnotu 0, vyznačte jej křížkem.
Srovnejte obrázek s výsledky příkladu 67.

[viz obrázek 41]

Příklad 76:

Načrtněte bodový graf závislosti znaků x (na iksovou osu) a y (na ypsilonovou osu) tak,
aby platilo: n = 10, znak x je silně zešikmený v kladném směru, znak y má nápadně
bimodální rozdělení a je výrazně platykurtický (špičatost kolem hodnoty −2), velikost
Pearsonova korelačního koeficientu má zápornou hodnotu blízkou nule. (Úloha má zjevně
více správných řešení.)

[viz obrázek 41]

Obrázek 41: Náčrtky k řešením úloh 75 a 76

6.9 Intervaly spolehlivosti

Intervaly spolehlivosti obvykle stanovujeme s pomocí specializovaného počítačového pro-
gramu. V tomto cvičení nicméně budeme procvičovat jejich výpočet jen s papírem, tužkou
a kalkulačkou. Znalost konstrukce konfidenčních intervalů krok po kroku zajistí poro-
zumění tématu a poskytne návod ke konstrukci konfidenčních intervalů libovolné jiné
statistiky, jejíž distribuci dokážeme popsat. Není-li uvedeno jinak, u všech příkladů před-
pokládejme, že pozorovaná náhodná veličina má normální rozdělení.
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Příklad 77:

Pomocí laboratorního testu na slinách pacienta se pokoušíme odhadnout hladinu testoste-
ronu v jeho krevní plazmě. Víme, že tato metoda není zcela přesná, ale chování její chyby
dokážeme popsat – má-li vybraný dospělý muž skutečnou hladinu testosteronu rovnou
τ (ng/dL), pak si výsledek jeho testu můžeme představit jako realizaci náhodné veli-
činy s rozdělením N(τ, 900). Na jednom a tomtéž muži jsme provedli 9 měření hladiny
testosteronu a získali jsme tyto hodnoty (v ng/dL):

587, 676, 661, 624, 650, 623, 616, 567, 657.

Stanovte 95% a 99% konfidenční interval pro hodnotu τ .

[I95% = 629 ± 19.60 = (609.40, 648.60), I99% = 629 ± 25.76 = (603.24, 654.76)]

Příklad 78:

Šest zaměstnanců absolvovalo kurz soft skills, který měl za úkol zlepšit jejich komunikační
dovednosti. Před kurzem a po kurzu byl každému zaměstnanci administrován test, který
komunikační dovednosti měří. U každého zaměstnance pak bylo spočítáno, o kolik bodů
se zlepšil, jako počet bodů v druhém testování mínus počet bodů v prvním testování. Byly
získány tyto hodnoty:

4, 6,−2, 12, 0, 10.

Stanovte pro odhad střední hodnoty této náhodné veličiny jako

(a) 95% oboustranný konfidenční interval,
(b) 95% dolní odhad (jednostranný konfidenční interval).

[a) (−0.75, 10.75), b) 0.49]

Příklad 79:

Stanovte 95% dolní mez (jednostranný konfidenční interval) pro střední hodnotu náhodné
veličiny s normálním rozdělením, známe-li hodnoty jejích realizací:

31, 34, 27, 20, 25, 33, 30, 35, 25, 39, 29, 32.

Porovnejte šíři a umístění intervalu, když do souboru přidáme jedno odlehlé pozorování
s hodnotou 69.

[D = 27.31, po přidání odlehlého pozorování se tato hodnota posune na 27.12]
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Poznámka: Všimněte si na první pohled paradoxního výsledku. Tím, že jsme do souboru
přidali výrazně vysokou hodnotu, se dolní mez odhadu střední hodnoty snížila, ač bychom
zřejmě čekali, že se odhad posune směrem nahoru. Příčinou je to, že přítomnost outlieru
radikálně ovlivnila odhad rozptylu. Mohli bychom si to představit jako úvahu, že když
v souboru mohou existovat outliery s vysokou hodnotou, tak zde zřejmě mohou existovat
i outliery s nízkými hodnotami (které jen neměly to štěstí, že by se do našeho souboru
dostaly). Musíme být pak s naším odhadem mnohem umírněnější a vytvořit širší interval,
než jsme vytvořili předtím.

Příklad 80:

Do průřezové studie bylo zařazeno 219 probandů. Soubor se přirozeně rozdělil na 5 pod-
souborů s rozsahy f1 až f5. Na každém podsouboru byl vypočítán aritmetický průměr a
výběrová směrodatná odchylka znaku x (viz tabulka). Načrtněte sloupcový graf průměrů
skupin včetně chybových úseček znázorňujících 95% intervaly spolehlivosti.

Zamyslete se nad faktory, které výrazně zvětšují šířku konfidenčního intervalu.

x̄j sj fj

10 2.5 49
12 2.2 9
4 3.0 100
9 2.5 25
15 12.1 36

[rozsahy chybových úseček jsou popořadě
(9.28, 10.72), (10.31, 13.69), (3.40, 4.60), (7.97, 10.03), (10.91, 19.09)]

Příklad 81:

V závěrečné zprávě o proběhlém intervenčním programu autoři uvádějí intervalový odhad
zlepšení vybraných kompetencí 10 zúčastněných dětí. Zpráva však obsahuje pouze 80%
konfidenční interval. Stanovte 95% interval spolehlivosti, když víme, že 80% interval je
roven (1.07, 6.53). Předpokládáme, že sledovaná náhodná veličina má normální rozdělení.

[(−0.67, 8.27)]

Příklad 82:

Předpokládejme, že doba administrace vybrané projektivní metody je náhodná veličina
s normálním rozdělením. U šesti klientů jsme naměřili tyto časy (v minutách):

12, 8, 11, 14, 12, 10.
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Stanovte:

(a) 95% konfidenční interval pro rozptyl,
(b) 95% konfidenční interval pro směrodatnou odchylku,
(c) horní mez se spolehlivostí 95 % pro rozptyl,
(d) horní mez se spolehlivostí 95 % pro směrodatnou odchylku.

[a) (1.62, 25.06), b) (1.27, 5.01), c) 18.19, d) 4.26]

Příklad 83:

Pro statistické soubory a) až k) stanovte oboustranné konfidenční intervaly zadaných
spolehlivostí pro střední hodnotu, rozptyl a směrodatnou odchylku. Předpokládejme, že
zkoumané náhodné veličiny mají normální rozdělení.

hodnoty spolehlivost
a) 91, 83, 87 95 %
b) 89, 71, 91, 83 99 %
c) 26, 28, 22, 22 80 %
d) 28, 47, 30, 32, 28 90 %
e) 10, 9, 22, 14, 50 95 %
f) 8, 10, 6, 10, 11 99 %
g) 43, 28, 61, 28, 29, 51 90 %
h) 42, 50, 32, 31, 23, 44 99.8 %
i) 54, 58, 55, 54, 55, 66, 50 95 %
j) 35, 25, 13, 21, 20, 25, 29 80 %
k) 81, 91, 96, 88, 91, 80, 80, 89 95 %

[a) (77.06, 96.94), (4.34, 631.97), (2.08, 25.14), b) (57.22, 109.78), (18.93, 3388.09),
(4.35, 58.21), c) (22.04, 26.96), (4.32, 46.20), (2.08, 6.80), d) (25.37, 40.63),

(26.98, 360.20), (5.19, 18.98), e) (−0.11, 42.11), (103.74, 2386.37), (10.19, 48.85),
f) (4.88, 13.12), (1.08, 77.30), (1.04, 8.79), g) (28.48, 51.52), (88.52, 855.54), (9.41, 29.25),

h) (12.94, 61.06), (24.37, 2378.54), (4.94, 48.77), i) (51.38, 60.62), (10.38, 121.23),
(3.22, 11.01), j) (20.19, 27.81), (27.62, 133.39), (5.26, 11.55), k) (81.98, 92.02),

(15.74, 149.12), (3.97, 12.21)]
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Příklad 84:

Pro náhodné výběry o vysokém rozsahu má odhad šikmosti náhodné veličiny přibližně
normální rozdělení se středem v nule a směrodatnou chybou

√√√√ 6n(n− 1)
(n+ 1)(n− 2)(n+ 3) .

Stanovte 95% konfidenční interval pro tuto statistiku, když jsme na souboru 1 000 pozo-
rování spočítali hodnotu bodového odhadu 0.1.

[(−0.052, 0.252)]
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Tabulka 21: Hodnoty kumulativní distribuční funkce normovaného normálního rozdělení,
P (X ≤ x) pro X ∼ N(0, 1)

x _._0 _._1 _._2 _._3 _._4 _._5 _._6 _._7 _._8 _._9
-3.4_ 0.0003 0.0003 0.0003 0.0003 0.0003 0.0003 0.0003 0.0003 0.0003 0.0002
-3.3_ 0.0005 0.0005 0.0005 0.0004 0.0004 0.0004 0.0004 0.0004 0.0004 0.0003
-3.2_ 0.0007 0.0007 0.0006 0.0006 0.0006 0.0006 0.0006 0.0005 0.0005 0.0005
-3.1_ 0.0010 0.0009 0.0009 0.0009 0.0008 0.0008 0.0008 0.0008 0.0007 0.0007
-3.0_ 0.0013 0.0013 0.0013 0.0012 0.0012 0.0011 0.0011 0.0011 0.0010 0.0010
-2.9_ 0.0019 0.0018 0.0018 0.0017 0.0016 0.0016 0.0015 0.0015 0.0014 0.0014
-2.8_ 0.0026 0.0025 0.0024 0.0023 0.0023 0.0022 0.0021 0.0021 0.0020 0.0019
-2.7_ 0.0035 0.0034 0.0033 0.0032 0.0031 0.0030 0.0029 0.0028 0.0027 0.0026
-2.6_ 0.0047 0.0045 0.0044 0.0043 0.0041 0.0040 0.0039 0.0038 0.0037 0.0036
-2.5_ 0.0062 0.0060 0.0059 0.0057 0.0055 0.0054 0.0052 0.0051 0.0049 0.0048
-2.4_ 0.0082 0.0080 0.0078 0.0075 0.0073 0.0071 0.0069 0.0068 0.0066 0.0064
-2.3_ 0.0107 0.0104 0.0102 0.0099 0.0096 0.0094 0.0091 0.0089 0.0087 0.0084
-2.2_ 0.0139 0.0136 0.0132 0.0129 0.0125 0.0122 0.0119 0.0116 0.0113 0.0110
-2.1_ 0.0179 0.0174 0.0170 0.0166 0.0162 0.0158 0.0154 0.0150 0.0146 0.0143
-2.0_ 0.0228 0.0222 0.0217 0.0212 0.0207 0.0202 0.0197 0.0192 0.0188 0.0183
-1.9_ 0.0287 0.0281 0.0274 0.0268 0.0262 0.0256 0.0250 0.0244 0.0239 0.0233
-1.8_ 0.0359 0.0351 0.0344 0.0336 0.0329 0.0322 0.0314 0.0307 0.0301 0.0294
-1.7_ 0.0446 0.0436 0.0427 0.0418 0.0409 0.0401 0.0392 0.0384 0.0375 0.0367
-1.6_ 0.0548 0.0537 0.0526 0.0516 0.0505 0.0495 0.0485 0.0475 0.0465 0.0455
-1.5_ 0.0668 0.0655 0.0643 0.0630 0.0618 0.0606 0.0594 0.0582 0.0571 0.0559
-1.4_ 0.0808 0.0793 0.0778 0.0764 0.0749 0.0735 0.0721 0.0708 0.0694 0.0681
-1.3_ 0.0968 0.0951 0.0934 0.0918 0.0901 0.0885 0.0869 0.0853 0.0838 0.0823
-1.2_ 0.1151 0.1131 0.1112 0.1093 0.1075 0.1056 0.1038 0.1020 0.1003 0.0985
-1.1_ 0.1357 0.1335 0.1314 0.1292 0.1271 0.1251 0.1230 0.1210 0.1190 0.1170
-1.0_ 0.1587 0.1562 0.1539 0.1515 0.1492 0.1469 0.1446 0.1423 0.1401 0.1379
-0.9_ 0.1841 0.1814 0.1788 0.1762 0.1736 0.1711 0.1685 0.1660 0.1635 0.1611
-0.8_ 0.2119 0.2090 0.2061 0.2033 0.2005 0.1977 0.1949 0.1922 0.1894 0.1867
-0.7_ 0.2420 0.2389 0.2358 0.2327 0.2296 0.2266 0.2236 0.2206 0.2177 0.2148
-0.6_ 0.2743 0.2709 0.2676 0.2643 0.2611 0.2578 0.2546 0.2514 0.2483 0.2451
-0.5_ 0.3085 0.3050 0.3015 0.2981 0.2946 0.2912 0.2877 0.2843 0.2810 0.2776
-0.4_ 0.3446 0.3409 0.3372 0.3336 0.3300 0.3264 0.3228 0.3192 0.3156 0.3121
-0.3_ 0.3821 0.3783 0.3745 0.3707 0.3669 0.3632 0.3594 0.3557 0.3520 0.3483
-0.2_ 0.4207 0.4168 0.4129 0.4090 0.4052 0.4013 0.3974 0.3936 0.3897 0.3859
-0.1_ 0.4602 0.4562 0.4522 0.4483 0.4443 0.4404 0.4364 0.4325 0.4286 0.4247
-0.0_ 0.5000 0.4960 0.4920 0.4880 0.4840 0.4801 0.4761 0.4721 0.4681 0.4641
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Tabulka 22: Hodnoty α-kvantilu náhodné veličiny s normovaným normálním rozdělením,
Φα : P (X ≤ xα) = α pro X ∼ N(0, 1)

α Φα α Φα α Φα α Φα

0.000 −∞ 0.020 -2.0537 0.12 -1.1750 0.32 -0.4677
0.001 -3.0902 0.021 -2.0335 0.13 -1.1264 0.33 -0.4399
0.002 -2.8782 0.022 -2.0141 0.14 -1.0803 0.34 -0.4125
0.003 -2.7478 0.023 -1.9954 0.15 -1.0364 0.35 -0.3853
0.004 -2.6521 0.024 -1.9774 0.16 -0.9945 0.36 -0.3585
0.005 -2.5758 0.025 -1.9600 0.17 -0.9542 0.37 -0.3319
0.006 -2.5121 0.030 -1.8808 0.18 -0.9154 0.38 -0.3055
0.007 -2.4573 0.035 -1.8119 0.19 -0.8779 0.39 -0.2793
0.008 -2.4089 0.040 -1.7507 0.20 -0.8416 0.40 -0.2533
0.009 -2.3656 0.045 -1.6954 0.21 -0.8064 0.41 -0.2275
0.010 -2.3263 0.050 -1.6449 0.22 -0.7722 0.42 -0.2019
0.011 -2.2904 0.055 -1.5982 0.23 -0.7388 0.43 -0.1764
0.012 -2.2571 0.060 -1.5548 0.24 -0.7063 0.44 -0.1510
0.013 -2.2262 0.065 -1.5141 0.25 -0.6745 0.45 -0.1257
0.014 -2.1973 0.070 -1.4758 0.26 -0.6433 0.46 -0.1004
0.015 -2.1701 0.075 -1.4395 0.27 -0.6128 0.47 -0.0753
0.016 -2.1444 0.080 -1.4051 0.28 -0.5828 0.48 -0.0502
0.017 -2.1201 0.090 -1.3408 0.29 -0.5534 0.49 -0.0251
0.018 -2.0969 0.100 -1.2816 0.30 -0.5244 0.50 0.0000
0.019 -2.0749 0.110 -1.2265 0.31 -0.4959
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Tabulka 23: Hodnoty α-kvantilu náhodné veličiny se Studentovým t-rozdělením
s ν stupni volnosti, tν;α : P (X ≤ tν;α) = α pro X ∼ tν

ν tν;0.999 tν;0.995 tν;0.975 tν;0.950 tν;0.900

1 318.309 63.6567 12.7062 6.31375 3.07768
2 22.3271 9.92484 4.30265 2.91999 1.88562
3 10.2145 5.84091 3.18245 2.35336 1.63774
4 7.17318 4.60409 2.77645 2.13185 1.53321
5 5.89343 4.03214 2.57058 2.01505 1.47588
6 5.20763 3.70743 2.44691 1.94318 1.43976
7 4.78529 3.49948 2.36462 1.89458 1.41492
8 4.50079 3.35539 2.30600 1.85955 1.39682
9 4.29681 3.24984 2.26216 1.83311 1.38303
10 4.14370 3.16927 2.22814 1.81246 1.37218
11 4.02470 3.10581 2.20099 1.79588 1.36343
12 3.92963 3.05454 2.17881 1.78229 1.35622
13 3.85198 3.01228 2.16037 1.77093 1.35017
14 3.78739 2.97684 2.14479 1.76131 1.34503
15 3.73283 2.94671 2.13145 1.75305 1.34061
16 3.68615 2.92078 2.11991 1.74588 1.33676
17 3.64577 2.89823 2.10982 1.73961 1.33338
18 3.61048 2.87844 2.10092 1.73406 1.33039
19 3.57940 2.86093 2.09302 1.72913 1.32773
20 3.55181 2.84534 2.08596 1.72472 1.32534
22 3.50499 2.81876 2.07387 1.71714 1.32124
24 3.46678 2.79694 2.06390 1.71088 1.31784
26 3.43500 2.77871 2.05553 1.70562 1.31497
28 3.40816 2.76326 2.04841 1.70113 1.31253
30 3.38518 2.75000 2.04227 1.69726 1.31042
35 3.34005 2.72381 2.03011 1.68957 1.30621
40 3.30688 2.70446 2.02108 1.68385 1.30308
50 3.26141 2.67779 2.00856 1.67591 1.29871
70 3.21079 2.64790 1.99444 1.66691 1.29376
100 3.17374 2.62589 1.98397 1.66023 1.29007
200 3.13148 2.60063 1.97190 1.65251 1.28580
500 3.10661 2.58570 1.96472 1.64791 1.28325
∞ 3.09023 2.57583 1.95996 1.64485 1.28155
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Tabulka 24: Hodnoty α-kvantilu náhodné veličiny s rozdělením χ2 s ν stupni volnosti,
χ2

ν;α : P (X ≤ χ2
ν;α) = α pro X ∼ χ2

ν

ν χ2
ν;0.001 χ2

ν;0.005 χ2
ν;0.025 χ2

ν;0.05 χ2
ν;0.1 χ2

ν;0.999 χ2
ν;0.995 χ2

ν;0.975 χ2
ν;0.95 χ2

ν;0.9

1 0.00000 0.00004 0.00098 0.00393 0.01579 10.8276 7.87944 5.02389 3.84146 2.70554
2 0.00200 0.01003 0.05064 0.10259 0.21072 13.8155 10.5966 7.37776 5.99146 4.60517
3 0.02430 0.07172 0.21580 0.35185 0.58437 16.2662 12.8382 9.34840 7.81473 6.25139
4 0.09080 0.20699 0.48442 0.71072 1.06362 18.4668 14.8603 11.1433 9.48773 7.77944
5 0.21021 0.41174 0.83121 1.14548 1.61031 20.5150 16.7496 12.8325 11.0705 9.23636
6 0.38107 0.67573 1.23734 1.63538 2.20413 22.4577 18.5476 14.4494 12.5916 10.6446
7 0.59849 0.98926 1.68987 2.16735 2.83311 24.3219 20.2777 16.0128 14.0671 12.0170
8 0.85710 1.34441 2.17973 2.73264 3.48954 26.1245 21.9550 17.5345 15.5073 13.3616
9 1.15195 1.73493 2.70039 3.32511 4.16816 27.8772 23.5894 19.0228 16.9190 14.6837
10 1.47874 2.15586 3.24697 3.94030 4.86518 29.5883 25.1882 20.4832 18.3070 15.9872
11 1.83385 2.60322 3.81575 4.57481 5.57778 31.2641 26.7568 21.9200 19.6751 17.2750
12 2.21421 3.07382 4.40379 5.22603 6.30380 32.9095 28.2995 23.3367 21.0261 18.5493
13 2.61722 3.56503 5.00875 5.89186 7.04150 34.5282 29.8195 24.7356 22.3620 19.8119
14 3.04067 4.07467 5.62873 6.57063 7.78953 36.1233 31.3193 26.1189 23.6848 21.0641
15 3.48268 4.60092 6.26214 7.26094 8.54676 37.6973 32.8013 27.4884 24.9958 22.3071
16 3.94163 5.14221 6.90766 7.96165 9.31224 39.2524 34.2672 28.8454 26.2962 23.5418
17 4.41609 5.69722 7.56419 8.67176 10.08519 40.7902 35.7185 30.1910 27.5871 24.7690
18 4.90485 6.26480 8.23075 9.39046 10.86494 42.3124 37.1565 31.5264 28.8693 25.9894
19 5.40682 6.84397 8.90652 10.1170 11.65091 43.8202 38.5823 32.8523 30.1435 27.2036
20 5.92104 7.43384 9.59078 10.8508 12.44261 45.3147 39.9968 34.1696 31.4104 28.4120
22 6.98297 8.64272 10.9823 12.3380 14.04149 48.2679 42.7957 36.7807 33.9244 30.8133
24 8.08488 9.88623 12.4012 13.8484 15.65868 51.1786 45.5585 39.3641 36.4150 33.1962
26 9.22213 11.1602 13.8439 15.3792 17.29188 54.0520 48.2899 41.9232 38.8851 35.5632
28 10.3909 12.4613 15.3079 16.9279 18.93924 56.8923 50.9934 44.4608 41.3371 37.9159
30 11.5880 13.7867 16.7908 18.4927 20.59923 59.7031 53.6720 46.9792 43.7730 40.2560
35 14.6878 17.1918 20.5694 22.4650 24.79665 66.6188 60.2748 53.2033 49.8018 46.0588
40 17.9164 20.7065 24.4330 26.5093 29.05052 73.4020 66.7660 59.3417 55.7585 51.8051
50 24.6739 27.9907 32.3574 34.7643 37.68865 86.6608 79.4900 71.4202 67.5048 63.1671
70 39.0364 43.2752 48.7576 51.7393 55.32894 112.317 104.215 95.0232 90.5312 85.5270
100 61.9179 67.3276 74.2219 77.9295 82.35814 149.449 140.169 129.561 124.342 118.498
200 143.843 152.241 162.728 168.279 174.8353 267.541 255.264 241.058 233.994 226.021
500 407.947 422.303 439.936 449.147 459.9261 603.446 585.207 563.852 553.127 540.930
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Tabulka 25: Výpočet distribučních funkcí, hustot a kvantilů v programu MS Excel 2016

Rozdělení Distribuční funkce Hustota / Pravd. funkce Kvantil
Bi(n, p) =BINOM.DIST(k;n; p; 1) =BINOM.DIST(k;n; p; 0) =BINOM.INV(n; p;α)
Po(λ) =POISSON.DIST(k;λ; 1) =POISSON.DIST(k;λ; 0)
N(µ, σ2) =NORM.DIST(x;µ;σ; 1) =NORM.DIST(x;µ;σ; 0) =NORM.INV(α;µ;σ)
N(0, 1) =NORM.S.DIST(x; 1) =NORM.S.DIST(x; 0) =NORM.S.INV(α)
χ2

n =CHISQ.DIST(x;n; 1) =CHISQ.DIST(x;n; 0) =CHISQ.INV(α;n)
tn =T.DIST(x;n; 1) =T.DIST(x;n; 0) =T.INV(α;n)
Fn1,n2 =F.DIST(x;n1;n2; 1) =F.DIST(x;n1;n2; 0) =F.INV(α;n1;n2)

Tabulka 26: Řecká písmena a jejich výslovnost

malé velké čteme
α A alfa
β B beta
γ Γ gama
δ ∆ delta
ϵ E epsilon
ζ Z zéta
η H éta
θ Θ théta
ι I ióta
κ K kappa
λ Λ lambda
µ M mí
ν N ný
ξ Ξ ksí
π Π pí
ρ P ró
σ Σ sigma
τ T tau
υ Υ ypsilon
ϕ Φ fí
χ X chí
ψ Ψ psí
ω Ω omega
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